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Solution: Exercise 1 Données exponentielles censurées.

1. On note p les densités et pa,λ la densité d’une loi Gamma(a, λ). La formule de bayes
donne:

p(θ|Y ≥ 100 ∝ Pθ(Y ≥ 100)pa,λ(θ)

= e−100θ λa

Γ(a)
θa−1e−λθ

∝ θa−1e−(100+θ)λ

∝ pa,λ+100(θ)

La loi a posteriori sachant Y ≥ 100 est donc une loi Gamma(a, λ+ 100).

2. On a directement d’après la question précédente en appliquant les propriétés des lois
gamma données dans le formulaire

E(θ|Y ≥ 100) =
a

λ+ 100
;Var(θ|Y ≥ 100) =

a

(λ+ 100)2
.

3. Si l’observation est Y = 100, la loi a posteriori est classiquement proportionnelle au
produit des densités

p(θ|Y ≥ 100 ∝ pθ(100)pa,λ(θ)

= θe−100θ λa

Γ(a)
θa−1e−λθ

∝ θa+1−1e−(100+θ)λ

∝ pa+1,λ+100(θ)

d’où
E(θ|Y = 100) =

a+ 1

λ+ 100
> E(θ|Y ≥ 100)

Var(θ|Y = 100) =
a+ 1

(λ+ 100)2
> Var(θ|Y ≥ 100)
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Solution: Exercise 2 Prior de Jeffreys.

1. Modèle de Bernoulli X ∼ Ber(p).
On note θ = p ∈ [0, 1]. La log-vraisemblance poru une observation x ∈ {0, 1} s’écrit

log pθ(x) = x log θ + (1− x) log(1− θ)

d’où

(∂θ log pθ(X))2 =

(
X

θ
− 1−X

1− θ

)2

et

I(θ) = Eθ[(∂θ log pθ(X))2] = θ(
1

θ2
+ 0) + (1− θ)(0 +

1

(1− θ)2
).

=
1

θ(1− θ)

Le prior de Jeffreys est donc π(θ) ∝ 1[0,1](θ)θ
−1/2(1 − θ)−1/2. On reconnaît une loi

Beta(1/2, 1/2). La loi a posteriori a pour densité

π(θ|x1:n) ∝ θ−1/2(1− θ)−1/2θ
∑
xi(1− θ)n−

∑
xi

= θ−1/2+
∑
xi(1− θ)−1/2+n−

∑
xi

On reconnait une loi Beta(
∑n

1 xi + 1/2, n −
∑
xi + 1/2). Le prior de Jeffreys est donc

conjugué.

2. Modèle GaussienX ∼ N (θ, 1). On a log pθ(X) = Cte−(X−θ)2/2 d’où ∂θ log pθ(X) =
X − θ. Ainsi I(θ) = Eθ(X − θ)2 = Var(X) = 1. L’information de Fisher est constante,
donc le prior de Jeffreys est le prior impropre de densité constante par rapport à la mesure
de Lebesgue. La loi a posteriori est donc proportionnelle à la vraisemblance

π(θ|x1:n) ∝ e−
∑

(xi−θ)
2

2

∝ e−
nθ2−2θ

∑
xi

2

∝ e−
n2(θ−

∑
xi/n)

2

2

La loi a posteriori est donc la loi normale N (µ = 1
n

∑
xi, σ

2 = 1
n2 ).

Solution: Exercise 3 Approximation a usens de KL.

1. Par définition

KL(p||qµ,Λ) =

∫
Rd
p(x) log

p(x)

qµ,Λ(x)
dx

= Ep{log p(X)} − Ep{log[
1√

(2π)d det Λ−1
e−

1
2
X−µ)>Λ(X−µ)]}

= Ep log p(X)− d

2
log(2π) +

1

2
log det Λ− 1

2
Ep[(X − µ)>Λ(X − µ)].
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2. On cherche (µ∗,Λ∗) ∈ argminKL(p||qµ,Lambda) = argminF (µ,Λ), avec

F (µ, λ) = log det Λ− Ep[(X − µ)>Λ(X − µ).

On annule les gradients par rapport à µ,Λ:

∇µF (µ,Λ) = −∇µEp(X − µ)>Λ(X − µ)

= 2EpΛ(X − µ) = 2ΛEp(X − µ).

Ainsi∇µF (µ,Λ) = 0 ⇐⇒ µ = Ep(X).

De plus, en notant S la matrice de covariance de X sous la loi p,

∇ΛF (µ,Λ) = ∇Λ log det Λ−∇ΛEp[Trace[(X − µ)(X − µ)>Λ]]

= Λ−1 −∇ΛTrace(SΛ)

= Λ−1 − S.

Ainsi∇ΛF (µ,Λ) = 0 ⇐⇒ Λ = S−1.
Conclusion: la meilleure approximation de p par une loi normale au sens de KL a même
moyenne et matrice de covariance que p.

Solution: Exercise 4 1. Sachant Xt = x, on a Xt+1 = ρx + εt avec εt ∼ N (0, 1) d’où la
loi conditionnelle de Xt+1:

L(Xt+1|Xt = x) = N (ρx, 1)

La densité k(x, y) du noyau de transition est donc la densité d’une loi normale de moyenne
ρx et de variance 1, soit

k(x, y) =
1√
2π
e−

1
2

(y−ρx)2

2. On cherche les paramètres (µ, σ2) d’une loi normale tels que si X ∼ N (µ, σ2) on a
X

d
= ρX + εt. Le membre de droite est une loi normale de moyenne ρµ et de variance

ρ2σ2 + 1. Ainsi on a {
µ = ρµ

σ2 = ρ2σ2 + 1

d’où µ = 0, σ2 = 1
1−ρ2 .
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