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Chapitre 1

Introduction

1 Objectif

Dès qu’un ph́enom̀ene, qu’il soit physique, biologique ou autre, est trop complexe ou encore trop bruité
pour acćederà une description analytique débouchant sur une modélisation d́eterministe, un ensemble d’ap-
proches ont́et́e élaboŕees afin d’en d́ecrire au mieux le comportementà partir d’une śerie d’observations.
Citons la reconnaissance de la parole ou de caractères manuscrits, l’imagerie ḿedicale ou satellitaire, la
prévision d’une grandeur climatique ouéconomique, du comportement d’un client. . . la plupart des disci-
plines scientifiques sont concernées. Historiquement, la Statistique s’est beaucoup dévelopṕee autour de
ce type de problèmes et a proposé desmod̀elesincorporant d’une part desvariables explicativeset, d’autre
part, une composante aléatoire oubruit. Il s’agit alors d’estimerlesparam̀etresdu mod̀eleà partir des obser-
vations. Dans la m̂eme situation, la communauté informatique parle plutôt d’apprentissagevisant le m̂eme
objectif. Apprentissage machine (machine learning) ou reconnaissance de forme (pattern recognition) en
sont les principaux mots-clefs.

2 Problématique

2.1 Superviśevs.non-superviśe

Distinguons deux types de problèmes : la pŕesence ou non d’une variableàexpliquerY ou d’uneforme
à reconnâıtre qui aét́e, conjointement avecX, observ́ee sur les m̂emes objets. Dans le premier cas il s’agit
bien d’un probl̀eme de mod́elisation ou apprentissage supervisé : trouver une fonctionφ susceptible, au
mieux selon un crit̀ereà d́efinir, de reproduireY ayant observ́eX.

Y = φ(X) + ε

où ε symbolise le bruit ou erreur de mesure avec le parti pris le plus commun que cette erreur est additive.

Dans le cas contraire, en l’absence d’une variableà expliquer, il s’agit alors d’apprentissage dit non-
superviśe. L’ojectif géńeralement poursuivi est la recherche d’une typologie ou taxinomie des observa-
tions : comment regrouper celles-ci en classes homogènes mais les plus dissemblables entre elles. C’est un
probl̀eme de classification (clustering).

Attention, l’anglaisclassificationse traduit plut̂ot en français par discrimination ou classement (appren-
tissage supervisé) tandis que la recherche de classes (clustering) (apprentissage non-supervisé) fait appel
à des ḿethodes de classification ascendante hiérarchique oùa des algorithmes de réallocation dynamique
(k-means) ou de cartes auto-organisatrices (Kohonen). Ces méthodes de classification ouclusteringne sont
pas abord́ees ici, elles ont́et́e regrouṕees avec les techniques exploratoires de la première partie (Baccini et
Besse 2000).

2.2 Modélisationvs.apprentissage

Tout au long de ce document, les termes demod́elisationet d’apprentissagesont utiliśees comme des
synonymes ce qui est abusif tant que les objectifs d’uneétude n’ont paśet́e clairement explicit́es. Dans
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4 Chapitre 1. Introduction

la tradition statistique, la notion demod̀eleest centrale surtout avec une finalité explicative. Il s’agit alors
d’approcher la ŕealit́e, levrai mod̀ele, éventuellement basé sur une th́eotie physique,́economique... sous-
jacente. Le choix du modèle (cf. ci-dessous) est alors guidé par des crit̀eres d’ajustementet les d́ecisions de
validité, de pŕesence d’effets, basées sur destestsreposant des hypothèses probabilistes. L’interpréation du
rôle de chaque variable explicative est prépond́erante dans la d́emarche.

En revanche, dans un butprédictif il apparâıt que le meilleur mod̀ele n’est pas ńecessairement celui qui
ajusterait le mieux le vrai modèle. La th́eorie de l’apprentissage(Vapnik, 1999) montre alors que le cadre
théorique est diff́erent et les majorations d’erreur requierent une autre approche. Les choix sont basés sur des
critères de qualit́e de pŕediction visant̀a la recherche demod̀eles parcimonieux, c’est-̀a-dire de compl̀exité
(nombre de param̀etres ou flexibilit́e limité) dont l’interpŕetatbilit́e passe au deuxième plan.

2.3 Discrimination vs.r égression

Le type des variables statistiques considéŕees diff̀erent selon l’espace dans lequel elles prennent leurs
valeur. Elles peuvent̂etre qualitatives̀a valeurs dans un ensemble de cardinal fini ou quantitativesà valeurs
réelles voire fonctionnelles (Besse et Cardot, 2003). Ce dernier cas est introduit en annexe par le chapitre
A. Certaines ḿethodes d’apprentissage ou de modélisation s’adaptent̀a tout type de variables explicatives
tandis que d’autres sont spécialiśees. Enfin, siY à expliquer est qualitative, on parle de discrimination, clas-
sement ou reconnaissance de forme tandis que siY est quantitative on parle, par habitude, d’un problème de
régression. Dans ce cas encore, certaines méthodes sont spécifiques (ŕegression lińeaire, analyse discrimi-
nante) tandis que d’autres s’adaptent sans modification profonde remettant en cause leur principe (réseaux
de neurones, arbres. . . ).

2.4 Statistique, informatique et taille des donńees

Lorsque des hypoth̀eses relatives au modèle (linéarit́e) et aux distributions sont vérifiées c’est-̀a-dire,
le plus souvent, lorsque l’échantillon ou les ŕesidus sont supposés suivre des lois se mettant sous la forme
d’une famille exponentielle (gaussienne, binomiale, poisson. . . ), les techniques statistiques de modélisation
tirées du mod̀ele linéaire ǵeńeral sont optimales et, surtout dans le cas d’échantillons de taille restreinte, il
semble difficile de faire mieux.

En revanche, d̀es que les hypoth̀eses distributionnelles ne sont pas vérifiées, d̀es que les relations sup-
pośees entre les variables ne sont pas linéaires ou encore dès que le volume des données est important,
d’autre ḿethodes viennent concurrencer l’approche statistique classique.

Prenons un exemple simple : expliquer une variable quantitativeY par un ensemble{X1, . . . , Xp} de
variableśegalement quantitatives :

Y = φ(X1, . . . , Xp) + ε.

observ́ees sur uńechantillon(yi,xi); i = 1, . . . , n de taillen Si φ est suppośee lińeaire etp petit, de l’ordre
d’une dizaine ; le problème est bien connu et largement débattu dans la litt́erature. Dans le cas où φ n’est
pas franchement lińeaire etn grand, il est possible d’estimer préciśement un nombre plus important de
param̀etres et donc d’envisager des modèles plus sophistiqúes. Si on s’en tient au modèle gaussien usuel,
même le cas le plus simple d’un modèle polyn̂omial devient vite probĺematique. En effet, lorsqueφ est
linéaire, prenonsp = 10, la proćedure de choix de modèle est confront́eeà un ensemble de210 mod̀eles
possibles et des algorithmes astucieux permettent encore de s’en sortir. En revanche, considérer pourφ
un simple polyn̂ome du deuxìeme voire troisìeme degŕe avec toutes ses interactions, amèneà consid́erer
un nombre consid́erable de param̀etres et donc, par explosion combinatoire, un nombre astronomique de
mod̀eles possibles. D’autres méthodes doivent alorŝetre consid́eŕees en prenant en compte nécessairement
la complexit́e algorithmique des calculs. Ceci explique l’implication d’une autre discipline, l’informatique,
dans cette problématique. Le souci de calculabilité l’emporte sur la d́efinition math́ematique du problème
qui se ram̀eneà l’optimisation d’un crit̀ere d’ajustement deφ sur un ensemble de solutions plus ou moins
riche. Ces ḿethodes ont souventét́e d́evelopṕees dans un autre environnement disciplinaire : informatique,
intelligence artificielle. . . ;k plus proches voisins, réseaux de neurones, arbres de décisions,support vector
machinedeviennent des alternatives crédibles d̀es lors que le nombre d’observations est suffisant.
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2.5 Choix de ḿethode

Avec l’avènement dudata mining, de tr̀es nombreux articles comparent et opposent les techniques sur
des jeux de donńees publics et proposent des améliorations incŕementales de certains algorithmes. Après
une ṕeriode fíevreuse òu chacun tentait d’afficher la suprématie de sa ḿethode, un consensus s’estétabli au-
tour de l’idée qu’il n’y a pas de “meilleure ḿethode”. Chacune est plus ou moins bien adaptée au probl̀eme
pośe, à la nature des données ou encore aux propriét́es de la fonctionφ à approcher ou estimer. Sur le plan
méthodologique, il est alors important de savoir comparer des méthodes afin de choisir la plus pertinente.
Cette comparaison repose sur une estimation d’erreur (de régression ou de classement) qu’il est nécessaire
de conduire avec soin. Un chapitre (5) est consacŕe à ce point.

2.6 Choix de mod̀ele : équilibre biais-variance

Tous les auteurs s’accordent pour souligner l’importance qu’il y aà construire des modèles parcimo-
nieux quelque soit la ḿethode utiliśee. Toutes les ḿethodes sont concernées : nombre de variables ex-
plicatives, de feuilles dans un arbre ou de neurones dans une couche cachée. . . . Seuls les algorithmes de
combinaison de mod̀eles (bagging, boosting) contournent cetteétape au prix d’un accroissement sensible
du volume des calculs et de l’interprétabilit́e des ŕesultats obtenus.

L’alternative est claire, plus un modèle est complexe et donc plus il intègre de param̀etres et plus il est
capable de s’ajuster aux données et donc d’engendrer une erreur faible d’ajustement. En revanche, un tel
mod̀ele peut s’av́erer d́efaillant lorsqu’il s’agira de pŕevoir ou ǵeńeraliser, c’est-̀a-dire de s’appliquer̀a des
donńees qui n’ont pas participé à son estimation. Exemple : discriminer dans IR2 une frontìere quadratique
par une ŕegression lińeaire ou par un polyn̂ome de debŕe plusélev́e.

Ce probl̀eme s’illustre aussi facilement en régression classique. Ajouter des variables explicatives dans
un mod̀ele ne peut que réduire l’erreur d’ajustement (leR2) et ŕeduit le biais si le “vrai” mod̀ele est un
mod̀ele plus complet. Mais, ajouter des variables faitégalement crôıte la variance des estimateurs et donc
celle des pŕedictions qui se d́egradent rapidement avec la multicolinéarit́e des variables explicatives. Un
risque pour le mod̀ele, ou erreur quadratique de prédiction, s’exprimant comme le carré du biais plus la
variance, il est important d’optimiser le dosage entre biais et variance en contrôlant le nombre de variables
dans le mod̀ele afin de minimiser le risque. Ces remarques conduisentà la d́efinition de crit̀eres de choix
de mod̀ele dont leCp de Mallows fut un pŕecurseur en régression suivi par d’autres propositions : Akaı̈ke
(AIC), Schwartz (BIC). . .

Plus que celui de la ḿethode, le choix du bon modèle ou de la bonne complexité de celui-ci dans
une classe de ḿethodes donńees est primordial. En conséquence, les problèmes d’optimisation considéŕes
doivent mettre en œuvre un critère qui prend en compte lacomplexit́e du mod̀ele, c’est-̀a-dire la complexit́e
de l’espace dans lequel la solution est recherchée.

2.7 Choix de mod̀ele : śelectionvs.r égularisation

Selon la ḿethode consid́eŕee, la complexit́e du mod̀ele s’exprime de diff́erentes façons. Simple par
sélection de variable en régression lińeaire, la complexit́e est directement liéeà la dimension de l’espace
engendŕe et donc au nombre de variables. Les choses se compliquent pour les modèles non-lińeaires lorsque,
à dimension fix́ee, c’est la plus ou moins grande flexibilité des solutions qui doit̂etre ṕenaliśee.

C’est typiquement le cas en régression non-paraḿetrique ou fonctionnelle. Une pénalisation faisant in-
tervenir la norme carrée de la d́erivée seconde contrôle la flexibilité d’un lissage spline. La “largeur de
fenêtre” du noyau contr̂ole également la ŕegularit́e de la solution. En régression lińeaire, si le nombre et
les variables sont d́etermińes, la version “ridge” de la régression ṕenalise la norme carrée du vecteur des
param̀etres et restreint ainsi, par régularisation, l’espace des solutions pour limiter l’effet de la multico-
linéarit́e.

Enfin, pour aborder en toute géńeralit́e les situations les plus compliquées, Vapnik (1999) a formalisé
la théorie de l’apprentissage en introduisant une notion particulière de dimension pour toute famille de
mod̀eles.
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2.8 Contenu

Chaque ḿethode ou famille de ḿethodes de mod́elisation et d’apprentissage parmi les plus répandues,
est pŕesent́ee de façon plus ou moins succincte dans un chapitre distinct avec un objectif prédictif. La
régression lińeaire classique en statistique prend une place particulièreà titre ṕedagogique. Tr̀es ant́erieure
aux autres, elle donne lieu a une bibliographie abondante. Conceptuellement plus simple, elle permet d’in-
troduire plus facilement les problématiques rencontrées comme celle du choix d’un modèle par ses deux
approches types : la sélection de variable ou la régularisation (ridge). Pour une meilleure compréhension
des logiciels qui y font largement référence, une introduction (annexe) aumod̀ele linéaire ǵeńeral four-
nit le cadre th́eorique ńecessairèa l’unification des ŕegressions lińeaire, loglińeaire et logistique ; cette
dernìere reste toujours très utiliśee en scoring. La présentation de l’analyse discriminante décisionnelle,
paraḿetrique ou non paraḿetrique, lesk plus proches voisins, permet d’introduireégalement des notions
de th́eorie baýesienne de la d́ecision. Un chapitre incontournable est consacré aux techniques d’estimation
d’une erreur de prédiction sur lesquelles reposent les choix opérationnels d́ecisifs : de mod̀ele, de ḿethode
mais aussi l’́evaluation de la précision des ŕesultats escomptés. Les chapitres suivants sont consacrées aux
techniques algorithmiques : arbres binaires de décision (classification and regression treesou CART) et
à celles plus directement issues de la théorie de l’apprentissage machine (machine learning) : réseau de
neurones et perceptron, agrégation de mod̀eles (boosting, random forest), support vector machine (SVM).
Des annexes apportent des compléments th́eoriques ou ḿethodologiques : mod́elisation de donńees fonc-
tionnelles, introduction au modèle linéaire ǵeńeral, le bootstrap.



Chapitre 2

Régression lińeaire

1 Introduction

Ce chapitre ne propose qu’une introduction au modèle gaussien,̀a sa d́efinition et à son estimation
en privilégiant l’objectif de pŕediction. Il s’attarde donc sur le problème d́elicat du choix de mod̀ele afin,
principalement, d’en introduire les grands principes pour les adapter au cas de la régression logistique large-
ment utiliśee en prospection de données. Une dernière section introduit le modèle d’analyse de covariance
mais de nombreux aspects : colinéarit́e, points influents, tests, analyse de variance, modèle multinomial
ou poissonien (mod̀ele log-lińeaire). . . sont ńegligés età rechercher dans la bibliographie de même qu’une
présentation globale dumod̀ele linéaire ǵeńeral incluant toutes ces approches et seulement résuḿee en an-
nexe. Les statistiques des testsélémetaires sont explicitées afin de faciliter la lectures et l’interprétation des
résultats issus des logiciels.

Le but premier de ce chapitre est donc l’explication ou plutôt, la mod́elisation dans un but prédictif,
d’une variablequantitativepar plusieurs variables quantitatives (régression lińeaire multiple) ou par un
mélange de variables quantitatives et qualitatives (analyse de covariance).

2 Modèle

Le mod̀ele de ŕegression lińeaire multiple est l’outil statistique le plus habituellement mis en œuvre pour
l’ étude de donńees multidimensionnelles. Cas particulier de modèle linéaire, il constitue la ǵeńeralisation
naturelle de la ŕegression simple.

Une variable quantitativeY dite à expliquer(ou encore, ŕeponse, exog̀ene, d́ependante) est mise en
relation avecp variables quantitativesX1, . . . , Xp ditesexplicatives(ou encore de contrôle, endog̀enes,
indépendantes, régresseurs).

Les donńees sont supposées provenir de l’observation d’unéchantillon statistique de taillen (n > p+1)
de IR(p+1) :

(x1
i , . . . , x

j
i , . . . , x

p
i , yi) i = 1, . . . , n.

L’ écriture dumod̀ele linéaire dans cette situation conduità supposer que l’espérance deY appartient
au sous-espace de IRn engendŕe par{1, X1, . . . , Xp} où 1 désigne le vecteur de IRn constitúe de “1” .
C’est-̀a-dire que les(p + 1) variables aĺeatoires v́erifient :

yi = β0 + β1x
1
i + β2x

2
i + · · · + βpx

p
i + εi i = 1, 2, . . . , n

avec les hypoth̀eses suivantes :

i. Lesεi sont des termes d’erreur, d’une variableU , non observ́es, ind́ependants et identiquement dis-
tribués ;E(εi) = 0, V ar(ε) = σ2I.

ii. Les termesxj sont suppośes d́eterministes (facteurs contrôlés)ou bien l’erreur U est ind́ependante
de la distribution conjointe deX1, . . . , Xp. Onécrit dans ce dernier cas que :

E(Y |X1, . . . , Xp) = β0 + β1X
1 + β2X

2 + · · · + βpX
p etV ar(Y |X1, . . . , Xp) = σ2.
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8 Chapitre 2. Régression lińeaire

iii. Les param̀etres inconnusβ0, . . . , βp sont suppośes constants.

iv. En option, pour l’́etude sṕecifique des lois des estimateurs, une quatrième hypoth̀ese consid̀ere la
normalit́e de la variable d’erreurU (N (0, σ2I)). Lesεi sont alors i.i.d. de loiN (0, σ2).

Les donńees sont ranǵees dans une matriceX(n × (p + 1)) de terme ǵeńeral xj
i , dont la premìere

colonne contient le vecteur1 (xi
0 = 1), et dans un vecteurY de terme ǵeńeralyi. En notant les vecteurs

ε = [ε1 · · · εp]′ etβ = [β0β1 · · ·βp]′, le mod̀ele s’́ecrit matriciellement :

y = Xβ + ε.

3 Estimation

Conditionnellement̀a la connaissance des valeurs desXj , les param̀etres inconnus du modèle : le vec-
teurβ etσ2 (param̀etre de nuisance), sont estimés par minimisation des carrés deśecarts (M.C.) ou encore,
en supposant (iv), par maximisation de la vraisemblance (M.V.). Les estimateurs ont alors les mêmes expres-
sions, l’hypoth̀ese de normalité et l’utilisation de la vraisemblance conférantà ces derniers des propriét́es
compĺementaires.

3.1 Estimation par M.C.

L’expressioǹa minimiser surβ ∈ IRp+1 s’écrit :

n∑
i=1

(yi − β0 − β1x
1
i − β2x

2
i − · · · − βpx

p
i )

2 = ‖y −Xβ‖2

= (y −Xβ)′(y −Xβ)
= y′y − 2β′X′y + β′X′Xβ.

Par d́erivation matricielle de la dernièreéquation on obtient les“ équations normales”:

X′y −X′Xβ = 0

dont la solution correspond bienà un minimum car la matrice hessienne2X′X est semi d́efinie-positive.

Nous faisons l’hypoth̀ese suppĺementaire que la matriceX′X est inversible, c’est-à-dire que la matrice
X est de rang(p + 1) et donc qu’il n’existe pas de colinéarit́e entre ses colonnes. En pratique, si cette
hypoth̀ese n’est pas v́erifiée, il suffit de supprimer des colonnes deX et donc des variables du modèle. Des
diagnostics de colińearit́e et des crit̀eres aident au choix des variables.

Alors, l’estimation des param̀etresβj est donńee par :

b = (X′X)−1X′y

et les valeurs ajustées (ou estiḿees, pŕedites) dey ont pour expression :

ŷ = Xb = X(X′X)−1X′y = Hy

où H = X(X′X)−1X′ est appeĺee “hat matrix” ; elle met un chapeaùa y. Géoḿetriquement, c’est la
matrice de projection orthogonale dans IRn sur le sous-espace Vect(X) engendŕe par les vecteurs colonnes
deX.

On note
e = y − ŷ = y −Xb = (I−H)y

le vecteur des résidus ; c’est la projection dey sur le sous-espace orthogonal de Vect(X) dans IRn.

3.2 Propriétés

Les estimateurs des M.C.b0, b1, . . . , bp sont des estimateurs sans biais :E(b) = β, et, parmi les esti-
mateurs sans biais fonctions linéaires desyi, ils sont de variance minimum (théor̀eme de Gauss-Markov) ;
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ils sont donc “BLUE” :best linear unbiaised estimators. Sous hypoth̀ese de normalité, les estimateurs du
M.V. sont uniforḿement meilleurs (efficaces) et coı̈ncident avec ceux des M.C.

On montre que la matrice de covariance des estimateurs se met sous la forme

E[(b− β)(b− β)′] = σ2(X′X)−1,

celle des pŕedicteurs est
E[(ŷ −Xβ)(ŷ −Xβ)′] = σ2H

et celle des estimateurs des résidus est

E[(e− u)((e− u))′] = σ2(I−H)

tandis qu’un estimateur sans biais deσ2 est fourni par :

s2 =
‖e‖2

n − p − 1
=

‖y −Xβ‖2

n − p − 1
=

SSE
n − p − 1

.

Ainsi, les termess2hi
i sont des estimations des variances des prédicteurŝyi.

3.3 Sommes des carŕes

SSE est la somme des carrés des ŕesidus (sum of squared errors),

SSE= ‖y − ŷ‖2 = ‖e‖2
.

On d́efinit également la somme totale des carrés (total sum of squares) par

SST= ‖y − ȳ1‖2 = y′y − nȳ2

et la somme des carrés de la ŕegression (regression sum of squares) par

SSR= ‖ŷ − ȳ1‖2 = ŷ′ŷ − nȳ2 = y′Hy − nȳ2 = b′X′y − nȳ2.

On vérifie alors : SST= SSR+ SSE.

3.4 Coefficient de d́etermination

On appellecoefficient de d́eterminationle rapport

R2 =
SSR
SST

qui est donc la part de variation deY expliqúee par le mod̀ele de ŕegression. Ǵeoḿetriquement, c’est un
rapport de carŕes de longueur de deux vecteurs. C’est donc le cosinus carré de l’angle entre ces vecteurs :y
et sa projection̂y sur Vect(X).

Attention, dans le cas extrême òu n = (p + 1), c’est-̀a-dire si le nombre de variables explicatives est
grand comparativement au nombre d’observations,R2 = 1. Ou encore, il est ǵeoḿetriquement facile de
voir que l’ajout de variables explicatives ne peut que faire croı̂tre le coefficient de d́etermination.

La quantit́e R est appeĺeecoefficient de corŕelation multipleentreY et les variables explicatives, c’est
le coefficient de corŕelation usuel entrey et sa pŕediction (ou projection)̂y.

4 Inf érences dans le cas gaussien

En principe, l’hypoth̀ese optionnelle (iv) de normalité des erreurs est nécessaire pour cette section. En
pratique, des ŕesultats asymptotiques, donc valides pour de grandséchantillons, ainsi que deśetudes de
simulation, montrent que cette hypothèse n’est pas celle dont la violation est la plus pénalisante pour la
fiabilité des mod̀eles.
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4.1 Inférence sur les coefficients

Pour chaque coefficientβj on montre que la statistique

bj − βj

σbj

où σ2
bj

, variance debj est lejème terme diagonal de la matrices2(X′X)−1, suit une loi de Student̀a
(n − p − 1) degŕes de libert́e. Cette statistique est donc utilisée pour tester une hypothèseH0 : βj = a ou
pour construire un intervalle de confiance de niveau100(1 − α)% :

bj ± tα/2;(n−p−1)σbj
.

Attention, cette statistique concerne un coefficient et ne permet pas d’inférer conjointement (cf.§3.4)
sur d’autres coefficients car ils sont corrélés entre eux ; de plus elle dépend des absences ou présences des
autres variablesXk dans le mod̀ele. Par exemple, dans le cas particulier de deux variablesX1 et X2 très
corŕelées, chaque variable, en l’absence de l’autre, peut apparaı̂tre avec un coefficient significativement
diff érent de 0 ; mais, si les deux sont présentes dans le modèle, elles peuvent chacune apparaı̂tre avec des
coefficients insignifiants.

De façon plus ǵeńerale, sic désigne un vecteur non nul de(p + 1) constantes ŕeelles, il est possible
de tester la valeur d’une combinaison linéairec′b des param̀etres en consid́erant l’hypoth̀ese nulleH0 :
c′b = a ; a connu. SousH0, la statistique

c′b− a

(s2c′(X′X)−1c)1/2

suit une loi de Student̀a (n − p − 1) degŕes de libert́e.

4.2 Inférence sur le mod̀ele

Le mod̀ele peutêtre test́e globalement. Sous l’hypothèse nulleH0 : β1 = β2 = . . . = βp = 0, la
statistique

SSR/p

SSE/(n − p − 1)
=

MSR
MSE

suit une loi de Fisher avecp et (n − p − 1) degŕes de libert́e. Les ŕesultats sont habituellement présent́es
dans un tableau“d’analyse de la variance”sous la forme suivante :

Source de
variation d.d.l.

Somme
des
carrés

Variance F

Régression p SSR MSR=SSR/p MSR/MSE
Erreur n − p − 1 SSE MSE=SSE/(n − p − 1)
Total n − 1 SST

4.3 Inférence sur un mod̀ele réduit

Le test pŕećedent am̀eneà rejeterH0 dès que l’une des variablesXj est líee à Y . Il est donc d’un
intér̂et limité. Il est souvent plus utile de tester un modèle ŕeduit c’est-̀a-dire dans lequel certains coeffi-
cients,à l’exception de la constante, sont nuls contre le modèle complet avec toutes les variables. En ayant
éventuellement réordonńe les variables, on considère l’hypoth̀ese nulleH0 : β1 = β2 = . . . = βq = 0, q <
p.

Notons respectivement SSRq, SSEq, R2
q les sommes de carrés et le coefficient de détermination du

mod̀ele ŕeduità (p − q) variables. SousH0, la statistique

(SSR− SSRq)/q

SSE/(n − p − 1)
=

(R2 − R2
q)/q

(1 − R2)/(n − p − 1)
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suit une loi de Fisher̀a q et (n − p − 1) degŕes de libert́e.

Dans le cas particulier où q = 1 (βj = 0), la F -statistique est alors le carré de lat-statistique de
l’inf érence sur un param̀etre et conduit donc au m̂eme test.

4.4 Prévision

Connaissant les valeurs des variablesXj pour une nouvelle observation :x′0 = [x1
0, x

2
0, . . . , x

p
0] appar-

tenant au domaine dans lequel l’hypothèse de lińearit́e reste valide, une prévision, not́eeŷ0 deY ouE(Y )
est donńee par :

ŷ0 = b0 + b1x
1
0 + · · · + bpx

p
0.

Les intervalles de confiance des prévisions deY et E(Y ), pourunevaleurx0 ∈ IRp et en posantv0 =
(1|bmx′0)

′ ∈ IRp+1, sont respectivement

ŷ0 ± tα/2;(n−p−1)s(1 + v′0(X
′X)−1v0)1/2,

ŷ0 ± tα/2;(n−p−1)s(v′0(X
′X)−1v0)1/2.

4.5 Exemple

Le mod̀ele de ŕegression lińeaire n’est pas adapté à l’explication d’une variable binaire comme dans
le cas des donńees bancaires. Ceci est abordé dans le chapitre suivant en utilisant la régression logistique
tandis que d’autres exemples de données sont utiliśees dans ce chapitre. Les premières sont extraites de
Jobson (1991) et d́ecrivent les ŕesultats comptables de 40 entreprises du Royaume Uni.

RETCAP Return on capital employed
WCFTDT Ratio of working capital flow to total debt
LOGSALE Log to base 10 of total sales
LOGASST Log to base 10 of total assets
CURRAT Current ratio
QUIKRAT Quick ratio
NFATAST Ratio of net fixed assets to total assets
FATTOT Gross sixed assets to total assets
PAYOUT Payout ratio
WCFTCL Ratio of working capital flow to total current liabilities
GEARRAT Gearing ratio (debt-equity ratio)
CAPINT Capital intensity (ratio of total sales to total assets)
INVTAST Ratio of total inventories to total assets

Modèle complet

La proćedure SAS/REG est utilisée dans le programme suivant. Beaucoup d’options sont actives afin de
fournir la plupart des ŕesultats m̂eme si certains sont redondants ou peu utiles.

options linesize=110 pagesize=30 nodate nonumber;
title;
proc reg data=sasuser.ukcomp1 all;

model RETCAP = WCFTCL WCFTDT GEARRAT LOGSALE LOGASST
NFATAST CAPINT FATTOT INVTAST PAYOUT QUIKRAT CURRAT
/dw covb Influence cli clm tol vif collin R P;

output out=resout h=lev p=pred r=res student=resstu ;
run;

Analysis of Variance
Sum of Mean

Source DF Squares Square F Value Prob>F
(1)

Model 12 0.55868 (2) 0.04656 (5) 8.408 (7) 0.0001 (8)
Error 27 0.14951 (3) 0.00554 (6)
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C Total 39 0.70820 (4)
Root MSE 0.07441 (9) R-square 0.7889 (12)
Dep Mean 0.14275 (10) Adj R-sq 0.6951 (13)
C.V. 52.12940 (11)

(1) degŕes de libert́e de la loi de Fisher du test global
(2) SSR
(3) SSE ou d́eviance
(4) SST=SSE+SSR
(5) SSR/DF
(6) s2 =MSE=SSE/DF est l’estimation deσ2

(7) StatistiqueF du test de Fisher du modèle global
(8) P (fp;n−p−1 > F ) ; H0 est rejet́ee au niveauα si P < α
(9) s =racine de MSE
(10) moyenne empirique de la variableà expliqúee
(11) Coefficient de variation100× (9)/(10)
(12) Coefficient de d́eterminationR2

(13) Coefficient de d́etermination ajustéR′2

Parameter Estimates
Parameter Standard T for H0: Variance

Variable DF Estimate Error Parameter=0 Prob>|T| Tolerance Inflation
(1) (2) (3) (4) (5) (6)

INTERCEP 1 0.188072 0.13391661 1.404 0.1716 . 0.00000000
WCFTCL 1 0.215130 0.19788455 1.087 0.2866 0.03734409 26.77799793
WCFTDT 1 0.305557 0.29736579 1.028 0.3133 0.02187972 45.70441500
GEARRAT 1 -0.040436 0.07677092 -0.527 0.6027 0.45778579 2.18442778
LOGSALE 1 0.118440 0.03611612 3.279 0.0029 0.10629382 9.40788501
LOGASST 1 -0.076960 0.04517414 -1.704 0.0999 0.21200778 4.71680805
...

(1) estimations des paramètres(bj)
(2) écarts-types de ces estimations(sbj )
(3) statistiqueT du test de Student deH0 : bj = 0
(4) P (tn−p−1 > T ) ; H0 est rejet́ee au niveauα si P < α
(5) 1−R2

(j)

(6) VIF=1/(1−R2
(j))

Ces ŕesultats soulignent les problèmes de colińearit́es. De grands “VIF” sont associésà de grandśecart-
types des estimations des paramètres. D’autre part les nombreux tests de Student non significatifs montrent
que trop de variables sont présentes dans le modèle. Cette id́ee est renforćee par le calcul de l’indice de
conditionnement (explicité dans la section suivante : 8.76623/0.00125).

5 Choix de mod̀ele

De façon un peu schématique, on peut associer la pratique de la modélisation statistiquèa trois objectifs
qui peuvent́eventuellement̂etre poursuivis en complémentarit́e.

Descriptif : Il vise à rechercher de façon exploratoire les liaisons entreY et d’autres variables, potentiel-
lement explicatives,Xj qui peuvent̂etre nombreuses afin, par exemple d’en sélectionner un sous-
ensemble.̀A cette strat́egie,à laquelle peuvent contribuer des Analyses en Composantes Principales,
correspond des algorithmes de recherche (pasà pas) moins performants maiséconomiques en temps
de calcul sip est grand.
Attention, si n est petit, et la recherche suffisamment longue avec beaucoup de variables explicatives,
il sera toujours possible de trouver un “bon” modèle expliquanty ; c’est l’effet data miningdans les
mod̀eleséconoḿetriques appelé maintenantdata snooping.

Explicatif : Le deuxìeme objectif est sous-tendu par une connaissancea priori du domaine concerné et
dont des ŕesultats th́eoriques peuvent vouloir̂etre confirḿes, infirḿes ou pŕeciśes par l’estimation
des param̀etres. Dans ce cas, les résultats inf́erentiels pŕećedents permettent de construirele bon test
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conduisant̀a la prise de d́ecision recherch́ee. Utiliśees hors de ce contexte, les statistiques de test
n’ont plus alors qu’une valeur indicative au même titre que d’autres critères plus empiriques.

Prédictif : Dans le troisìeme cas, l’accent est mis sur la qualité des estimateurs et des prédicteurs qui
doivent, par exemple, minimiser une erreur quadratique moyenne. C’est la situation rencontrée en
apprentissage. Ceci conduit̀a rechercher des modèlesparcimonieuxc’est-̀a-dire avec un nombre vo-
lontairement restreint de variables explicatives. Le “meilleur” modèle ainsi obtenu peut donner des es-
timateurs ĺeg̀erement biaiśes au profit d’un compromis pour une variance plus faible. Un bon modèle
n’est donc plus celui qui explique le mieux les données au sens d’une déviance (SSE) minimale (ou
d’un R2 max) au prix d’un nombre important de variables pouvant introduire des colinéarit́es. Le bon
mod̀ele est celui qui conduit aux prédictions les plus fiables.

Certes, le th́eor̀eme de Gauss-Markov indique que, parmi les estimateurs sans biais, celui des moindres
carŕes est de variance minimum. Néanmoins, il peut̂etre important de préférer un estimateur lég̀erement
biaiśe si le gain en variance est lui plus significatif. C’est tout le problème de trouver un bońequilibre entre
biais et variance afin de minimiser un risque quadratique de prédiction. Il y a principalement deux façons
de “biaiser” un mod̀ele dans le but de restreindre la variance :

• en ŕeduisant le nombre de variables explicatives et donc en simplifiant le modèle,
• en contraignant les paramètres du mod̀ele, en les ŕetŕecissant (schrinkage), en ŕegressionridge qui

opère une ŕegularisation.
Commençons par décrire les proćedures de śelection.

5.1 Critères

De nombreux crit̀eres de choix de modèle sont pŕesent́es dans la litt́erature sur la ŕegression lińeaire
multiple. Citons le crit̀ere d’information d’Akäıke (AIC ), celui baýesien de Sawa (BIC ). . . (cf. chapitre5).
Ils sontéquivalents lorsque le nombre de variablesà śelectionner, ou niveau du modèle, est fix́e. Le choix
du crit̀ere est d́eterminant lorsqu’il s’agit de comparer des modèles de niveaux diff́erents. Certains critères
se ram̀enent, dans le cas gaussien,à l’utilisation d’une expression pénaliśee de la fonction de vraisemblance
afin de favoriser des modèles parcimonieux. En pratique, les plus utilisés ou ceux ǵeńeralement fournis par
les logiciels sont les suivants.

Statistique duF de Fisher

Ce crit̀ere, justifíe dans le cas explicatif car basé sur une qualit́e d’ajustement est aussi utilisé à titre
indicatif pour comparer des séquences de modèles embôıtés. La statistique partielle de Fisher est

(SSR− SSRq)/s

SSE/(n − p − 1)
=

(R2 − R2
q)

1 − R2)
n − p − 1

q

dans laquelle l’indiceq désigne les expressions concernant le modèle ŕeduit avec(p− q) variables explica-
tives. On consid̀ere alors que si l’accroissement(R2 − R2

q) est suffisamment grand :

R2 − R2
R >

q

(n − p − 1)
Fα;q,(n−p−1),

l’ajout desq variables au mod̀ele est justifíe.

R2 etR2 ajust́e

Le coefficient de d́eterminationR2 = 1−SSE/SST, directement lié à la d́eviance (SSE) est aussi un
indice de qualit́e mais qui a la propriét́e d’être monotone croissant en fonction du nombre de variables. Il
ne peut donc servir qu’à comparer deux modèles de m̂eme niveau c’est-à-dire avec le m̂eme nombre de
variables.

En revanche, leR2 ajust́e :

R′2 = 1 − n − 1
n − p − 1

(1 − R2) = 1 − SSE/(n − p − 1)
SST/(n − 1)

.

dans lequel le rapport SSE/SST est remplacé par un rapport des estimations sans biais des quantitésσ2 et
σ2

y introduit une ṕenalisation líee au nombre de paramètresà estimer.
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Ce coefficient s’exprime encore par

1 − (n − 1)MSE
SST

ainsi dans la comparaison de deux modèles partageant la m̂eme SST, on observe queR′2 > R′2
j si et seule-

ment si MSE<MSEj ; MSE et MSEj désignant respectivement l’erreur quadratique moyenne du modèle
complet et celle d’un mod̀ele à j variables explicatives. Maximiser leR2 ajust́e revient donc̀a minimiser
l’erreur quadratique moyenne.

Cp de Mallows

Cet indicateur est une estimation de l’erreur quadratique moyenne de prédiction qui s’́ecrit aussi comme
la somme d’une variance et du carré d’un biais. L’erreur quadratique moyenne de prédiction śecrit ainsi : :

MSE(ŷi) = Var(ŷi) + [Biais(ŷi)]2

puis apr̀es sommation et réduction :

1
σ2

n∑
i=1

MSE(ŷi) =
1
σ2

n∑
i=1

Var(ŷi) +
1
σ2

n∑
i=1

[Biais(ŷi)]2.

En supposant que les estimations du modèle complet sont sans biais et en utilisant des estimateurs de
V ar(ŷi) etσ2, l’expression de l’erreur quadratique moyenne totale standardisée (ou ŕeduite) pour un mod̀ele
à j variables explicatives s’écrit :

Cp = (n − q − 1)
MSEj

MSE
− [n − 2(q + 1)]

et d́efinit la valeur duCp de Mallows pour lesq variables consid́eŕees. Il est alors d’usage de rechercher un
mod̀ele qui minimise leCp tout en fournissant une valeur inférieure et proche de(q + 1). Ceci revient̀a
consid́erer que le “vrai” mod̀ele complet est moins fiable qu’un modèle ŕeduit donc biaiśe mais d’estimation
plus pŕecise.

Akäıke’s Information criterion(AIC)

A compĺeter

PRESS de Allen

Il s’agit l’introduction historique de la validation croisée. On d́esigne par̂y(i) la pŕediction deyi calcuĺee
sans tenir compte de laième observation(yi, x

1
i , . . . , x

p
i ), la somme des erreurs quadratiques de prédiction

(PRESS) est d́efinie par

PRESS=
n∑

i=1

(yi − ŷ(i))2

et permet de comparer les capacités pŕedictives de deux modèles. Le chapitre5 donne plus de d́etails sur ce
type d’estimation.

5.2 Algorithmes de śelection

Lorsquep est grand, il n’est pas raisonnable de penser explorer les2p mod̀eles possibles afin de
sélectionner le “meilleur” au sens de l’un des critères ci-dessus. Différentes stratégies sont donc proposées
qui doiventêtre choisies en fonction de l’objectif recherché et des moyens de calcul disponibles ! Trois
types d’algorithmes sont résuḿes ci-dessous par ordre croissant de temps de calcul nécessaire c’est-à-dire
par nombre croissant de modèles consid́eŕes parmi les2p et donc par capacité croissante d’optimalité. On
donne pour chaque algorithme l’optionselection à utiliser dans la proćedureREGde SAS.

Pasà pas

Sélection (forward ) À chaque pas, une variable est ajoutée au mod̀ele. C’est celle dont la valeurp (“prob
value”)assocíeeà la statistique partielle du test de Fisher qui compare les deux modèles est minimum.
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La proćedure s’arr̂ete lorsque toutes les variables sont introduites ou lorsquep reste plus grande
qu’une valeur seuil fix́ee par d́efautà0, 50.

Élimination (backward ) L’algorithme d́emarre cette fois du modèle complet.̀A chaquéetape, la variable
assocíeeà la plus grande valeurp estéliminée du mod̀ele. La proćedure s’arr̂ete lorsque les variables
restant dans le modèle ont des valeursp plus petites qu’un seuil fix́e par d́efautà0, 10.

Mixte (stepwise ) Cet algorithme introduit unéetape d’́elimination de variable après chaquéetape de
sélection afin de retirer du modèle d’́eventuels variables qui seraient devenues moins indispensables
du fait de la pŕesence de celles nouvellement introduites.

Global

L’algorithme de Furnival et Wilson est utilisé pour comparer tous les modèles possibles en cherchantà
optimiser l’un des crit̀eres :R2, R2 ajust́e, ouCp de Mallows (rsquare, adjrsq, cp ) choisi par l’uti-
lisateur. Par souci d’économie, cet algorithméevite de consid́erer des mod̀eles de certaines sous-branches de
l’arborescence dont on peut savoir a priori qu’ils ne sont pas compétitifs. En ǵeńeral les logiciels ex́ecutant
cet algorithme affichent le (best=1 ) ou les meilleurs mod̀eles de chaque niveau.

5.3 Exemple

Parmi les trois types d’algorithmes et les différents crit̀eres de choix, une des façons les plus efficaces
consistent̀a choisir les options du programme ci-dessous. Tous les modèles (parmi les plus intéressants
selon l’algorithme de Furnival et Wilson) sont considéŕes. Seul le meilleur pour chaque niveau, c’est-à-dire
pour chaque valeurp du nombre de variables explicatives sont donnés. Il est alors facile de choisir celui
minimisant l’un des crit̀eres globaux (Cp ou BIC ou . . . ).

options linesize=110 pagesize=30 nodate nonumber;
title;
proc reg data=sasuser.ukcomp2 ;
model RETCAP = WCFTCL WCFTDT GEARRAT LOGSALE LOGASST

NFATAST CAPINT FATTOT INVTAST PAYOUT QUIKRAT CURRAT
/ selection=rsquare cp rsquare bic best=1;

run;

N = 40 Regression Models for Dependent Variable: RETCAP
R-square Adjusted C(p) BIC Variables in Model

In R-square
1 0.1055 0.0819 78.3930 -163.26 WCFTCL
2 0.3406 0.3050 50.3232 -173.72 WCFTDT QUIKRAT
3 0.6154 0.5833 17.1815 -191.14 WCFTCL NFATAST CURRAT
4 0.7207 0.6888 5.7146 -199.20 WCFTDT LOGSALE NFATAST CURRAT
5 0.7317 0.6923 6.3047 -198.05 WCFTDT LOGSALE NFATAST QUIKRAT CURRAT
6 0.7483 0.7025 6.1878 -197.25 WCFTDT LOGSALE NFATAST INVTAST QUIKRAT CURRAT
7 0.7600 0.7075 6.6916 -195.77 WCFTDT LOGSALE LOGASST NFATAST FATTOT QUIKRAT CURRAT
8 0.7692 0.7097 7.5072 -193.87 WCFTDT LOGSALE LOGASST NFATAST FATTOT INVTAST QUIKRAT CURRAT
9 0.7760 0.7088 8.6415 -191.59 WCFTCL WCFTDT LOGSALE LOGASST NFATAST FATTOT INVTAST QUIKRAT

CURRAT
10 0.7830 0.7082 9.7448 -189.15 WCFTCL WCFTDT LOGSALE LOGASST NFATAST FATTOT INVTAST PAYOUT

QUIKRAT CURRAT
11 0.7867 0.7029 11.2774 -186.40 WCFTCL WCFTDT LOGSALE LOGASST NFATAST CAPINT FATTOT INVTAST

PAYOUT QUIKRAT CURRAT
12 0.7888 0.6950 13.0000 -183.51 WCFTCL WCFTDT GEARRAT LOGSALE LOGASST NFATAST CAPINT FATTOT

INVTAST PAYOUT QUIKRAT CURRAT

Dans cet example,Cp et BIC se comportent de la m̂eme façon. Avec peu de variables, le modèle est
trop biaiśe. Ils atteignent un minimum pour un modèleà 4 variables explicatives puis croissent de nouveau
selon la premìere bissectrice. La maximisation duR2 ajust́e conduiraità une solution beaucoup moins
parcimonieuse. On note par ailleurs que l’algorithme remplace WCFTCL par WCFTDT. Un algorithme par
sélection ne peut pas aboutirà la solution optimale retenue.
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5.4 Choix de mod̀ele par régularisation

L’autre strat́egie qui cherchèa conserver l’ensemble ou tout du moins la plupart des variables explica-
tives pose un problème demulticolinéarité. Il est ŕesolu par une procédure de ŕegularisation.

Problème

L’estimation des param̀etres ainsi que celle de leurécart-type (standard error) nécessite le calcul expli-
cite de la matrice(X′X)−1. Dans le cas ditmal conditionńe où le d́eterminant de la matriceX′X n’est
que ĺeg̀erement diff́erent de0, les ŕesultats conduiront̀a des estimateurs de variances importantes et même,
éventuellement,̀a des probl̀emes de pŕecision nuḿerique. Il s’agit donc de diagnostiquer ces situations
critiques puis d’y reḿedier. Dans les cas descriptif ou prédictif on supprime des variablesà l’aide des
proćedures de choix de modèle mais, pour un objectif explicatif nécessitant toutes les variables, d’autres
solutions doivent̂etre envisaǵees : algorithme de résolution deśequations normales par transformations
orthogonales (proćedureorthoreg de SAS) sans calcul explicite de l’inverse pour limiter les problèmes
numériques, ŕegression biaiśee (ridge), ŕegression sur composantes principales.

VIF

La plupart des logiciels proposent des diagnostics de colinéarit́e. Le plus classique est lefacteur d’in-
flation de la variance(VIF)

Vj =
1

1 − R2
j

où R2
j désigne le coefficient de détermination de la régression de la variableXj sur les autres variables

explicatives ;Rj est alors un coefficient de corrélation multiple, c’est le cosinus de l’angle dans IRn entre
Xj et le sous-espace vectoriel engendré par les variables{X1, . . . , Xj−1, Xj+1, . . . , Xp}. PlusXj est
“lin éairement” proche de ces variables et plusRj est proche de 1 ; on montre alors que la variance de l’esti-
mateur deβj est d’autant pluśelev́ee.Évidemment, cette variance est minimum lorsqueXj est orthogonal
au sous-espace engendré par les autres variables.

Conditionnement

De façon classique, les qualités nuḿeriques de l’inversion d’une matrice sont quantifiées par sonin-
dice de conditionnement. On noteλ1, . . . , λp les valeurs propres de la matrice des corrélationsR ranǵees
par ordre d́ecroissant. Le d́eterminant deR estégal au produit des valeurs propres. Ainsi, des problèmes
numériques, ou de variances excessives apparaissent dès que les dernières valeurs propres sont relativement
trop petites. L’indice de conditionnementest le rapport

κ = λ1/λp

de la plus grande sur la plus petite valeur propre.

En pratique, siκ < 100 on consid̀ere qu’il n’y a pas de problème. Celui-ci devient śevère pourκ >
1000. Cet indice de conditionnement donne un aperçu global des problèmes de colińearit́e tandis que les
VIF, les toĺerances ou encore l’étude des vecteurs propres associés au plus petites valeurs propres permettent
d’identifier les variables les plus problématiques.

Régressionridge

Ayant diagnostiqúe un probl̀eme mal conditionńe mais d́esirant conserver toutes les variables, il est
possible d’aḿeliorer les propríet́es nuḿeriques et la variance des estimations en considérant un estimateur
lég̀erement biaiśe des param̀etres. L’estimateur “ridge” est donńe par

bR = (X′X + kI)−1X′y,

qui a pour effet de d́ecaler de la valeurk toutes les valeurs propres de la matriceà inverser et, plus par-
ticulièrement, les plus petites qui reflètent la colińearit́e. On montre que cela revient encoreà estimer le
mod̀ele par les moindres carrés sous la contrainte que la norme du vecteur1 β des param̀etres ne soit pas

1En pratique, la contrainte ne s’applique pas au terme constantβ0 mais seulement aux coefficients du modèle.
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FIG. 2.1 –Evolution des param̀etres de la ŕegressionridgeen fonction du param̀etre de ŕegularisation.

trop grande :

bR = argmin
β

{
‖y −Xβ‖2 ; ‖β‖2

< c
}

.

C’est encore, en introduisant un multiplicateur de Lagrange dans le problème de minimisation, un problème
de moindres carrés ṕenaliśes :

bR = argmin
β
{‖y −Xβ‖2 + λ ‖β‖2}.

Cela revient̀a ṕenaliser la norme de l’estimateur pour empêcher les coefficients d’exploser et donc pour
limiter la variance. On parle aussi d’estimateurà ŕetŕecisseur (shrinkage). Comme dans tout problème de
régularisation, il est ńecessaire de fixer la valeur du paramètreλ ; la validation croiśee peut̂etre utiliśeeà
cette fin mais la lecture du graphique (cf. figure2.1) montrant l’́evolution des param̀etres en fonction du
coefficient ridge est souvent suffisante. La valeur est choisie au point où la d́ecroissance des paramètres
devient faible et quasi-lińeaire. Une autre version (lasso) de ŕegression biaiśee est obtenue en utilisant la
norme en valeur absolue pour définir la contrainte sur les paramètres.

Régression sur composantes principales

L’Analyse en Composantes Principales est, entre autres, la recherche dep variables dites principales qui
sont des combinaisons linéaires des variables initiales de variance maximale sous une contrainte d’orthogo-
nalité (cf. Baccini et Besse (2000) pour des détails). En d́esignant parV la matrice des vecteurs propres de
la matrice des corrélationsR ranǵes dans l’ordre d́ecroissant des valeurs propres, les valeurs prises par ces
variables principales sont obtenues dans la matrice des composantes principales

C = (X− 1x̄′)V.

Elles ont chacune pour variance la valeur propreλj assocíee. Le sous-espace engendré par ces variables
principales est le m̂eme que celui engendré par les variables initiales. Il est donc géoḿetriquement́equivalent
de ŕegresserY sur les colonnes deC que sur celles deX. Les probl̀emes de colińearit́e sont alors ŕesolus en
supprimant les variables principales de plus faibles variances c’est-à-dire associées aux plus petites valeurs
propres ou encore en exécutant un algorithme de choix de modèle sur les composantes.

La solution obtenue présente ainsi de meilleures qualités pŕedictives mais, les coefficients de la régression
s’appliquant aux composantes principales, un calcul complémentaire est ńecessaire afin d’évaluer et d’in-
terpŕeter les effets de chacune des variables initiales.

Régression PLS

Une dermìere approche est largement utilisée afin de pourvoir traiter les situations avec une forte mul-
ticolinéarit́e et m̂eme, lorsque le nombre d’observations est inférieur au nombre de prédicteurs. Il s’agit de
la régression PLS (partial least square). Comme pour la ŕegression sur composantes principales, celle-ci
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est d́ecompośee sur une base orthogonale contruiteà partir de combinaisons linéaires des variables expli-
catives centŕees ŕeduites mais la construction de cette base dépend de la corrélation des pŕedicteurs avecY .
Il s’agit d’une d́emarche it́erative.À chaquéetape, est recherchée la combinaison lińeaire orthogonales aux
solutions pŕećedentes et la plus liéeà la variablèa expliquer. La premièreétape est obtenue par la régression
deY sur chacune des variables explicatives.

ALGORITHME 2.1 : Régression PLS

• Initialisation Les variablesXj sont centŕees et ŕeduites,
on posêy(0) = 1y etx(0)

j = xj ; j = 1, . . . , p.
• Pour m = 1 à p Faire

– zm =
∑p

j=1 αmjx
(m−1)
j ; avecαmj =

〈
x

(m−1)
j ,y

〉
.

– θm = 〈zm,y〉 / 〈zm,zm〉 .

– ŷ(m) = ŷ(m−1) + θmzm.

– Orthogonalisation :x(m)
j = x

(m−1)
j −

[〈
x

(m−1)
j ,zm

〉
/ 〈zm,zm〉

]
zm ; j = 1, . . . , p.

• Fin pour
• Le résulat est̂y(q) après un choix dem = q composantes. Les coefficients sur les variables explica-

tives initiales sont donńes par :βpls
j =

∑q
l=1 αljθl.

6 Compléments

6.1 Modèles curvilinéaires

En cas d’invalidation de l’hypoth̀ese de lińearit́e, il peut être int́eressant de considérer des mod̀eles
polynômiaux, tr̀es classiques pour décrire des ph́enom̀enes physiques, de la forme

Y = β0 + · · · + βjX
j + · · · + γklX

kX l + · · · + δjX
j2

qui sont encore appeléssurfaces de ŕeponseen plannification exṕerimentale. Ces modèles sont faciles̀a
étudier dans le cadre linéaire, il suffit d’ajouter des nouvelles variables constituées des produits ou des
carŕes des variables explicatives initiales. Les choix : présence ou non d’une interaction entre deux va-
riables, pŕesence ou non d’un terme quadratique se traitent alors avec les mêmes outils que ceux des choix
de variable mais en intégrant une contrainte lors de la lecture des résultats : ne pas considérer des mod̀eles
incluant des termes quadratiques dont les composants linéaires auraient́et́e exclus ou encore, ne pas sup-
primer d’un mod̀ele une variable d’un effet lińeaire si elle intervient dans un terme quadratique.

La proćedurersreg de SAS est plus particulièrement adaptée aux mod̀eles quadratiques. Elle ne com-
porte pas de procédure de choix de modèle mais fournit des aides et diagnostics sur l’ajustement de la
surface ainsi que sur la recherche des points optimaux.

Attention :Ce type de mod̀ele accrôıt consid́erablement les risques de colinéarit́e, il est peu recommandé
de consid́erer des termes cubiques.

6.2 Influence, ŕesidus, validation

Avant toute tentative de modélisation complexe, il est impératif d’avoir conduit des analyses uni et bi-
variées afin d’identifier des problèmes sur les distributions de chacune des variables : dissymétrie, valeurs
atypiques (outliers) ou sur les liaisons des variables prises deux par deux : non-linéarit́e. Ces pŕeliminaires
acquis, des aides ou diagnostics associésà la ŕegression lińeaire multiple permettent de détecter des viola-
tions d’hypoth̀eses (homoscédasticit́e, linéarit́e) ou des points influents dans ce contexte multidimensionnel
(cf. figure2.2).

Points influents

Comme toute ḿethode quadratique, l’estimation des paramètres est tr̀es sensiblèa la pŕesence de points
extr̂emes susceptibles de perturber gravement les résultats. Une observation estinfluentesur les param̀etres
d’une ŕegression si,̀a la fois,



6. Compĺements 19

• elle estéloigńee du barycentre, et ce dans la direction d’un vecteur propre associé à une petite valeur
propre (effet levier),

• elle provoque un grand résidu.
L’observation de la diagonale de la matriceH (hat matrix) ŕevèle un effet levier potentiel tandis que l’ana-
lyse des ŕesidusstudentiśespointe ceux susceptibles de poser des problèmes (valeur absolue plus grande
que 2).

Les deux diagnostics préćedents sont combinés dans des mesures synthétiques propośees par diff́erents
auteurs. La plus utiliśee est la distance deCook

Di =
1

s2(p + 1)
(ŷ − ŷ(i))′(ŷ − ŷ(i)) =

[
hi

i

1 − hi
i

]
r2
i

(p + 1)

qui quantifie l’influence de lai-ème observation sur l’écart entre le prédicteur̂y et le pŕedicteur̂y(i) calcuĺe
sans cetteième observation. On conclutà une influence de l’observationi lorsque la valeur deDi dépasse
1.

Tous ces crit̀eres sont illustŕes dans les graphiques de la figure2.2. Les tableaux ci-dessous fournis pas
SAS illustrent ces quantités sur l’exemple des données comptables.

Dep Var Predict Std Err Lower95 Upper95 Lower95 Upper95 Std Err Student
Obs RETCAP Value Predict Mean Mean Predict Predict Residual Residual Residual

(1) (2) (3) (4) (5) (6) (7) (8) (9) (10)
1 0.2600 0.2716 0.053 0.1625 0.3808 0.0839 0.4593 -0.0116 0.052 -0.223
2 0.5700 0.3690 0.039 0.2882 0.4497 0.1962 0.5417 0.2010 0.063 3.183
3 0.0900 0.00897 0.063 -0.1205 0.1385 -0.1912 0.2092 0.0810 0.039 2.055
4 0.3200 0.2335 0.021 0.1903 0.2768 0.0748 0.3922 0.0865 0.071 1.212
5 0.1700 0.1164 0.046 0.0215 0.2113 -0.0634 0.2961 0.0536 0.058 0.920
...

Cook’s Hat Diag Cov INTERCEP WCFTCL WCFTDT
Obs -2-1-0 1 2 D Rstudent H Ratio Dffits Dfbetas Dfbetas Dfbetas

(11) (12) (13) (14) (15) (15) (15) (15) (15)
1 | | | 0.004 -0.2194 0.5109 3.2603 -0.2242 0.0299 0.0632 -0.0911
2 | |******| 0.302 3.9515 0.2795 0.0050 2.4611 0.9316 -0.3621 0.3705
3 | |**** | 0.832 2.1955 0.7192 0.6375 3.5134 0.5543 2.1916 -2.0241
4 | |** | 0.010 1.2228 0.0803 0.8585 0.3613 -0.0132 -0.0835 0.1207
5 | |* | 0.041 0.9175 0.3864 1.7591 0.7280 -0.0386 0.0906 0.0060

...

(1) variableà expliqueryi

(2) valeur ajust́eeŷi

(3) écart-type de cette estimationsŷi

(4)et (5) Intervalle de confiance pour l’estimation deE(yi)
(6) et (7) Intervalle de confiance pour l’estimation deyi

(8) résidus calcuĺesei

(9) écarts-types de ces estimations
(10) ŕesidus standardisés (ou studentiśes internes)ri

(11) reṕerage graphique des résidus standardisés :∗ = 0.5.
(12) Distance de Cook
(13) ŕesidus studentisés (externes)ti

(14) Termes diagonaux de la matrice chapeauH
(15) autres indicateurs d’influence

Sum of Residuals 0
Sum of Squared Residuals 0.1495 (SSE)
Predicted Resid SS (Press) 1.0190 (PRESS)

Régression partielle

Un mod̀ele de ŕegression multiple est une techniquelinéaire. Il est raisonnable de s’interroger sur la
pertinence du caractère lińeaire de la contribution d’une variable explicativeà l’ajustement du mod̀ele. Ceci
peutêtre ŕealiśe en consid́erant unerégression partielle.

On calcule alors deux régressions :
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FIG. 2.2 –Graphe des ŕesidus studentisés, de la diagonale de la matriceH et de la distance de Cook en
fonction des valeurs prédites.

FIG. 2.3 –Graphe des valeurs observées en fonction des valeurs prédites et droite de Henri des résidus
(normal qq-plot).

• la régression deY sur les variablesX1, . . . , Xj−1, Xj+1, . . . , Xp, dans laquelle lajème variable est
omise, soitry(j) le vecteur des résidus obtenus.

• La régression deXj sur les variablesX1, . . . , Xj−1, Xj+1, . . . , Xp. Soitrx(j) le vecteur des résidus
obtenus.

La comparaison des résidus par un graphe (nuage de pointsry(j) × rx(j)) permet alors de représenter la
nature de la liaison entreXj etY conditionnellementaux autres variables explicatives du modèle.

Graphes

Diff érents graphiques permettent finalement de contrôler le bien fond́e des hypoth̀eses de lińearit́e,
d’homosćedasticit́e, éventuellement de normalité des ŕesidus.

• Le premier consid̀ere le nuage de points des résidus studentisés croiśes avec les valeurs prédites. Les
points doivent̂etre uniforḿement ŕepartis entre les bornes−2 et +2 et ne pas pŕesenter de formes
suspectes (cf. figure2.2).

• Le deuxìeme croise les valeurs observées deY avec les valeurs prédites. Il illustre le coefficient de
déterminationR qui est aussi la corrélation lińeaire simple entrêy ety. Les points doivent s’aligner
autour de la première bissectrice. Il peutêtre compĺet́e par l’intervalle de confiance desyi ou celui de
leurs moyennes. (cf. figure2.3).

• La qualit́e, en terme de lińearit́e, de l’apport de chaque variable estétudíee par des régressions par-
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tielles. Chaque graphe de résidus peut̂etre compĺet́e par une estimation fonctionnelle ou régression
non-paraḿetrique (loess, noyau, spline) afin d’en facilité la lecture.

• Le dernier trace la droite de Henri (Normal QQplot) des résidus dont le caractère lińeaire de la
repŕesentation donne une idée de la normalit́e de la distribution. (cf. figure2.3)

7 Analyse de variancèa un facteur

7.1 Introduction

Les techniques dites d’analyse de variancesont des outils entrant dans le cadre géńeral du mod̀ele
linéaire et òu une variable quantitative est expliquée par une ou plusieurs variables qualitatives. L’objec-
tif essentiel est alors de comparer les moyennes empiriques de la variable quantitative observées pour
diff érentes catégories d’unit́es statistiques. Ces catégories sont d́efinies par l’observation des variables qua-
litatives oufacteursprenant diff́erentes modalités ou encore de variables quantitatives découṕees en classes
ouniveaux. Une combinaison de niveaux définit unecellule, groupeou traitement.

Il s’agit donc de savoir si un facteur ou une combinaison de facteurs (interaction) a uneffetsur la variable
quantitative en vue, par exemple, de déterminer des conditions optimales de production ou de fabrication,
une dose optimale de ḿedicaments. . . . Ces techniques apparaissent aussi comme des cas particuliers de
la régression lińeaire multiple en associantà chaque modalité unevariable indicatrice(dummy variable)
et en cherchant̀a expliquer une variable quantitative par ces variables indicatrices. L’appellation “analyse
de variance” vient de ce que les tests statistiques sont bâtis sur des comparaisons de sommes de carrés de
variations.

L’analyse de variance est souvent utilisée pour analyser des données issue d’uneplanification exṕerimentale
au cours de laquelle l’expérimentateur a la possibilité de contr̂oler a priori les niveaux des facteurs avec
pour objectif d’obtenir le maximum de précision au moindre côut. Ceci conduit en particulier̀a construire
des facteurs orthogonaux deuxà deux (variables explicatives non linéairement corŕelées) afin de minimiser
la variance des estimateurs. On distingue le cas particulier important où les cellules ont le m̂eme effectif,
on parle alors deplan orthogonalou équiŕeṕet́e ou équilibré (balanced), qui conduit̀a des simplifications
importantes de l’analyse de variance associée. On appelle plancompletun dispositif dans lequel toutes les
combinaisons de niveaux ontét́e exṕeriment́ees. On distingue entre des modèles fixes, aĺeatoires ou mixtes
selon le caractère d́eterministe (contr̂olé) ou non des facteurs par exemple si les modalités ŕesultent d’un
choix aĺeatoire parmi un grand nombre de possibles. Dans cette courte introduction seuls le modèle fixeà
un facteur est considéŕe.

L’analyse de variancèa un facteur est un cas particulier d’étude de relations entre deux variables statis-
tiques : une quantitativeY admettant une densité et une qualitativeX ou facteur qui engendre une partition
ou classification de l’́echantillon enJ groupes, cellules ou classes indicées parj. L’objectif est de comparer
les distributions deY pour chacune des classes en particulier les valeurs des moyennes et variances. Un
préalable descriptif consistèa ŕealiser un graphique constitué de diagrammes boites parallèles : une pour
chaque modalit́e. Cette repŕesentation donne une première appŕeciation de la comparaison des distributions
(moyenne, variance) internesà chaque groupe. Les spécificités de la planification d’exṕerience ne sont pas
abord́ees dans ce cours axé sur la fouille de donńees pour laquelle les données sont justement préalablement
fournies. Les plans d’expérience sont surtout utilisés en milieu industriel : contrôle de qualit́e, optimisation
des processus de production, ou en agronomie pour la sélection de varíet́es, la comparaison d’engrais, d’in-
secticides. . . . La bibliographie est abondante sur ce sujet.

7.2 Modèle

Pour chaque niveauj deX, on observenj valeursy1j , . . . , ynjj de la variableY et òu n =
∑J

j=1 nj

(n > J) est la taille de l’́echantillon. On suppose qu’à l’intérieur de chaque cellule, les observations sont
indépendanteśequidistribúees de moyenneµj et de variancehomog̀eneσ2

j = σ2. Ceci s’́ecrit :

yij = µj + εij

où lesεij sont i.i.d. suivant une loi centrée de varianceσ2 qui sera supposéeN (0, σ2) pour la construction
des tests. Cette dernière hypoth̀ese n’́etant pas la plus sensible. Les espérancesµj ainsi que le param̀etre de
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nuisanceσ2 sont les param̀etres inconnus̀a estimer.

On note respectivement :

ȳ.j =
1
nj

nj∑
i=1

yij ,

s2
j =

1
nj − 1

nj∑
i=1

(yij − ȳ.j)2,

ȳ.. =
1
n

nj∑
i=1

J∑
j=1

yij ,

les moyennes et variances empiriques de chaque cellule, la moyenne géńerale de l’́echantillon.

Les param̀etresµj sont estiḿes sans biais par les moyennesȳ.j et comme le mod̀ele s’́ecrit alors :

yij = ȳ.j + (yij − ȳ.j),

l’estimation des erreurs esteij = (yij − ȳ.j) tandis que les valeurs prédites sont̂yij = ȳ.j .

Sous l’hypoth̀ese d’homoǵeńeité des variances, la meilleure estimation sans biais deσ2 est

s2 =

∑J
j=1

∑nj

i=1(yij − ȳ.j)2

n − J
=

1
n − J

[(n − 1)s2
1 + · · · + (nJ − 1)s2

J ]

qui s’écrit donc comme une moyenne pondéŕee des variances empiriques de chaque groupe.

Notonsy le vecteur des observations[yij |i = 1, nj ; j = 1, J ]′ mis en colonne,ε = [εij |i = 1, nj ; j =
1, J ]′ le vecteur des erreurs,1j les variables indicatrices des niveaux et1 la colonne de 1s. Leièmeélément
d’une variable indicatrice (dummy variable)1j prend la valeur 1 si laième observationyi est associée au
jème et 0 sinon.

Comme dans le cas de la régression lińeaire multiple, le mod̀ele consistèa écrire que l’esṕerance de
la variableY appartient au sous-espace linéaire engendré par les variables explicatives, ici les variables
indicatrices :

y = β01 + β111 + · · · + βJ1J + ε.

La matriceX alors construite n’est pas de plein rangp + 1 mais de rangp. La matriceX′X n’est pas
inversible et le mod̀ele admet une infinité de solutions. Nous disons que les paramètresβj ne sont pas
estimablesou identifiables. En revanche, certaines fonctions (combinaisons linéaires) de ces paramètres
sont estimables et appeléescontrastes.

Dans le cas du modèle d’analyse de variancèa un facteur, la solution la plus simple adoptée consistèa
consid́erer un sous-ensemble des indicatrices ou de combinaisons des indicatrices engendrant le même sous-
espace de façoǹa aboutirà une matrice inversible. Ceci conduità consid́erer diff́erents mod̀eles associésà
diff érentesparaḿetrisation. Attention, les param̀etresβj ainsi que la matriceX prennent̀a chaque fois des
significations diff́erentes.

Un premier mod̀ele (cell means model) s’écrit comme celui d’une régression lińeaire multiple sans
terme constant avecβ = [µ1, . . . , µJ ]′ le vecteur des param̀etres :

y = β111 + · · · + βJ1J + ε

y = Xβ + ε.

Les calculs se présentent simplement mais les tests découlant de ce modèle conduiraient̀a étudier la nullit́e
des param̀etres alors que nous sommes intéresśes par tester l’́egalit́e des moyennes.

Une autre paraḿetrisation, consid́erant cette fois le vecteurβ = [µJ , µ1−µJ , . . . , µJ−1−µJ ]′ conduit
à écrire le mod̀ele (base cell model) de régression avec terme constant :

y = β01 + β111 + · · · + βJ−11J−1 + ε.
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C’est celle de SAS alors que d’autres logiciels considèrent des param̀etres d’effet diff́erentielµj−µ. par rap-
portà l’effet moyenµ. = 1/J

∑J
j=1 µj . Ce dernier est encore un modèle (group effect model) de régression

linéaire avec terme constant mais dont les variables explicatives sont des différences d’indicatrices et avec
β = [µ., µ1 − µ., . . . , µJ−1 − µ.]′ :

y = β01 + β1(11 − 1J) + · · · + βJ−1(1J−1 − 1J) + ε.

7.3 Test

On d́esigne les diff́erentes sommes des carrés des variations par :

SST =
J∑

j=1

nj∑
i=1

(yij − ȳ..)2 =
J∑

j=1

nj∑
i=1

y2
ij − nȳ2

..,

SSW =
J∑

j=1

nj∑
i=1

(yij − ȳ.j)2 =
J∑

j=1

nj∑
i=1

y2
ij −

J∑
j=1

nj ȳ
2
.j ,

SSB =
J∑

j=1

nj(ȳ.j − ȳ..)2 =
J∑

j=1

nj ȳ
2
.j − nȳ2

..,

où “T” signifie totale, “W” (within) intra ou ŕesiduelle, “B” (between) inter ou expliquée par la partition. Il
est facile de v́erifier que SST=SSB+SSW.

On consid̀ere alors l’hypoth̀ese

H0 : µ1 = · · · = µJ ,

qui revientà dire que la moyenne est indépendante du niveau ou encore que le facteur n’a pas d’effet, contre
l’hypothèse

H1 : ∃(j, k) tel queµj 6= µk

qui revientà reconnâıtre un effet ou une influence du facteur sur la variableY .

Dans les mod̀eles pŕećedents, l’́etude de cette hypothèse revient̀a comparer par un test de Fisher un
mod̀ele complet (les moyennes sont différentes) avec un modèle ŕeduit supposant la nullité des param̀etres
βj et donc l’́egalit́e des moyennes̀a celle de la dernière cellule oùa la moyenne ǵeńerale.

Les ŕesultats ńecessaires̀a la construction du test qui en découle sont ŕesuḿes dans la table d’analyse
de la variance :

Source de
variation d.d.l.

Somme
des carŕes Variance F

Modèle (inter) J − 1 SSB MSB=SSB/(J − 1) MSB/MSW
Erreur (intra) n − J SSW MSW=SSW/(n − J)
Total n − 1 SST

Pratiquement, un programme de régression usuel permet de construire estimation et test de la nullité desβj

sauf pour le premier modèle qui doit tester l’́egalit́e au lieu de la nullit́e des param̀etres.

Dans le cas de deux classes(J = 2) on retrouve un test́equivalent au test de Student de comparaison
des moyennes de deuxéchantillons ind́ependants. Si l’hypoth̀ese nulle est rejetée, la question suivante
consisteà rechercher quelles sont les groupes ou cellules qui possèdent des moyennes significativement
diff érentes. De nombreux tests et procédures ont́et́e propośes dans la litt́erature pour ŕepondreà cette
question. Enfin, l’hypoth̀ese importante du modèle induit par l’analyse de variance est l’homogéńeité des
variances de chaque groupe. Conjointementà l’estimation du mod̀ele et en supposant la normalité, il peut
être instructif de contr̂oler cette homoǵeńeité par un test.
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8 Analyse de covariance

L’ analyse de covariancese situe encore dans le cadre géńeral du mod̀ele linéaire et òu une variable
quantitative est expliqúee par plusieurs variables̀a la fois quantitatives et qualitatives. Dans les cas les
plus complexes, ont peut avoir plusieurs facteurs (variables qualitatives) avec une structure croisée ou
hiérarchique ainsi que plusieurs variables quantitatives intervenant de manière lińeaire ou polyn̂omiale. Le
principe ǵeńeral, dans un but explicatif ou décisionnel, est toujours d’estimer des modèles “intra-groupes”
et de faire apparaı̂tre (tester) des effets différentiels “inter-groupes” des param̀etres des ŕegressions. Ainsi,
dans le cas plus simple où seulement une variable parmi les explicatives est quantitative, nous sommes
ameńesà tester l’h́et́eroǵeńeité des constantes et celle des pentes (interaction) entre différents mod̀eles de
régression lińeaire.

Ce type de mod̀ele permet donc, toujours avec un objectif prédictif, de s’int́eresser̀a la mod́elisation
d’une variable quantitative par un ensemble de variables explicativesà la fois quantitatives et qualitatives.
La possible prise en compte d’interactions complique singulièrement la proćedure de śelection de variables.

8.1 Modèle

Le mod̀ele est explicit́e dans le caśelémentaire òu une variable quantitativeY est expliqúee par une
variable qualitativeT à J niveaux et une variable quantitative, appelée encore covariable,X. Pour chaque
niveauj deT , on observenj valeursx1j , . . . , xnjj deX et nj valeursy1j , . . . , ynjj deY ; n =

∑J
j=1 nj

est la taille de l’́echantillon.

En pratique, avant de lancer une procédure de mod́elisation et tests, une démarche exploratoire s’ap-
puyant sur une représentation en couleur (une par modalité j de T) du nuage de points croisantY et X
et associant les droites de régression permet de se faire une idée sur les effets respectifs des variables :
paralĺelisme des droites,́etirement, imbrication des sous-nuages.

On suppose que les moyennes conditionnellesE[Y |T ], c’est-̀a-dire calcuĺeesà l’intérieur de chaque
cellule, sont dans le sous-espace vectoriel engendré par les variables explicatives quantitatives, iciX. Ceci
s’écrit :

yij = β0j + β1jxij + εij ; j = 1, . . . , J ; i = 1, · · · , nj

où lesεij sont i.i.d. suivant une loi centrée de varianceσ2 qui sera supposéeN (0, σ2) pour la construction
des tests.

Notonsy le vecteur des observations[yij |i = 1, nj ; j = 1, J ]′ mis en colonne,x le vecteur[xij |i =
1, nj ; j = 1, J ]′, ε = [εij |i = 1, nj ; j = 1, J ]′ le vecteur des erreurs,1j les variables indicatrices des
niveaux et1 la colonne de 1s. On note encorex.1j le produit termèa terme des deux vecteurs, c’est-à-dire
le vecteur contenant les observations deX sur les individus prenant le niveauj deT et des źeros ailleurs.

La résolution simultańee desJ mod̀eles de ŕegression est alors obtenue en considérant globalement le
mod̀ele :

y = Xβ + ε

dans lequelX est la matricen×2J constitúee des blocs[1j |x.1j ] ; j = 1, . . . , J . L’estimation de ce mod̀ele
global conduit, par bloc,̀a estimer les mod̀eles de ŕegression dans chacune des cellules.

Comme pour l’analyse de variance, les logiciels opèrent une reparaḿetrisation faisant apparaı̂tre des
effets diff́erentiels par rapport au dernier niveau (SAS/GLM, SAS/INSIGHT) ou par rapportà un effet
moyen (Systat), afin d’obtenir directement les bonnes hypothèses dans les tests. Ainsi, dans le premier cas,
on consid̀ere la matrice de m̂eme rang (sans laJ ème indicatrice)

X = [1|x|11| · · · |1J−1|x.11| · · · |x.1J−1]

assocíee aux mod̀eles :

yij = β0J + (β0j − β0J) + β1Jxij + (β1j − β1J)xij + εij ; j = 1, . . . , J − 1; i = 1, . . . , nj .
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8.2 Tests

Diff érentes hypoth̀eses sont alors testées en comparant le modèle complet

y = β0J1 + (β01 − β0J)11 + · · · + (β0J−1 − β0J)1J−1 + β1Jx +
+ (β11 − β1J)x.11 + · · · + (β1J−1 − β1J)x.1J−1 + ε

à chacun des modèles ŕeduits :

(i) y = β0J1 + (β01 − β0J)11 + · · · + (β0J−1 − β0J)1J−1 + β1Jx + ε

(ii) y = β0J1 + (β01 − β0J)11 + · · · + (β0J−1 − β0J)1J−1 +
+(β1j − β1J)x.11 + · · · + (β1J−1 − β1J)x.1J−1 + ε

(iii) y = β0J1 + β1Jx + (β1j − β1J)x.11 + · · · + (β1J−1 − β1J)x.1J−1 + ε

par un test de Fisher. Ceci revientà consid́erer les hypoth̀eses suivantes :
• Hi

0 : pas d’interaction,β11 = · · · = β1J , les droites partagent la m̂eme penteβ1J ,
• Hii

0 : β1J=0,
• Hiii

0 :β01 = · · · = β0J , les droites partagent la m̂eme constantèa l’origineβ0J .
On commence donc parévaluer i), si le test n’est pas significatif, on regarde ii) qui, s’il n’est pas non

plus significatif, conduit̀a l’absence d’effet de la variableX. De m̂eme, toujours si i) n’est pas significatif,
on s’int́eressèa iii) pour juger de l’effet du facteurT .

8.3 Choix de mod̀ele

Ce cadre th́eorique et les outils informatiques (SAS/GLM) permettent de considérer des mod̀eles beau-
coup plus complexes incluant plusieurs facteurs, plusieurs variables quantitatives, voire des polynômes de
celles-ci, ainsi que les diverses interactions entre qualitatives et quantitatives. Le choix du “bon” modèle
devient vite complexe d’autant que la stratégie d́epend, comme pour la régression lińeaire multiple, de
l’objectif visé :

descriptif : des outils multidimensionnels descriptifs (ACP, AFD, AFCM. . . ) s’avèrent souvent plus ef-
ficaces pour śelectionner, en première approche, un sous-ensemble de variables explicatives avant
d’opérer une mod́elisation,

explicatif : de la prudence est requise d’autant que les hypothèses ne peuvent̂etre évalúees de façon
indépendante surtout si, en plus, des cellules sont déśequilibŕees ou vides,

pr édictif : la recherche d’un mod̀ele efficace, donc parcimonieux, peut conduireà ńegliger des interactions
ou effets principaux lorsqu’une faible amélioration duR2 le justifie et m̂eme si le test correspon-
dant apparâıt comme significatif. L’utilisation duCp est th́eoriquement possible mais en géńeral ce
critère n’est pas calculé et d’utilisation d́elicate car ńecessite la considération d’un “vrai” mod̀ele de
référence ou tout du moins d’un modèle de faible biais pour obtenir une estimation raisonnable de
la variance de l’erreur. En revanche AIC et PRESS donnent des indications plus pertinentes. L’algo-
rithme de recherche descendant est le plus couramment utilisé avec la contrainte suivante :un effet
principal n’est suppriḿe qu’à la condition qu’il n’apparaisse plus dans une interaction.

8.4 Exemple

Les donńees, extraites de Jobson (1991), sont issues d’uneétude marketing visant̀a étudier l’impact
de différentes campagnes publicitaires sur les ventes de différents aliments. Uńechantillon ou “panel” de
familles aét́e constitúe en tenant compte du lieu d’habitation ainsi que de la constitution de la famille.
Chaque semaine, chacune de ces familles ont rempli un questionnaire décrivant les achats réaliśes. Nous
nous limitons icià l’étude de l’impact sur laconsommation de laitde quatre campagnes diffusées sur
des châınes locales de télévision. Quatre villes, une par campagne publicitaire, ontét́e choisies dans cinq
diff érentes ŕegions ǵeographiques. Les consommations en lait par chacune des six familles par ville alors
ét́e mesuŕees (en dollars) après deux mois de campagne.

Les donńees se pŕesentent sous la forme d’un tableauà 6 variables : la ŕegion ǵeographique, les 4
consommations pour chacune des villes ou campagnes publicitaires diffusées, la taille de la famille. Cette
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situation est celle classique d’un modèle d’analyse de variance. Nous choisissons ici de conserver quantita-
tive la variable taille de la famille et donc de modéliser la consommation de lait par un modèle d’analyse de
covariance pluśeconomiqueen degŕes de libert́e moins de param̀etres sont̀a estimer.

On s’int́eressèa différents mod̀eles de ŕegression visant̀a expliquer la consommation en fonction de la
taille de la famille conditionnellement au type de campagne publicitaire.

proc glm data=sasuser.milk;
class pub;
model consom=pub taille pub*taille;
run;

Les ŕesultats ci-dessous conduiraientà conclurèa une forte influence de la taille maisà l’absence d’in-
fluence du type de campagne. Les droites de régression ne semblent pas significativement différentes.

Source DF Type III SS Mean Square F Value Pr > F
PUB 3 227.1807 75.7269 0.57 0.6377 (1)
TAILLE 1 40926.0157 40926.0157 306.57 0.0001 (2)
TAILLE*PUB 3 309.8451 103.2817 0.77 0.5111 (3)

(1) Test de la significativit́e des diff́erences des termes constants.
(2) Test de l’influence du facteur quantitatif.
(3) Test de la significativit́e des diff́erences des pentes (interaction).

Néanmoins, pris d’un doute, le même calcul est effectué śepaŕement pour chaque région :

proc glm data=sasuser.milk;
by region;
class pub;
model consom=pub taille pub*taille;
run;

Ŕegion Source DF Type III SS Mean Square F Value Pr > F

PUB 3 72.02974 24.00991 4.62 0.0164
1 TAILLE 1 7178.32142 7178.32142 1380.25 0.0001

TAILLE*PUB 3 217.37048 72.45683 13.93 0.0001

PUB 3 231.73422 77.24474 30.36 0.0001
2 TAILLE 1 8655.25201 8655.25201 3402.34 0.0001

TAILLE*PUB 3 50.15069 16.71690 6.57 0.0042

PUB 3 79.54688 26.51563 6.01 0.0061
3 TAILLE 1 6993.30160 6993.30160 1585.35 0.0001

TAILLE*PUB 3 173.19305 57.73102 13.09 0.0001

PUB 3 415.66664 138.55555 15.23 0.0001
4 TAILLE 1 9743.37830 9743.37830 1071.32 0.0001

TAILLE*PUB 3 361.39556 120.46519 13.25 0.0001

PUB 3 15.35494 5.11831 0.79 0.5168
5 TAILLE 1 8513.28516 8513.28516 1314.71 0.0001

TAILLE*PUB 3 52.75119 17.58373 2.72 0.0793

Il apparâıt alors qu’̀a l’intérieur de chaque région (sauf ŕegion 5), les campagnes de publicité ont un
effet tant sur la constante que sur la pente.

Ceci incite donc̀a se ḿefier desinteractions(l’effet région compense l’effet publicité) et encourage
à toujours conserver le facteur bloc (ici la région) dans une analyse de variance. Une approche complète,
consid́eranta priori toutes les variables (3 facteurs), est ici nécessaire (cf. TP).

Compĺeter : choix automatique avec AIC.



Chapitre 3

Régression logistique

1 Introduction

Dans ce chapitre, nous définissons le contexte pratique de larégression logistiquequi s’intéressent plus
particulìerement̀a la description ou l’explication d’observations constitués d’effectifs comme, par exemple,
le nombre de succès d’une variable de Bernouilli lors d’une séquence d’essais. Contrairement aux modèles
du chapitre pŕećedent baśes sur l’hypoth̀ese de normalité des observations, les lois concernées sont discrètes
et assocíeesà des d́enombrements : binomiale, multinomiale. Néanmoins, ce modèle appartient̀a la famille
dumod̀ele linéaire ǵeńeral (annexe) et partagentà ce titre beaucoup d’aspects (estimation, tests, diagnostic)
et dont la strat́egie de mise en œuvre, similaire au cas gaussien, n’est pas reprise.

Une premìere section d́efinit quelques notions relativesà l’étude de la liaison entre variables qualitatives.
Elles sont couramment utilisées dans l’interprétation des mod̀eles de ŕegression logistique.

2 Odds et odds ratio

Une variable

SoitY une variable qualitativèaJ modalit́es. On d́esigne la chance (ouodds1 de voir se ŕealiser lajème
modalit́e plut̂ot que lakème par le rapport

Ωjk =
πj

πk

où πj est la probabilit́e d’apparition de lajème modalit́e. Cette quantité est estiḿee par le rapportnj/nk

des effectifs observ́es sur uńechantillon. Lorsque la variable est binaire et suit une loi de Bernouilli de
param̀etreπ, l’odds est le rapportπ/(1 − π) qui exprime une cote ou chance de gain.

Par exemple, si la probabilité d’un succ̀es est 0.8, celle d’uńechec est 0.2. L’odds du succès est 0.8/0.2=4
tandis que l’odds de l’échec est 0.2/0.8=0.25. On dit encore que la chance de succès est de 4 contre 1 tandis
que celle d’́echec est de 1 contre 4.

Table de contingence

On consid̀ere maintenant une table de contingence2 × 2 croisant deux variables qualitatives binaires
X1 etX2. les param̀etres de la loi conjointe se mettent dans une matrice :[

π11 π12

π21 π22

]
où πij = P [{X1 = i} et{X2 = j}] est la probabilit́e d’occurence de chaque combinaison.

• Dans la ligne 1, l’odds que la colonne 1 soit prise plutôt que la colonne 2 est :

Ω1 =
π11

π12
.

1Il n’existe pas, m̂eme en Qúeb́ecois, de traduction consensuelle de “odds” qui utilise néanmoins souvent le terme “cote”.

27
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• Dans la ligne 2, l’odds que la colonne 1 soit prise plutôt que la colonne 2 est :

Ω2 =
π21

π22
.

On appelleodds ratio(rapport de cote) le rapport

Θ =
Ω1

Ω2
=

π11π22

π12π21
.

Ce rapport prend la valeur 1 si les variables sont indépendantes, il est supérieurà 1 si les sujets de la ligne
1 ont plus de chances de prendre la première colonne que les sujets de la ligne 2 et inférieurà 1 sinon.

Exemple: supposons qu’à l’entŕee dans unéecole d’inǵenieurs, 7 garçons sur 10 sont reçus tandis que
seulement 4 filles sur 10 le sont. L’odds des garçons est alors de 0.7/0.3=2.33 tandis que celle des filles
est de 0.4/0.6=0.67. L’odds ratio est de 2.33/0.67=3.5. La chance d’être reçu est 3.5 plus grande pour les
garçons que pour les filles.

L’odds ratio est́egalement d́efini pour deux lignes(a, b) et deux colonnes(c, d) quelconques d’une table
de contingence croisant deux variablesàJ etK modalit́es. L’odds ratio est le rapport

Θabcd =
Ωa

Ωb
=

πacπbd

πadπbc
estiḿe par l’odds ratio empirique Θ̂abcd =

nacnbd

nadnbc
.

3 Régression logistique

3.1 Type de donńees

Cette section d́ecrit la mod́elisation d’une variable qualitativeZ à 2 modalit́es : 1 ou 0, succ̀es ou
échec, pŕesence ou absence de maladie, panne d’unéquipement, faillite d’une entreprise, bon ou mauvais
client. . . . Les mod̀eles de ŕegression pŕećedents adaptésà l’explication d’une variable quantitative ne s’ap-
pliquent plus directement car le régresseur lińeaire usuelXβ ne prend pas des valeurs simplement binaires.
L’objectif est adapt́e à cette situation en cherchantà expliquer les probabilités

π = P (Z = 1) ou 1 − π = P (Z = 0),

ou plut̂ot une transformation de celles-ci, par l’observation conjointe des variables explicatives. L’idée est
en effet de faire intervenir une fonction réelle monotoneg opérant de[0, 1] dans IR et donc de chercher un
mod̀ele linéaire de la forme :

g(πi) = x′iβ.

Il existe de nombreuses fonctions, dont le graphe présente une forme sigmoı̈dale et qui sont candidates
pour remplir ce r̂ole, trois sont pratiquement disponibles dans les logiciels :

probit : g est alors la fonction inverse de la fonction de répartition d’une loi normale, mais son expression
n’est pas explicite.

log-log avecg définie par
g(π) = ln[− ln(1 − π)]

mais cette fonction est dissymétrique.

logit est d́efinie par

g(π) = logit(π) = ln
π

1 − π
avec g−1(x) =

ex

1 + ex
.

Plusieurs raisons, tant théoriques que pratiques, font préférer cette dernière solution. Le rapportπ/(1−
π), qui exprime une “cote”, est l’oddset la régression logistiques’interpr̀ete donc comme la recherche
d’une mod́elisation lińeaire du “log odds” tandis que les coefficients de certains modèles expriment des
“odds ratio” c’est-̀a-dire l’influence d’un facteur qualitatif sur le risque (ou la chance) d’unéchec (d’un
succ̀es) deZ.

Cette section se limitèa la description de l’usagéelémentaire de la régression logistique. Des compléments
concernant l’explication d’une variable qualitative ordinale (plusieurs modalités), l’intervention de variables
explicatives avec effet aléatoire, l’utilisation de mesures réṕet́ees donc d́ependantes, sontà rechercher dans
la bibliographie.
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3.2 Modèle binomial

On consid̀ere, pouri = 1, . . . , I, différentes valeursfixéesx1
i , . . . , x

q
i des variables explicativesX1, . . . , Xq.

Ces dernìeres pouvant̂etre des variables quantitatives ou encore des variables qualitatives, c’est-à-dire des
facteurs issus d’une planification expérimentale.

Pour chaque groupe, c’est-à-dire pour chacune des combinaisons de valeurs ou facteurs, on réaliseni

observations (n =
∑I

i=1 ni) de la variableZ qui se mettent sous la formey1/n1, . . . , yI/nI oùyi désigne le
nombre de “succ̀es” observ́es lors desni essais. On suppose que toutes les observations sont indépendantes
et qu’̀a l’intérieur d’un m̂eme groupe, la probabilitéπi de succ̀es est constante. Alors, la variableYi sachant
ni et d’esṕeranceE(Yi) = niπi suit une loibinomialeB(ni, πi) dont la fonction de densité s’́ecrit :

P (Y = yi) =
(

ni

yi

)
πyi

i (1 − πi)(ni−yi).

On suppose que le vecteur des fonctionslogit des probabilit́esπi appartient au sous-espace vect{X1, . . . , Xq}
engendŕe par les variables explicatives :

logit(πi) = x′iβ i = 1, . . . , I

ce qui s’́ecrit encore

πi =
ex′iβ

1 + ex′iβ
i = 1, . . . , I.

Le vecteur des param̀etres est estiḿe par maximisation de la log-vraisemblance. Il n’y a pas de solution
analytique, celle-ci est obtenue par des méthodes nuḿeriques it́eratives (par exemple Newton Raphson)
dont certaines reviennentà itérer des estimations de modèles de ŕegression par moindres carrés ǵeńeraliśes
avec des poids et des métriques adaptésà chaque it́eration.

L’optimisation fournit une estimationb deβ, il est alors facile d’en d́eduire les estimations ou prévisions
des probabilit́esπi :

π̂i =
ex′ib

1 + ex′ib

et ainsi celles des effectifs
ŷi = niπ̂i.

Remarques

i. La matriceX issue de la planification expérimentale est construite avec les mêmes r̀egles que celles
utilisées dans le cadre de l’analyse de covariance mixant variables explicatives quantitatives et quali-
tatives. Ainsi, les logiciels g̀erent avec plus ou moins de clarté le choix des variables indicatrices et
donc des param̀etres estimables ou contrastes associés.

ii. La situation d́ecrite pŕećedemment correspond̀a l’observation de donńeesgrouṕees. Dans de nom-
breuses situations concrètes et souvent dès qu’il y a des variables explicatives quantitatives, les obser-
vationsxi sont toutes distinctes. Ceci revient doncà fixerni = 1; i = 1, . . . , I dans les expressions
préćedentes et la loi de Bernouilli remplace la loi binomiale. Certaines méthodes ne sont alors plus
applicables et les comportements asymptotiques des distributions des statistiques de test ne sont plus
valides, le nombre de paramètres tendant vers l’infini.

iii. Dans le cas d’une variable explicativeX dichotomique, un logiciel comme SAS fournit, en plus de
l’estimation d’un param̀etreb, celle des odds ratios ;b est alors le log odds ratio ou encore,eb est
l’odds ratio. Ceci s’interpr̀ete en disant queY a eb fois plus de chance de succès (ou de maladie
comme par un exemple un cancer du poumon) quandX = 1 (par exemple pour un fumeur).

3.3 Régressions logistiques polytomique et ordinale

La régression logistique adaptée à la mod́elisation d’une variable dichotomique se géńeralise au cas
d’une variableY à plusieurs modalités ou polytomique. Si ces modalités sont ordonńes, on dit que la
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variable est qualitative ordinale. Ces types de modélisation sont tr̀es souvent utiliśes enépid́emiologie et
permettent d’́evaluer ou comparer des risques par exemples sanitaires. Des estimations d’odds ratio ou
rapports de cotes sont ainsi utilisés pourévaluer et interpŕeter les facteurs de risques associésà différents
types (ŕegression polytomique) ou seuils de gravité (ŕegression ordinale) d’une maladie ou, en marketing,
cela s’appliquèa l’explication, par exemple, d’un niveau de satisfaction d’un client. Il s’agit de comparer
entre elles des estimations de fonctions logit.

Dans une situation dedata miningou fouille de donńees, ce type d’approche se trouve lourdement
pénaliśe lorsque,̀a l’intérieur d’un m̂eme mod̀ele polytomique ou ordinal, plusieurs types de modèles sont
en concurrence pour chaque fonction logit associéeà différentes modalités. Différents choix de variables,
diff érents niveaux d’interaction rendent trop complexe et inefficace cette approche. Elle està privilégier
uniquement dans le cas d’un nombre restreint de variables explicatives avec un objectif explicatif ou in-
terpŕetatif.

À titre illustratif, explicitons le cas simple d’une variableY àk modalit́es ordonńees expliqúee par une
seule variable dichotomiqueX. Notonsπj(X) = P (Y = j|X) avec

∑k
j=1 πj(X) = 1. Pour une variable

Y àk modalit́es, il faut, en toute rigueur, estimerk − 1 prédicteurs lińeaires :

gj(X) = αj + βjX pourj = 1, . . . , k − 1

et, dans le cas d’une variable ordinale, la fonction lien logit utilisée doit tenir compte de cette situation
particulìere.

Dans la litt́erature, trois types de fonction sont considéŕees d́ependant de l’́echelle des rapports de cote
adopt́ee :

• échelle baśee sur la comparaison des catégories adjacentes deuxà deux,
• sur la comparaison des catégories adjacentes supérieures cumulées,
• et enfin sur la comparaison des catégories adjacentes cumulées.

Pourk = 2, on retrouve les trois situations se ramènentà la m̂eme d’une variable dichotomique. C’est le
dernier cas qui est le plus souvent adopté ; il conduit à d́efinir les fonctions des “logits cumulatifs” de la
forme :

log
πj+1 + · · · + πk

π1 + · · · + πj
pourj = 1, . . . , k − 1.

Pour un seuil donńe surY , les cat́egories inf́erieures̀a ce seuil, cumulées, sont comparées aux catégories
suṕerieures cumulées. Les fonctions logit définies sur cettéechelle d́ependent chacune de tous les effectifs,
ce qui peut conduirèa une plus grande stabilité des mesures qui en découlent.

Si les variables ind́ependantes sont nombreuses dans le modèle ou si la variable réponseY comporte
un nombreélev́e de niveaux, la description des fonctions logit devient fastidieuse. La pratique consiste
plutôt à d́eterminer un coefficient globalb (mesure d’effet) qui soit la somme pondéŕee des coefficientsbj .
Ceci revientà faire l’hypoth̀ese que les coefficients sont homogènes (id́ealement touśegaux), c’est-̀a-dire
à suppośee que les rapports de cotes sont proportionnels. C’est ce que calcule implicitement la procédure
LOGISTIC de SAS appliqúeeà une variable ŕeponseY ordinale en estimant un seul paramètreb maisk−1
termes constants correspondantà des translations de la fonctions logit. La procédure LOGISTIC fournit le
résultat du test du score sur l’hypothèseH0 de l’homoǵeńeité des coefficientsβj .

Le coefficientb mesure donc l’association du facteurX avec la gravit́e de la maladie et peut s’interpréter
comme suit : pour tout seuil de gravité choisi surY , la cote des risques d’avoir une gravité suṕerieureà ce
seuil esteb fois plus grande chez les exposés (X = 1) que chez les non exposés (X = 0).

Attentiondans SAS, la proćedure LOGISTIC adopte une paramétrisation(−1, 1) analoguèa celle de
la proćedure CATMOD mais diff́erente de celle de GENMOD ou SAS/Insight(0, 1). Ceci explique les
diff érences observées dans l’estimation des paramètre d’une proćedureà l’autre.

4 Choix de mod̀ele

4.1 Recherche pas̀a pas

Principalement deux critères (test du rapport de vraisemblance et test de Wald, cf.bibliographie), sont
utilisés de façon analogue au test de Fisher du modèle linéaire gaussien. Ils permettent de comparer un
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FIG. 3.1 – Nuage des modalités deY dans les coordonnées des variables explicatives.

mod̀ele avec un sous-modèle et d’́evaluer l’int́er̂et de la pŕesence des termes complémentaires. On suit
ainsi une strat́egie descendantèa partir du mod̀ele complet. L’id́ee est de supprimer, un termeà la fois, la
composante d’interaction ou l’effet principal qui apparaı̂t comme le moins significatif au sens du rapport
de vraisemblance ou du test de Wald. Les tests présentent une structure hiérarchiśee. SAS facilite cette
recherche en produisant une décomposition (Type III) de ces indices permettant de comparer chacun des
sous-mod̀eles excluant un des termes avec le modèle les incluant tous.

Attention, du fait de l’utilisation d’une transformation non linéaire (logit), m̂eme si des facteurs sont or-
thogonaux, aucune propriét́e d’orthogonalit́e ne peut̂etre prise en compte pour l’étude des hypoth̀eses. Ceci
impose l’́elimination des termes un par un et la ré-estimation du mod̀ele. D’autre part, un terme principal
ne peut̂etre suppriḿe que s’il n’intervient plus dans des termes d’interaction.

4.2 Critère

L’approche pŕećedente favorise la qualité d’ajustement du modèle. Dans un but prédictif, certains logi-
ciels, comme Splus/R ou Enterpirse Miner, proposent d’autres critères de choix (AIC, BIC). Une estimation
de l’erreur de pŕediction par validation croiśee est aussi opportune dans une démarche de choix de modèle.

5 Exemples

5.1 Débits×Volumes

On étudie l’influence du d́ebit et du volume d’air inspiré sur l’occurence (cod́ee 1) de la dilatation des
vaisseaux sanguins superficiels des membres inférieurs. Un graphiquéelémentaire représentant les moda-
lit és deY dans les coordonnées deX1 ×X2 est toujours instructif. Il montre une séparation raisonnable et
de bon augure des deux nuages de points. Dans le cas de nombreuses variables explicatives quantitatives,
une analyse en composantes principales s’impose. Les formes des nuages représent́es, ainsi que l’allure
des distributions (́etudíees pŕealablement), incitent dans ce casà consid́erer par la suite les logarithmes des
variables. Une variableun ne contenant que des “1” dénombrant le nombre d’essais est nécessaire dans la
syntaxe degenmod. Les donńees sont en effet non groupées.

proc logistic data=sasuser.debvol;
model dilat=l_debit l_volume;
run;
proc genmod data=sasuser.debvol;
model dilat/un=l_debit l_volume/d=bin;
run;
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The LOGISTIC Procedure
Intercept

Intercept and
Criterion Only Covariates Chi-Square for Covariates
AIC 56.040 35.216 .
SC 57.703 40.206 .
-2 LOG L 54.040 29.216(1) 24.824 with 2 DF (p=0.0001)
Score . . 16.635 with 2 DF (p=0.0002)

Parameter(2) Standard Wald(3) Pr > Standardized Odds
Variable DF Estimate Error Chi-Square Chi-Square Estimate Ratio
INTERCPT 1 2.8782 1.3214 4.7443 0.0294 . .
L_DEBIT 1 -4.5649 1.8384 6.1653 0.0130 -2.085068 0.010
L_VOLUME 1 -5.1796 1.8653 7.7105 0.0055 -1.535372 0.006

Cette proćedure fournit des critères de choix de modèle dont la d́eviance (1), le vecteurb des param̀etres
(2) et les statistiques des tests (3) comparant le modèle excluant un terme par rapport au modèle complet tel
qu’il est d́ecrit dans la commande.

The GENMOD Procedure
Criteria For Assessing Goodness Of Fit

Criterion DF Value Value/DF
Deviance 36 29.2156 0.8115 (1)
Scaled Deviance 36 29.2156 0.8115 (2)
Pearson Chi-Square 36 34.2516 0.9514 (3)
Scaled Pearson X2 36 34.2516 0.9514
Log Likelihood . -14.6078 .

Analysis Of Parameter Estimates
Parameter DF Estimate (4) Std Err ChiSquare (5) Pr>Chi
INTERCEPT 1 -2.8782 1.3214 4.7443 0.0294
L_DEBIT 1 4.5649 1.8384 6.1653 0.0130
L_VOLUME 1 5.1796 1.8653 7.7105 0.0055
SCALE (6) 0 1.0000 0.0000 . .

(1) Déviance du mod̀ele par rapport au modèle satuŕe.
(2) Déviance pond́eŕee si le param̀etre d’́echelle est diff́erent de 1 en cas de sur-dispersion.
(3) Statistique de Pearson, voisine de la déviance, comparant le modèle au mod̀ele satuŕe .
(4) Param̀etres du mod̀ele.
(5) Statistique des tests comparant le modèle excluant un terme par rapport au modèle complet.
(6) Estimation du param̀etre d’́echelle si la quasi-vraisemblance est utilisée.

5.2 Régression logistique ordinale

Onétudie les ŕesultats d’unéetude pŕealablèa la ĺegislation sur le port de la ceinture de sécurit́e dans la
province de l’Albertàa Edmonton au Canada (Jobson, 1991). Unéchantillon de 86 769 rapports d’accidents
de voitures ont́et́e compulśes afin d’extraire une table croisant :

i. Etat du conducteur : Normal ou Alcoolisé

ii. Port de la ceinture : Oui Non

iii. Gravit́e des blessures : 0 : rienà 3 : fatales

Les modalit́es de la variablèa expliquer concernant la gravité de l’accident sont ordonnées de 0̀a 3.

/* r égression ordinale */
proc logistic data=sasuser.ceinture;
class sexe alcool ceinture;
model gravite=sexe alcool ceinture ;
weight effectif;
run;

The LOGISTIC Procedure
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Analysis of Maximum Likelihood Estimates

Standard Wald
Parameter DF Estimate Error Chi-Square Pr > ChiSq

Intercept Gr0 1 1.8699 0.0236 6264.9373 <.0001
Intercept Gr1 1 2.8080 0.0269 10914.3437 <.0001
Intercept Gr2 1 5.1222 0.0576 7917.0908 <.0001
sexe Sfem 1 -0.3118 0.0121 664.3353 <.0001
alcool A_bu 1 -0.5017 0.0190 697.0173 <.0001
ceinture Cnon 1 -0.1110 0.0174 40.6681 <.0001

Odds Ratio Estimates

Point 95% Wald
Effect Estimate Confidence Limits

sexe Sfem vs Shom 0.536 0.511 0.562
alcool A_bu vs Ajeu 0.367 0.340 0.395
ceinture Cnon vs Coui 0.801 0.748 0.858

5.3 Donńees bancaires

Plusieurs stratégies peuvent̂etre mises en œuvre sur les données bancaires selon les transformations et codages réaliśes sur les va-
riables qualitatives. Elles seront explorées lors des diff́erents TP. La stratégie adopt́ee ici consistent̀a rechercher un “meilleur” modèle
à l’aide de la proćedurelogistic en association avec l’un des trois algorithmes de sélection (forward, backward ou stepwise).

proc logistic data=sasuser.visappt;
class sexeq famiq pcspq kvunbq--itavcq;
model carvpr = sexeq famiq pcspq kvunbq--itavcq

/selection=stepwise pprob=0.5 ctable; /* ou backward et forward */

La śelection de variables ainsi retenue est ensuite utilisée avec la proćeduregenmod aux sorties plus explicites qui estégalement
mise en œuvre dans le module SAS Enterprise Miner. Le taux apparent d’erreur estévalúeà partir du m̂emeéchantillon d’apprentissage
et donc de manière ńecessairement biaisée par optimisme.

Le module SAS/INSIGHT permetégalement de faire une recherche manuelle descenfante d’un meilleur modèle. Ces points sont
abord́es dan le TP.

proc genmod data=sasuser.visappt ;
class moyrvq dmvtpq pcspq sexeq opgnbq relatq kvunbq itavcq

facanq nptagq uemnbq ; /* liste variables qualitatives */
output out=outglm p=pred;
model carvpr/poids = moyrvq dmvtpq pcspq sexeq opgnbq relatq

kvunbq itavcq facanq nptagq uemnbq
/ d=bin; /* liste de toutes les variables du mod èle */

run;
/* Estimation biais ée du taux de mal class és */
data prev ;
set outglm (keep=carvpr pred);
if pred ge 0.5 then predy=1;

else predy=0;
run;
proc freq data=prev;
tables carvpr*predy/ nocol norow;
run;

Les ŕesultats de la prédiction se ŕesume alors sous la forme d’une matrice deconfusiońevaluant les taux de bien et mal classés.

YVAR1(CARVPR) PREDY
Frequency|
Percent | 0| 1| Total
---------+--------+--------+
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0 | 659 | 53 | 712
| 61.65 | 4.96 | 66.60

---------+--------+--------+
1 | 70 | 287 | 357

| 6.55 | 26.85 | 33.40
---------+--------+--------+
Total 729 340 1069

68.19 31.81 100.00



Chapitre 4

Modèle log-linéaire

1 Introduction
Comme dans le chapitre préćedent, les mod̀eles d́ecrits dans ce chapitre s’intéressent plus particulièrement̀a la description ou

l’explication d’observations constitués d’effectifs ; nombre de succès d’une variable de Bernouilli lors d’une séquence d’essais dans
la cas pŕećedent de la ŕegression logistique, nombre d’individus qui prennent une combinaison donnée de modalit́es de variables
qualitatives ou niveaux de facteurs, dans le cas présent. Ce mod̀ele fait également partie de la famille dumod̀ele linéaire ǵeńeral en
étant associé à une loi de Poisson. Il estégalement appelé aussimod̀ele log-lińeaire (voir Agresti (1990) pour un exposé d́etaillé) et
s’applique principalement̀a la mod́elisation d’une table de contingence complète. Comme pour la régression logistique, les aspects au
mod̀ele linéaire ǵeńeral (estimation, tests, diagnostic) ont des stratégies de mise en œuvreest similaire au cas gaussien ; ils ne sont pas
repris.

2 Modèle log-linéaire

2.1 Types de donńees
Les donńees se pŕesentent ǵeńeralement sous la forme d’une table de contingence obtenue par le croisement de plusieurs va-

riables qualitatives et dont chaque cellule contient un effectif ou une fréquencèa mod́eliser. Nous nous limiterons̀a l’étude d’une table
élémentaire en laissant de côté des structures plus complexes, par exemple lorsque des zéros structurels, des indépendances condition-
nelles, des propriét́es de syḿetrie ou quasi-syḿetrie, une table creuse, sontà prendre en compte. D’autre part, sous sa forme la plus
géńerale, le mod̀ele peut int́egrerégalement des variables quantitatives.

Ce type de situation se retrouve en analyse des correspondances simple ou multiple mais ici, l’objectif est d’expliquer ou de
mod́eliser les effectifs en fonction des modalités prises par les variables qualitatives. L’objectif final pouvantêtreexplicatif: tester une
structure de d́ependance particulière, ouprédictifavec choix d’un mod̀ele parcimonieux.

2.2 Distributions
On consid̀ere la table de contingence complète constitúeeà partir de l’observation des variables qualitativesX1, X2, . . . , Xp

sur unéchantillon den individus. Les effectifs{yjk...l; j = 1, J ; k = 1,K; . . . ; l = 1, L} de chaque cellule sont rangés dans un
vecteury à I(I = J × K × · · · × L) composantes. Différentes hypoth̀eses sur les distributions sont considéŕees en fonction du
contexte exṕerimental.

Poisson

Le mod̀ele le plus simple consistèa supposer que les variables observéesYi suivent des lois de Poisson indépendantes de pa-
ramètreµi = E(Yi). La distribution conjointe admet alors pour densité :

f(y, µ) =

I∏
i=1

µ
yi
i e−µi

yi!
.

La sommeN(N = y+ =
∑

i yi) desI variables aĺeatoires de Poisson indépendantes estégalement une variable de Poisson de
param̀etreµ+ =

∑
i µi.

Multinomiale

En pratique, le nombre totaln d’observations est souvent fixé a priori par l’exṕerimentateur et ceci induit une contrainte sur la
somme desyi. La distribution conjointe des variablesYi est alors conditionńee parn et la densit́e devient :

f(y, µ) =

I∏
i=1

µ
yi
i e−µi

yi!

/
µn

+e
−µ+

n!
.
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Commeµn
+ =

∑
i µ

yi
+ ete−µ+ =

∏
i e
−µi , en posantπi = µi

µ+
, on obtient :

f(y, µ) = n!
I∏

i=1

π
yi
i

yi!
avec

I∑
i=1

πi = 1 et0 ≤ πi ≤ 1; i = 1, I.

On vérifie donc quef(y, µ) est la fonction de densité d’une loi multinomiale dans laquelle les paramètresπi mod́elisent les probabi-
lit és d’occurrence associéesà chaque cellule. Dans ce cas,E(Yi) = nπi.

Produit de multinomiales

Dans d’autres circonstances, des effectifs marginaux lignes, colonnes ou sous-tables, peuventêtreégalement fix́es par l’exṕerimentateur
comme dans le cas d’un sondage stratifié. Cela correspond au cas où une ou plusieurs variables sont contrôlées et ont donc un rôle
explicatif ; leurs modalit́es sont connuesa priori. Les lois de chacun des sous-éléments de la table, conditionnées par l’effectif marginal
correspondant sont multinomiales. La loi conjointe de l’ensemble est alors un produit de multinomiales.

Conśequence

Trois mod̀eles de distribution : Poisson, multinomial, produit de multinomiales, sont envisageables pour modéliserYi en fonction
des conditions exṕerimentales. D’un point de vue théorique, on montre que ces modèles conduisent aux m̂emes estimations des
param̀etres par maximum de vraisemblance. La différence introduite par le conditionnement intervient par une contrainte qui impose
la pŕesence de certains paramètres dans le modèle, ceux reconstruisant les marges fixées.

2.3 Modèlesà 2 variables
Soit une table de contingence(J×K) issue du croisement de deux variables qualitativesX1 àJ modalit́es etX2 àK modalit́es

et dont l’effectif totaln est fix́e. La loi conjointe des effectifsYjk de chaque cellule est une loi multinomiale de paramètreπjk et
d’esṕerance :

E(Yjk) = nπjk.

Par d́efinition, les variablesX1 etX2 sontindépendantessi et seulement si :

πjk = π+kπj+

où πj+ (resp.π+k) désigne la loi marginale deX1 (resp.X2) :

πj+ =
K∑

k=1

πjk et π+k =
J∑

j=1

πjk.

Si l’indépendance n’est pas vérifiée, on peut d́ecomposer :

E(Yjk) = nπjk = nπj+π+k
πjk

πj+π+k
.

Notonsηjk = ln(E(Yjk)). L’intervention de la fonction logarithme permet de linéariser la d́ecomposition pŕećedente autour du
“modèle d’ind́ependance” :

ηjk = lnn+ lnπj+ + lnπ+k + ln

(
πjk

πj+π+k

)
.

Ce mod̀ele est ditsatuŕe car, pŕesentant autant de paramètres que de données, il explique exactement celles-ci. L’indépendance est
vérifiée si le dernier terme de cette expression, exprimant une dépendance ou interaction comme dans le modèle d’analyse de variance,
est nul pour tout couple(j, k).

Les logiciels mettent en place d’autres paramétrisations en faisant apparaı̂tre des effets diff́erentiels, soit par rapport̀a une
moyenne, soit par rapportà la dernìere modalit́e.

Dans le premier cas, en posant :

β0 =
1

JK

J∑
j=1

K∑
k=1

ηjk = η..,

β1
j =

1

K

K∑
k=1

ηjk − η.. = ηj. − η..,

β2
k =

1

J

J∑
j=1

ηjk − η.. = η.k − η..,

β12
jk = ηjk − ηj. − η.k + η..,

avec les relations :

∀j, ∀k,
J∑

j=1

β1
j =

K∑
k=1

β2
k =

J∑
j=1

β12
jk =

K∑
k=1

β12
jk = 0,

le mod̀ele satuŕe s’́ecrit :
ln(E(Yjk)) = ηjk = β0 + β1

j + β2
k + β12

jk .
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Il se met sous la forme matricielle
η = Xβ

où X est la matrice exṕerimentale (design matrix) contenant les indicatrices. L’indépendance est obtenue lorsque tous les termes
d’interactionβ12

jk sont nuls.

La deuxìeme paraḿetrisation consid̀ere la d́ecomposition :

πjk = πJK
πJk

πJK

πjK

πJK

πjkπJK

πJkπjK
.

En posant :

β0 = lnn+ lnπJK ,

β1
j = lnπjK − lnπJK ,

β2
k = lnπJk − lnπJK ,

β12
jk = lnπjk − lnπjK − lnπJk + lnπJK ,

avec les m̂emes relations entre les paramètres. Le mod̀ele se met encore sous la forme :

η = Xβ

et se ram̀eneà l’indépendance si tous les paramètresβ12
jk sont nuls.

Si l’hypothèse d’ind́ependance est vérifiée, on peut encore analyser les effets principaux :

si, ∀j, β1
j = 0 alors, πjk = πJk =

1

J
π+k.

Il y a équiprobabilit́e des modalit́es deX1. Même chose avecX2 si les termesβ2
k sont tous nuls.

Les param̀etres du mod̀ele log-lińeaire sont estiḿes en maximisant la log-vraisemblance dont l’explicitation est reportée au cha-
pitre suivant comme cas particulier de modèle linéaire ǵeńeraliśe. Pour les mod̀eles simples, les estimations sont déduites des effectifs
marginaux mais comme, dès que le mod̀ele est plus compliqúe, des ḿethodes it́eratives sont ńecessaires, elles sont systématiquement
mises en œuvre.

2.4 Modèleà trois variables
On consid̀ere une table de contingence(J × K × L) obtenue par croisement de trois variables qualitativesX1, X2, X3. La

définition des param̀etres est conduite de manière analogue au cas de deux variables en faisant apparaı̂tre des effets principaux et des
interactions. Le mod̀ele satuŕe se met sous la forme :

ln(E(Yjkl)) = ηjkl = β0 + β1
j + β2

k + β3
l + β12

jk + β13
jl + β23

kl + β123
jkl

et peut aussi est présent́e sous forme matricielle.

Nous allons expliciter les sous-modèles obtenus par nullité de certains param̀etres et qui correspondentà des structures parti-
culières d’ind́ependance. Une façon classique de nommer les modèles consistèa ne citer que les interactions retenues les plus com-
plexes. Les autres, ainsi que les effets principaux, sont contenues de par la structure hiérarchique du mod̀ele. Ainsi, le mod̀ele satuŕe
est d́esigńe par(X1X2X3) correspondant̀a la syntaxeX1|X2|X3 de SAS.

Cas poissonnien ou multinomial

Seul le nombre total d’observationsn est fix́e dans le cas multinomial, ceci impose simplement la présence deβ0 dans le mod̀ele.

i. Modèle partiel d’association ou de tout interaction d’ordre 2 :(X1X2, X2X3, X1X3)

Les termesβ123
jkl sont tous nuls, seules les interactions d’ordre 2 sont présentes. C’est le modèle implicitement consid́eŕe par

l’analyse multiple des correspondances. Il s’écrit :

ηjk = β0 + β1
j + β2

k + β3
l + β12

jk + β13
jl + β23

kl .

ii. Indépendance conditionnelle :(X1X2, X1X3)

Si, en plus, l’un des termes d’interaction est nul, par exempleβkl = 0 pour tout couple(k, l), on dit queX2 etX3 sont
indépendantes conditionnellementàX1 et le mod̀ele devient :

ηjk = β0 + β1
j + β2

k + β3
l + β12

jk + β13
jl .

iii. Variable ind́ependante :(X1, X2X3)

Si deux termes d’interaction sont nuls :βjlβjk = 0 pour tout triplet(j, k, l), alorsX1 est ind́ependante deX2 etX3.

ηjk = β0 + β1
j + β2

k + β3
l + β23

kl .

iv. Indépendance :(X1, X2, X3)

Tous les termes d’interaction sont nuls :
ηjk = β0 + β1

j + β2
k + β3

l

et les variables sont mutuellement indépendantes.
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Produit de multinomiales

• Si une variable est explicative, par exempleX3, ses marges sont fixées, le mod̀ele doit ńecessairement conserver les paramètres

ηjk = β0 + β3
l + · · ·

• Si deux variables sont explicatives, par exempleX2 etX3, le mod̀ele doit conserver les termes :

ηjk = β0 + β2
k + β3

l + β23
kl + · · ·

La géńeralisatioǹa plus de trois variables ne pose pas de problème th́eorique. Les difficult́es viennent de l’explosion combinatoire
du nombre de termes d’interaction et de la complexité des structures d’indépendance. D’autre part, si le nombre de variables est
grand, on est souvent confronté à des tables de contingence creuses (beaucoup de cellules vides) qui rendent défaillant le mod̀ele
log-linéaire. Unéetude exploratoire (correspondances multiples par exemple) préalable est ńecessaire afin de réduire le nombre des
variables consid́eŕees et celui de leurs modalités.

3 Choix de mod̀ele

3.1 Recherche pas̀a pas
Principalement deux critères (test du rapport de vraisemblance et test de Wald), décrits en annexe pour un cadre plus géńeral,

sont consid́eŕes. Ces crit̀eres sont utiliśes comme le test de Fisher du modèle linéaire gaussien. Ils permettent de comparer un modèle
avec un sous-modèle et d’́evaluer l’int́er̂et de la pŕesence des termes complémentaires. On suit ainsi une stratégie descendantèa
partir du mod̀ele complet ou saturé dans le cas du modèle log-lińeaire. L’id́ee est de supprimer, un termeà la fois, la composante
d’interaction ou l’effet principal qui apparaı̂t comme le moins significatif au sens du rapport de vraisemblance ou du test de Wald.
Les tests pŕesentent une structure hiérarchiśee. SAS facilite cette recherche en produisant une décomposition (Type III) de ces indices
permettant de comparer chacun des sous-modèles excluant un des termes avec le modèle les incluant tous.

Attention, du fait de l’utilisation d’une transformation non linéaire (log), m̂eme si des facteurs sont orthogonaux, aucune propriét́e
d’orthogonalit́e ne peut̂etre prise en compte pour l’étude des hypoth̀eses. Ceci impose l’élimination des termes un par un et la ré-
estimation du mod̀ele. D’autre part, un terme principal ne peutêtre suppriḿe que s’il n’intervient plus dans des termes d’interaction.
Enfin, selon les conditions expérimentales qui peuvent fixer les marges d’une table de contingence, la présence de certains paramètres
est impośee dans un mod̀ele log-lińeaire.

4 Exemples

4.1 Modèle poissonien
On étudie les ŕesultats d’unéetude pŕealableà la ĺegislation sur le port de la ceinture de sécurit́e dans la province de l’Albertàa

Edmonton au Canada (Jobson, 1991). Unéchantillon de 86 769 rapports d’accidents de voitures ontét́e compulśes afin d’extraire une
table croisant :

i. Etat du conducteur : Normal ou Alcoolisé

ii. Port de la ceinture : Oui Non

iii. Gravit́e des blessures : 0 : rienà 3 : fatales

La proćeduregenmod est utiliśee :

proc genmod data=sasuser.ceinture;
class co ce b ;
model effectif=co|ce|b @2 /type3 obstats dist=poisson;
run;

Une extraction des résultats donnent :

Criteria For Assessing Goodness Of Fit
Criterion DF Value Value/DF
Deviance 3 5.0136 1.6712

LR Statistics For Type 3 Analysis
Source DF ChiSquare Pr>Chi

CO 1 3431.0877 0.0001
CE 1 3041.5499 0.0001
CO*CE 1 377.0042 0.0001
B 3 28282.8778 0.0001
CO*B 3 474.7162 0.0001
CE*B 3 42.3170 0.0001

Analysis Of Parameter Estimates
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Parameter DF Estimate Std Err ChiSquare Pr>Chi
INTERCEPT 1 3.6341 0.1550 550.0570 0.0001
CO A 1 -2.2152 0.1438 237.3628 0.0001
CE N 1 1.8345 0.1655 122.8289 0.0001
CO*CE A N 1 0.9343 0.0545 293.9236 0.0001
B 0 1 5.7991 0.1552 1396.7752 0.0001
B 1 1 2.7848 0.1598 303.6298 0.0001
B 2 1 2.1884 0.1637 178.7983 0.0001
CO*B A 0 1 -1.4622 0.1354 116.5900 0.0001
CO*B A 1 1 -0.6872 0.1423 23.3154 0.0001
CO*B A 2 1 -0.5535 0.1452 14.5293 0.0001
CE*B N 0 1 -0.2333 0.1658 1.9807 0.1593
CE*B N 1 1 -0.0902 0.1708 0.2786 0.5976
CE*B N 2 1 0.0741 0.1748 0.1799 0.6715

Observation Statistics
EFFECTIF Pred Xbeta Std HessWgt Lower Upper

12500 12497 9.4332 0.008930 12497 12280 12718
604 613.3370 6.4189 0.0395 613.3370 567.6707 662.6770
344 337.8089 5.8225 0.0530 337.8089 304.5010 374.7601

38 37.8677 3.6341 0.1550 37.8677 27.9495 51.3053
61971 61974 11.0345 0.004016 61974 61488 62464
...

Les ŕesultats montrent que le modèle de toute interaction d’ordre 2 est acceptable (déviance) et il semble que tous les termes
soient ńecessaires, toutes les interactions doiventêtre pŕesentes au sens du test de Wald.
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Chapitre 5

Qualit é de pŕediction

1 Introduction
La performance du modèle issu d’une ḿethode d’apprentissage s’évalue par sacapacit́e de pŕedictiondite encore decapacit́e de

géńeralisationdans la communauté informatique. La mesure de cette performance est très importante puisque, d’une part, elle permet
d’opérer unesélection de mod̀eledans une famille associéeà la ḿethode d’apprentissage utilisée et, d’autre part, elle guide lechoix
de la ḿethodeen comparant chacun des modèles optimiśesà l’étape pŕećedente. Enfin, elle fournit, tous choix faits, une mesure de la
qualit́e ou encore de laconfianceque l’on peut accorder̀a la pŕevision en vue m̂eme, dans un cadre légal, d’unecertification.

En dehors d’une situation expérimentale planifíee classique en Statistique, c’est-à-dire sans le secours demod̀eles probabilistes,
c’est le cas, par principe, dudata mining, trois types de stratégies sont proposés :

i. un partage de l’́echantillon (apprentissage, validation, test) afin de distinguer estimation du modèle et estimations de l’erreur
de pŕediction,

ii. une ṕenalisation de l’erreur d’ajustement faisant intervenir la complexité du mod̀ele,

iii. un usage intensif du calcul (computational statistics) par la mise en œuvre de simulations.

Le choix d́epend de plusieurs facteurs dont la taille de l’échantillon initial, la complexit́e du mod̀ele envisaǵe, la variance de l’erreur,
la complexit́e des algorithmes c’est-à-dire le volume de calcul admissible.

Pour ŕepondre aux objectifs de la 2ème strat́egie adapt́eeà unéchantillon d’effectif trop restreint pourêtreéclater en trois partie,
diff érents crit̀eres sont utiliśees pour d́efinir une qualit́e de mod̀eleà fin pŕedictive.
• Le plus ancien est naturellement une estimation d’uneerreur de pŕediction : risque quadratique ou taux de mal classés,

comme mesure d’une distance moyenne entre le “vrai” ou le “meilleur” modèle et celui consid́eŕe. Ce risque quadratique
se d́ecomposant grossièrement en un carré de biais et une variance, l’enjeu est de trouver un bon compromis entre ces deux
composantes en considérant un mod̀ele parcimonieux.

• D’autres crit̀eres sont basés sur la dissemblance de Kullback entre mesure de probabilités. Ce crit̀ere mesure la qualité d’un
mod̀ele en consid́erant la dissemblance de Kullback entre la loi de la variable expliquéeY et celle de sa prédictionŶ fournie
par un mod̀ele.

• La dernìere approche enfin, issue de la théorie de l’apprentissage de Vapnik (1998), conduità proposer une majoration de
l’erreur de pŕediction ou risque ne faisant pas intervenir la loie conjointe inconnue ou des considérations asymtotiques mais
une mesure de la compléxité du mod̀ele appeĺeedimension de Vapnik-Chernovenkis.

Les travaux de Vapnik en théorie de l’apprentissage ont conduità focaliser l’attention sur la présence ou l’absence de propriét́es
théoriques basiques d’une technique d’apprentissage ou de modélisation :

consistencequi garantit la capacité de ǵeńeralisation. Un processus d’apprentissage est ditconsistantsi l’erreur sur l’ensemble d’ap-
prentissage et l’erreur sur un jeu de données test convergent en probabilité vers la m̂eme limite lorsque la taille de l’échantillon
d’apprentissage augmente.

vitesse de convergence. Unéevaluation, quand elle est possible, de la vitesse de convergence de l’erreur lorsque la taille augmente,
est une indication sur la façon dont la géńeralisation s’aḿeliore et informe sur la nature des paramètres, comme le nombre de
variables explicatives, dont elle dépend.

contrôle Est-il possible,̀a partir d’unéchantillon d’apprentissage de taille fini donc sans considérations asymtotiques, de contrôler la
capacit́e de ǵeńeralisation et donc de majorer le terme d’erreur de prédiction ou risque ?

Une estimation de la qualité de la pŕediction est donc uńelément central de la mise en place de la stratégie dudata mining, telle
qu’elle est d́ecrite dans l’introduction (cf. chapitre1 section??) mais aussi dans beaucoup de disciplines concernées par la mod́elisation
statistique. Le point importantà souligner est que le “meilleur” modèle en un sens prédictif n’est pas ńecessairement celui qui ajuste
le mieux les donńees (cas de surajustement) ni même le “vrai” mod̀ele si la variance des estimations est importante.

2 Erreur de pr édiction

41
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2.1 Définition
SoitY la variableà pŕedire,X la variablep-dimensionnelle ou l’ensemble des variables explicatives,F la loi conjointe deY et

X, z = {(x1, y1), . . . , (xn, yn)} un échantillon et
Y = φ(X) + ε

le mod̀eleà estimer avecE(ε) = 0,Var(ε) = σ2 etε indépendant deX ; X, comme chacun desxi, est de dimensionp.

L’erreur de pŕevision est d́efinie par
EP (z, F ) = EF [Q(Y, φ̂(X))]

oùQ est unefonction perte.

SiY est quantitative, cette fonction perte est le plus géńeralement quadratique :Q(y, ŷ) = (y− ŷ)2, mais utilise parfois la valeur
absolue :Q(y, ŷ) = |y − ŷ|. Cette dernìereà l’avantage d’̂etre plusrobuste, car moins sensible aux valeurs extrêmes, mais ńecessite
des algorithmes d’optimisation plus complexes et pas nécessairementà solution unique.

Si Y est qualitativeQ est une indicatrice de mal classé :Q(y, ŷ) = 1{y 6=ŷ}.

Dans le cas quantitatif, l’estimation du modèle par minimisation deEP revientà une approximation de la fonctionφ et la solution
est l’esṕerance conditionnelle(connaissant l’́echantillon) tandis que, dans la cas qualitatif, c’est la classe la plus probable désigńee
par lemode conditionnelqui est pŕedite.

2.2 Décomposition
L’erreur de pŕediction se d́ecompose dans le cas quantitatif1. Consid́erons celle-ci en un pointx0.

EP (x0) = EF [(Y − φ̂(x0))2 | X = x0]

= σ2 + [EF φ̂(x0)− φ(x)]2 + EF [φ̂(x0)− EF φ̂(x0)]2

= σ2 + Biais2 + Variance.

Très ǵeńeralement, plus un modèle (la famille des fonctionsφ admissibles) est complexe, plus il est flexible et peu s’ajuster aux
donńees observ́ees et donc plus le biais est réduit. En revanche, la partie variance augmente avec le nombre de paramètresà estimer et
donc avec cette complexité. L’enjeu, pour minimiser le risque quadratique ainsi défini, est donc de rechercher un meilleur compromis
entre biais et variance : accepter de biaiser l’estimation comme par exemple en régressionridge pour ŕeduire plus favorablement la
variance.

2.3 Estimation
Le premier type d’estimatioǹa consid́erer exprime la qualité d’ajustement du modèle sur l’́echantillon observ́e. C’est justement,

dans le cas quantitatif, ce critère qui est minimiśe dans la recherche de moindres carrés. Ce ne peut̂etre qu’une estimation biaisée, car
trop optimiste, de l’erreur de pŕediction ; elle est líee aux donńees qui ont servìa l’ajustement du mod̀ele et est d’autant plus faible
que le mod̀ele est complexe. Cette estimation ne dépend que de la partie ”biais” de l’erreur de prédiction et ne prend pas en compte la
partie ”variance” de la d́ecomposition.

Cette estimation est notée :

ÊP =
1

n

n∑
i=1

Q(yi, φ̂(xi)).

C’est simplement letaux de mal clasśesdans le cas qualitatif. Des critères de risque plus sophistiqués sont envisaǵes dans un contexte
baýesien si des probabilitésa priori sont connues sur les classes ou encore des coûts de mauvais classement (cf. chapitre6).

La façon la plus simple d’estimer sans biais l’erreur de prédiction consistèa calculerÊP sur unéchantillon ind́ependant n’ayant
pas particiṕe à l’estimation du mod̀ele. Ceci ńecessite donc d’éclater l’́echantillon en trois parties respectivement appeléesapprentis-
sage, validationet test:

z = zAppr ∪ zValid ∪ zTest.

i. ÊP (zAppr) est minimiśee pour estimer un modèle,

ii. ÊP (zValid) sertà la comparaison des modèles au sein d’une m̂eme famille afin de śelectionner celui qui minimise cette erreur,

iii. ÊP (zTest) est utiliśee pour comparer entre eux les meilleurs modèles de chacune des méthodes consid́eŕees.

Cette solution n’est acceptable que si la taille de l’échantillon initiale est importante sinon :
• la qualit́e d’ajustement est dégrad́ee carn est plus petit,
• la variance de l’estimation de l’erreur peutêtre importante et ne peutêtre estiḿee.

Si la taille de l’́echantillon est insuffisante, le point ii ci-dessus : la sélection de mod̀ele est baśee sur un autre type d’estimation de
l’erreur de pŕediction faisant appel soità une ṕenalisation soit̀a des simulations.

3 Estimation avec ṕenalisation

3.1 Cp de Mallows
LeCp de Mallows fut, historiquement, le premier critère visant̀a une meilleure estimation de l’erreur de prédiction que la seule

consid́eration de l’erreur d’ajustement (ou leR2) dans le mod̀ele linéaire. Il repose sur une mesure de la qualité sur la base d’un risque

1Plusieurs d́ecompositions concurentes ontét́e propośees dans le cas qualitatif mais leur explicitation est moins claire.
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quadratique. L’erreur de prédiction se d́ecompose en :

EP = ÊP (zAppr) + Optim

qui est l’estimation par resubstitution ou taux d’erreur apparent plus le biais par abus d’optimisme. Il s’agit donc d’estimer cette
optimisme pour apporter une correction et ainsi une meilleure estimation de l’erreur recherchée. cette correction peut prendre plusieurs
formes. Elle est líeeà l’estimation de la variance dans la décomposition en biais et variance de l’erreur ou c’est encore une pénalisation
assocíeeà la complexit́e du mod̀ele.

Son expression est détaillée dans le cas de la régression lińeaire chapitre2. On montre (cf. Hastie et col. 2001),à des fins de
comparaison qu’il peut aussi se mettre sous une formeéquivalente :

Cp = ÊP + 2
d

n
s2

où d est le nombre de paramètres du mod̀eles (nombre de variables plus un)),n le nombre d’observations,s2 une estimation de la
variance de l’erreur par un modèle de faible biais. Ce dernier point est fondamental pour la qualité du crit̀ere, il revient̀a supposer que
le mod̀ele complet (avec toutes les variables) est le “vrai” modèle ou tout du moins un modèle peu biaiśe afin de conduirèa une bonne
estimation de deσ2.

3.2 AIC, AIC c, BIC
Contrairement auCp assocíe à un risque quadratique, le critère d’information d’Akäıke (AIC) découle d’une expression de la

qualit́e du mod̀ele baśee sur la dissemblance de Kullback. Il se présente sous une forme similaire mais plus géńerale que leCp de
Mallows. Il s’applique en effet̀a tout mod̀ele estiḿe par maximisation d’une log-vraisemblanceL et suppose que la famille de densités
consid́eŕees pour mod́eliser la loi deY contient la “vraie” densit́e deY .

Après quelques d́eveloppements incluant de nombreuses approximations (estimation de paramètres par maximum de vraisem-
blance, propríet́es asymtotiques, formule de Taylor), le critère d”Akäıke se met sous la forme :

AIC = −2L+ 2
d

n
.

Dans le cas gaussien en supposant la variance connue, moindres carrés et d́eviance coincident, AIC estéquivalent auCp. Ce crit̀ere
poss̀ede une version plus raffinée (AICc) dans le cas gaussien et plus particulièrement adaptée aux petitśechantillons et asymptotique-
mentéquivalente lorsquen est grand.

AIC = −2L+
n+ d

n− d− 2
.

Une argumentation de type bayésien conduit̀a un autre crit̀ere BIC (Bayesian information criterion) qui cherche, approximative-
ment (asymptotiquement), le modèle assocíe à la plus grande probabilitéa posteriori. Dans le cas d’un modèle issu de la maximisation
d’une log-vraisemblance, il se met sous la forme :

BIC = −2L+ log(n)
d

n
.

On montre, dans le cas gaussien et en supposant la variance connue que BIC est proportionnelà AIC avec le facteur 2 remplacé par
logn. Ainsi, dès quen > e2 ≈ 7, 4, BIC tendà ṕenaliser plus lourdement les modèles complexes. Asymptotiquement, on montre
que la probabilit́e pour BIC de choisir le bon modèle tend vers 1 lorsquen tend vers l’infini. Ce n’est pas le cas d’AIC ni duCp qui
tendent alors̀a choisir des mod̀eles trop complexes. Ńeanmoins̀a taille fini, petite, BIC risque de se limiterà des mod̀eles trop simples.

Quelque-soit le crit̀ere adopt́e, il est facile de choisir le modèle pŕesentant le plus faible AIC, AICc ou BIC parmi ceux consid́eŕes.
Globalement, si l’estimation du modèle d́ecoiule d’une maximisation de la vraisemblance, estimation et choix de modèle reviennent̀a
minimiser un crit̀ere de vraisemblance pénaliśee s’́ecrit sous la forme :

Crit = f(Vraisemblance) + Pénalisation(d)

où f est une fonction d́ecroissante de la vraisemblance (− log) et la ṕenalisation une fonction croissante de la complexité du mod̀ele.

Les crit̀eres ci-dessus ont pour la plupartét́e d́efinis dans le cadre du modèle classique de régression multiple pour lequel il existe
de nombreuses références et certainśet́e ǵeńeraliśes ou adaptésà d’autres ḿethodes eńetendant la notion de nombre de degrés de
libertésà des situations òu le nombre de param̀etres du mod̀ele n’est pas explicite (lissage ou régularisation).

Ainsi, pour les mod̀eles non-lińeaires voire plus complexes (non-paramétriques en dimension infinie), le nombred de param̀etres
doit être remplaće par une mesure de complexité p(α). Par exemple, les modèles lińeaires se mettent sous une forme :ŷ = Hy
en incluant les ḿethodes de régularisation (ridge) ou de lissage (spline) où la matriceH dépend uniquement desxi. Dans ce cas, le
nombre effectif de param̀etres est d́efini comme la trace de la matriceH : d(H) = tr(H). C’est encored, le rang deX c’est-̀a-dire
le nombre vecteurs de base (le nombre de variables + 1) siH est une matrice de projection orthogonale. Dans d’autres situations
(perceptron), ce nombre de paramètres est plus difficilèa contr̂oler car il fait intervenir les valeurs propres d’une matrice hessienne.

3.3 Dimension de Vapnik-Chernovenkis
Cet indicateur mesure lacomplexit́ed’une famille de fonctions candidatesà la d́efinition un mod̀ele de pŕediction. Cette complexité

est baśee sur le pouvoirséparateurde la famille de fonction.

Consid́erons unéchantillon(x1, . . . ,xn) de IRp. Il existe 2n diff érentes manières de śeparer cet́echantillon en deux sous-
échantillons. Par d́efinition, on dit qu’un ensembleF de fonctionshacheou mieuxpulvérise(shatters) l’́echantillon si les2n séparations
peuvent̂etre construites par différents repŕesentants de la famille de fonctionF . Ainsi, par exemple, pourp = 2, les fonctions lińeaires
(droites) peuvent pulv́eriser 3 points mais pas 4.
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DÉFINITION 5.1. — Un ensemble de fonctions définis deIRp dansIR est dit de VC dimension (Vapnik-Chernovenkis)h si :
• tout jeu deh vecteurs deIRp peutêtre pulv́erisé.
• Aucun ensemble deh+ 1 vecteurs ne peut̂etre pulv́erisé par cet ensemble de fonctions.

Exemples
• La VC dimension de l’ensemble des hyperplans dans IRp estp+ 1.
• La VC dimension de l’ensemble des fonctionsf(x, w) = sign(sin(w, x)) avec0 < c < x < 1 oùw est un param̀etre libre,

est infinie.
• La VC dimension de l’ensemble des indicatrices linéaires

f(x, w) = sign

 p∑
j=1

(wjxj) + 1

 avec‖x‖ = 1

et satisfaisant la condition :

‖w‖2 =

p∑
j=1

w2
j ≤ C

dépend de la constanteC et peut prendre toutes les valeurs de0 àp.
Attention, les VC dimensions ne sont paségales au nombre de paramètres libres et sont souvent difficilesà exprimer pour une famille
de fonctions donńees.

Vapnik (1999) prouve des résultats fondamentaux pour la théorie de l’apprentissage :
• Un processus d’apprentissage est consistant si et seulement si la famille de modèles consid́eŕes a une VC dimensionh finie.
• La majoration de la diff́erence entre l’erreur d’apprentissage (ou par resubstitution ou erreur apparente) et l’erreur de prédiction

dépend du rapport entre la VC dimensionh et la taillen de l’ensemble d’apprentissage.
• L’in égalit́e de Vapnik, qui s’́ecrit sous une forme analogueà un intervalle de confiance, permet de contrôler l’erreur de

prédiction ou risque. Avec une probabilité1− rho :

EP < ÊP +

√
h(log( 2n

h
) + 1)− log ρ

4

n
.

Il est important de souligner que cette inégalit́e ne fait pas intervenir le nombre de variables explicativesp mais le rapport
n/h. Elle ne fait pas intervenir non plus la loi conjointe inconnue du couple(Y,X). Le deuxìeme terme est grand (mauvaise
précision) lorsque le rapportn/h est faible d̂u à une trop grande VC dimension et donc une famille de modèles trop complexe.

En pratique, il est important de minimiser simultanément les deux termes de l’inéquation. La stratégieà adopter est leprincipe de
minimisation structuŕee du risque(SRM) qui consistèa faire de la VC dimensionh unevariable contr̂olée. Ayant d́efini uen śequence
ou structure de mod̀eles embôıtés au sens de la VC dimension :

S1 ⊂ S2 ⊂ · · · ⊂ Sk si les VC dimensions associées v́erifient : h1 < h2 < · · · < hk.

Il s’agit de trouver la valeurh rendant le risque minimum et donc fournissant le meilleur compromis entre les deux termes de l’inégalit́e
de Vapnik.

La complexit́e de la famille des mod̀eles peut̂etre controĺee par diff́erents param̀etres de la technique d’apprentissage considéŕee :
le nombre de neurones d’une couche dans un perceptron, le degré d’un polyn̂ome, la contrainte sur les paramètres comme en régression
ridge, une largeur de fenêtre ou param̀etre de lissage...

4 Estimation par simulation
La validation croiśee est conceptuellement simple, efficace et largement utilisée pour estimer une erreur moyennant un surplus

de calcul. L’id́ee est d’it́erer l’estimation de l’erreur sur pllusieurséchantillons devalidation puis d’en calculer la moyenne. C’est
indispensable pour réduire la variance et ainsi améliorer la pŕecision lorsque la taille de l’échantillon initial est trop ŕeduite pour en
extraire deśechantillons de validation et test de taille suffisante.

ALGORITHME 5.1 : Validation croisée

• Découper aĺeatoirement l’́echantillon enK parts (K-fold) de tailles approximativementégales selon une loi uniforme ;
• réṕeterK fois l’opération qui consistèa mettre de ĉoté l’une des partie, estimer le modèle sur lesK − 1 parties restantes,

calculer l’erreur sur chacune des observations qui n’ont pas participé à l’estimation ;
• moyenner toutes ces erreurs pour aboutirà l’estimation par validation croiśee.

Plus pŕeciśement, soitτ : {1, . . . , n} 7→ {1, . . . ,K} la fonction d’indexation qui,pour chaque observation, donne l’attribution
uniformément aĺeatoire de sa classe. L’estimation parvalidation croiśeede l’erreur de pŕediction est :

ÊCV =
1

n

n∑
i=1

Q(yi, φ̂
(−τ(i))(xi))

où φ̂(−k) désigne l’estimation deφ sans prendre en compte lakième partie de l’́echantillon.

Le choixK = 10 est le plus courant, c’est souvent celui par défaut des logiciels (Splus). Historiquement, la validation croisée
a ét́e introduite par Allen avecK = n (delete-one cross validation). Ce dernier choix n’est possible que pourn relativement petit̀a
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cause du volume des calculs nécessaires et l’estimation de l’erreur présente une variance souvent importante car chacun des modèles
estiḿes est trop similaire au modèle estiḿe avec toutes les observations. En revanche, siK est petit (i.e.K = 5), la variance sera plus
faible mais le biais devient un problème d́ependant de la façon dont la qualité de l’estimation se d́egrade avec la taille de l’échantillon.

Minimiser l’erreur estiḿee par validation croiśee est une approche largement utilisée pour optimiser le choix d’un modèle au sein
d’une famille paraḿetŕee.φ̂ est d́efini parθ̂ = arg minθ ÊCV(θ).

4.1 Bootstrap
Cette section plus technique décrit des outils encore peu présents dans les logiciels commerciaux, elle peutêtre saut́ee en premìere

lecture.

Introduction

L’id ée, d’approcher par simulation (Monte Carlo) la distribution d’un estimateur lorsque l’on ne connaı̂t pas la loi de l’́echantillon
ou, plus souvent, lorsque l’on ne peut pas supposer qu’elle est gaussienne, est l’objectif même dubootstrap(Efron, 1982).

Le principe fondamental de cette technique de rééchantillonnage est de substituer,à la distribution de probabilité inconnueF ,
dont est issu l’́echantillon d’apprentissage, la distribution empiriqueFn qui donne un poids1/n à chaque ŕealisation. Ainsi on obtient
un échantillon de taillen dit échantillon bootstrapselon la distribution empiriqueFn parn tirages aĺeatoires avec remise parmi lesn
observations initiales.

Il est facile de construire un grand nombre d’échantillons bootstrap (i.e.B = 100) sur lesquels calculer l’estimateur concerné.
La loi simuĺee de cet estimateur est une approximation asymptotiquement convergente sous des hypothèses raisonnables2 de la loi de
l’estimateur. Cette approximation fournit ainsi des estimations du biais, de la variance, donc d’un risque quadratique, et même des
intervalles de confiance (avecB beaucoup plus grand) de l’estimateur sans hypothèse (normalit́e) sur la vraie loi. Les grands principes
de cette approche sont rappelés en annexeC.

Estimateur näıf

Soitz∗ un échantillon bootstrap des données :

z∗ = {(x∗1, y∗1), . . . , (x∗n, y
∗
n)}.

L’estimateurplug-in de l’erreur de pŕedictionEP (z, F ), pour lequel la distributionF est remplaćee par la distribution empiriquêF
(cf. sectionC1.1) est d́efini par :

EP (z∗, F̂ ) =
1

n

∑
i=1

nQ(yi, φz∗ (xi))

où φz∗ désigne l’estimation deφ à partir de l’́echantillon bootstrap. Il conduit̀a l’estimation bootstrap de l’erreur moyenne de
prédictionEF [EP (z, F )] par

EBoot = E
F̂

[EP (z∗, F̂ )] = E
F̂

[
1

n

∑
i=1

nQ(yi, φz∗ (xi))

]
.

Cette estimation est approchée par simulation :

ÊBoot =
1

B

B∑
b=1

1

n

∑
i=1

nQ(yi, φz∗b (xi)).

L’estimation ainsi construite de l’erreur de prédiction est ǵeńeralement biaiśee par optimisme car, au gré des simulations, les m̂emes
observations(xi, yi) apparaissent̀a la fois dans l’estimation du modèle et dans celle de l’erreur. D’autres approches visentà corriger
ce biais.

Estimateurout-of-bag

La premìere s’inspire simplement de la validation croisée. Elle consid̀ere d’une part les observations tirées dans l’́echantillon
bootstrap et, d’autre part, celles qui sont laissées de ĉoté pour l’estimation du mod̀ele mais retenue pour l’estimation de l’erreur.

Êoob =
1

n

n∑
i=1

1

Bi

∑
b∈Ki

Q(yi, φz∗b (xi))

où Ki est l’ensemble des indicesb deséchantillons bootstrap ne contenant pas laième observatioǹa l’issue desB simulations et
Bi = |Ki| le nombre de ceśechantillons ;B doit être suffisamment grand pour que toute observation n’ait pasét́e tirée au moins une
fois ou bien les termes avecKi = 0 sont suppriḿes.

L’estimationÊoob résout le probl̀eme d’un biais optimiste auquel est confrontéeÊBoot mais n’́echappe pas au biais introduit pas la
réduction tel qu’il est signalé pour l’estimation pas validation croiséeÊCV. C’est ce qui a conduit Efron et Tibshirani (1997) a proposer
des correctifs.

Estimateur .632-bootstrap

La probabilit́e qu’une observation soit tirée dans uńechantillon bootstrap est

P [xi ∈ x∗b] = 1− (1−
1

n
)n ≈ 1−

1

e
≈ 0, 632.

2Échantillon ind́ependant de m̂eme loi et estimateur indépendant de l’ordre des observations.
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Très approximativement, la dégradation de l’estimation provoquée par le bootstrap et donc la surévaluation de l’erreur sont analogues
à celle de la validation croisée avecK = 2. À la suite d’un raisonnement trop long pourêtre reproduit ici, Efron et Tibshirani
(1997) proposent de compenser excès d’optimisme du taux apparent d’erreur et excès de pessimisme du bootstrapout-of-bagpar une
combinaison :

Ê.632 = 0, 368× ÊP + 0, 632× Êoob.

4.2 Remarques
• Toutes les estimations de l’erreur de prédiction consid́eŕees (ṕenalisation, validation croisée, bootstrap) sont asymptotiquement

équivalentes et il n’est pas possible de savoir laquelle concrètement sera,̀an fini, la plus pŕecise. Une large part d’arbitraire ou
d’”expérience” pŕeside donc le choix d’une estimation plutôt qu’une autre.

• Conceptuellement, le bootstrap est plus compliqué et pratiquement encore peu utilisé. Néanmoins, cet outil joue un rôle central
dans les algorithmes récents de combinaison de modèles (cf. chapitre9) en association avec une estimationout-of-bagde
l’erreur. Il ne peut̂etre ńegligé.

• L’estimateur .632-bootstrap pose des problèmes en situation de sur-ajustement aussi les mêmes auteurs ont proposé un rectif-
catif compĺementaire not́e .632+bootstrap.

• Comme le signale Vapnik, la résolution d’un probl̀eme de mod́elisation : ŕegression ou discriminatioǹa fin pŕedictive doit, dans
la mesure du possible, d’éviter de se ramenerà un probl̀eme finalement beaucouop plus complexe comme celui de l’estimation
d’une densit́e multidimensionnelle. C’est ainsi typiquement le cas en analyse discriminante non paramétrique.

Ce qu’il faut retenir en conclusion, c’est que l’estimation d’une erreur de prédiction est une oṕeration d́elicate aux conśequences
importantes. Il est donc nécessaire
• d’utiliser lemême estimateurpour comparer l’efficacit́e de deux ḿethodes,
• de se montrer tr̀es prudent, en dehors de tout système d’hypoth̀eses probabilistes, sur le caractère absolu d’une estimation dans

l’objectif d’une certification.
Dans ces deux dernières situations, le recoursà unéchantillon test de bonne taille est difficilement contournable alors qu’en situation
de choix de mod̀ele au sein d’une m̂eme famille, un estimateur (petitéchantillon de validation, validation croisée) pluséconomique
est adapt́e en supposant implicitement que le biais induit est identique d’un modèleà l’autre.



Chapitre 6

Analyse Discriminante D́ecisionnelle

1 Introduction
L’objet de ce chapitre est l’explication d’une variable qualitativeY àmmodalit́es parp variables quantitativesXj , j = 1, . . . , p

observ́ees sur unm̂emeéchantillonΩ de taillen. L’objectif de l’analyse discriminante décisionnelle d́eborde le simple cadre descriprif
de l’analyse facorielle discriminante (AFD). Disposant d’un nouvel individu (ou de plusieurs, c’est la même chose) sur lequel on a
observ́e lesXj mais pasY , il s’agit maintenant dedéciderde la modalit́e T` deY (ou de la classe correspondante) de ce nouvel
individu. On parle aussi de problème d’affectation. L’ADD s’applique doncégalement̀a la situation pŕećedente de la régression
logistique (m = 2) mais aussi lorsque le nombre de classes est plus grand que 2.

Pour cela, on va d́efinir et étudier dans ce chapitre desrègles de d́ecision(ou d’affectation) et donner ensuite les moyens de
les évaluer sur un seul individu ;x = (x1, . . . , xp) désigne les observations des variables explicatives sur cet individu,{g`; ` =
1, . . . ,m} les barycentres des classes calculés sur l’́echantillon etx le barycentre global.

La matrice de covariance empirique se décompose en

S = Se + Sr.

où Sr est appeĺee variance intraclasse (within) ou résiduelle :

Sr = Xr
′DXr =

m∑
`=1

∑
i∈Ω`

wi(xi − g`)(xi − g`)
′,

etSe la variance interclasse (between) ou expliquée :

Se = G
′
DG = X

′
eDXe =

m∑
`=1

w`(g` − x)(g` − x)′.

2 Règle de d́ecision issue de l’AFD

2.1 Cas ǵenéral : m quelconque
DÉFINITION 6.1. — On affectera l’individux à la modalit́e deY minimisant :

d2
S−1

r
(x,g`), ` = 1, . . . ,m.

Cette distance se décompose en
d2
S−1

r
(x,g`) = ‖x− g`‖2S−1

r
= (x− g`)

′S−1
r (x− g`)

et le probl̀eme revient donc̀a maximiser

g′`S
−1
r x−

1

2
g′`S

−1
r g`.

Il s’agit bien d’une r̀egle lińeaire enx car elle peut s’́ecrire :A`x + b`.

2.2 Cas particulier : m = 2

Dans ce cas, la dimensionr de l’AFD vaut 1. Il n’y a qu’une seule valeur propre non nulleλ1, un seul vecteur discriminantv1 et
un seul axe discriminant∆1. Les 2 barycentresg1 etg2 sont sur∆1, de sorte quev1 est colińeaireàg1 − g2.

L’application de la r̀egle de d́ecision permet d’affecterx àT1 si :

g′1S
−1
r x−

1

2
g′1S

−1
r g1 > g′2S

−1
r x−

1

2
g′2S

−1
r g2

c’est-̀a-dire encore si

(g1 − g2)′S−1
r x > (g1 − g2)′S−1

r

g1 + g2

2
.

47
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Remarque
La règle de d́ecision líeeà l’AFD est simple mais elle est limitée et insuffisante notamment si les variances des classes ne sont

pas identiques. De plus, elle ne tient pas compte de l’échantillonnage pourx : tous les groupes n’ont pas nécessairement la m̂eme
probabilit́e d’occurence.

3 Règle de d́ecision baýesienne

3.1 Introduction
Dans cette optique, on considère que la variableY , qui indique le groupe d’appartenance d’un individu, prend ses valeurs dans

{T1, . . . , Tm} et est munie d’une loi de probabilitéπ1, . . . , πm. Les probabilit́esπ` = P [T`] repŕesentent les probabilitésa priori
des classes ou groupesω`. On suppose que les vecteursx des observations des variables explicatives suivent, connaissant leur classe,
une loi de densit́e

f`(x) = P [x | T`]

par rapport̀a une mesure de référence1.

3.2 Définition
Une r̀egle de d́ecision est une applicationδ deΩ dans{T1, . . . , Tm} qui, à tout individu, lui affecte une classe connaissantx. Sa

définition d́epend du contexte de l’étude et prend en compte la
• connaissance ou non de coûts de mauvais classement,
• connaissance ou non des loisa priori sur les classes,
• nature aĺeatoire ou non de l’échantillon.

On d́esigne parc` | k le côut du classement dansT` d’un individu deTk. Le risque de Bayesd’une r̀egle de d́ecisionδ exprime alors
le côut moyen :

Rδ =

m∑
k=1

πk

m∑
`=1

c` | k

∫
{x | δ(x)=T`}

fk(x)dx

où
∫
{x | δ(x)=T`}

fk(x)dx repŕesente la probabilité d’affect́ex àT` alors qu’il est dansTk.

3.3 Côuts inconnus
L’estimation des côuts n’est pas du ressort de la Statistique et, s’ils ne sont pas connus, on suppose simplement qu’ils sont tous

égaux. La minimisation du risque ou règle de Bayes revient alorsà affecter toutx à la classe la plus probable c’est-à-direà celle qui
maximise la probabilit́e conditionnellea posteriori: P [T` | x]. Par le th́eor̀eme de Bayes, on a :

P [T` | x] =
P [T` etx]

P [x]
=
P [T`].P [x | T`]

P [x]

avec le principe des probabilités totales :P [x] =
∑m

`=1 P [T`].P [x | T`].

CommeP [x] ne d́epend pas dè, la règle consisteràa choisirT` maximisant

P [T`].P [x | T`] = π`.P [x | T`];

P [x | T`] est la probabilit́e d’observerx au sein de la classeT`. Pour une loi discr̀ete, il s’agit d’une probabilit́e du typeP [x =
xl

k | T`] et d’une densit́ef(x | T`) pour une loi continue. Dans tous les cas nous utiliserons la notationf`(x).

La règle de d́ecision s’́ecrit finalement sous la forme :

δ(x) = arg max
`=1,...,m

π`f`(x).

3.4 Détermination desa priori
Les probabilit́esa priori π` peuvent effectivement̂etre connuesa priori : proportions de divers groupes dans une population, de

diverses maladies. . . ; sinon elles sont estimées sur l’́echantillon d’apprentissage :

π̂` = w` =
n`

n
(si tous les individus ont le m̂eme poids)

à condition qu’il soit bien uńechantillon aĺeatoire susceptible de fournir des estimations correctes des fréquences. Dans le cas contraire
il resteà consid́erer tous lesπ` égaux.

3.5 Cas particuliers
• Dans le cas òu les probabilit́esa priori sontégales, c’est par exemple le cas du choix de probabilités non informatives, la règle

de d́ecision baýesienne revient alors̀a maximiserf`(x) qui est la vraisemblance, au sein deT`, de l’observationx. La règle
consiste alors̀a choisir la classe pour laquelle cette vraisemblance est maximum.

1La mesure de Lebesgues pour des variables réelles, celle de comptage pour des variables qualitatives
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• Dans le cas òum = 2, on affectex àT1 si :
f1(x)

f2(x)
>
π2

π1

faisant ainsi apparaı̂tre un rapport de vraisemblance. D’autre part, l’introduction de coûts de mauvais classement différents
selon les classes amèneà modifier la valeur limiteπ2/π1.

Finalement, il restèa estimer les densités conditionnellesf`(x). Les différentes ḿethodes d’estimation considéŕees conduisent
aux ḿethodes classiques de discrimination bayésienne objets des sections suivantes.

4 Règle baýesienne avec mod̀ele normal
On suppose dans cette section que, conditionnellementàT`, x = (x1, . . . , xp) est l’observation d’un vecteur aléatoire gaussien

N (µ`,Σ`) ; µ` est un vecteur de IRp et Σ` une matrice(p × p) symétrique et d́efinie-positive. La densité de la loi, au sein de la
classeT`, s’écrit donc :

f`(x) =
1

√
2π(det(Σ`))1/2

exp

[
−

1

2
(x− µ`)

′Σ−1
` (x− µ`)

]
.

L’affectation dex à une classe se fait en maximisantπ`.f`(x) par rapport̀a l soit encore la quantité :

ln(π`)−
1

2
ln(det(Σ`))−

1

2
(x− µ`)

′Σ−1
` (x− µ`).

4.1 Hétérosćedasticit́e
Dans le cas ǵeńeral, il n’y a pas d’hypoth̀ese suppĺementaire sur la loi dex et donc les matricesΣ` sont fonction dè . Le critère

d’affectation est alorsquadratiqueenx. Les probabilit́esπ` sont suppośees connues mais il est nécessaire d’estimer les moyennes
µ` ainsi que les covariancesΣ` en maximisant, compte tenu de l’hypothèse de normalité, la vraisemblance. Ceci conduità estimer la
moyenne

µ̂` = g`

par la moyenne empirique dex dans la classel pour l’échantillon d’apprentissage etΣ` par la matrice de covariance empiriqueS∗Rl :

S∗Rl =
1

n` − 1

∑
i∈Ω`

(xi − g`)(xi − g`)
′

pour ce m̂emeéchantillon.

4.2 Homosćedasticit́e
On suppose dans ce cas que les lois de chaque classe partagent la même structure de covarianceΣ` = Σ. Supprimant les termes

indépendants del, le critèreà maximiser devient

ln(π`)−
1

2
µ′`Σ

−1
` µ` + µ′`Σ

−1
` x

qui est cette foislinéaire enx. Les moyennesµ` sont estiḿees comme préćedemment tandis queΣ est estiḿee par la matrice de
covariance intra empirique :

S∗R =
1

n−m

m∑
`=1

∑
i∈Ω`

(xi − g`)(xi − g`)
′.

Si, de plus, les probabilitésπ` sontégales, apr̀es estimation le critère s’́ecrit :

x`
′S∗−1

R x−
1

2
x`
′S∗−1

R x`.

On retrouve alors le critère de la section 2 issu de l’AFD.

4.3 Commentaire
Les hypoth̀eses : normalit́e, éventuellement l’homoscédasticit́e, doivent̂etre v́erifiées par la connaissancea priori du ph́enom̀ene

ou par unéetude pŕealable de l’́echantillon d’apprentissage. L’hypothèse d’homosćedasticit́e, lorqu’elle est v́erifiée, permet de réduire
très sensiblement le nombre de paramètresà estimer et d’aboutir̀a des estimateurs plus fiables car de variance moinsélev́ee. Dans le
cas contraire, l’́echantillon d’apprentissage doitêtre de taille importante.

5 Règle baýesienne avec estimation non paraḿetrique

5.1 Introduction
En Statistique, on parle d’estimation non paramétrique ou fonctionnelle lorsque le nombre de paramètresà estimer est infini.

L’objet statistiquèa estimer est alors une fonction par exemple de régressiony = f(x) ou encore une densité de probabilit́e. Dans ce
cas, au lieu de supposer qu’on a affaireà une densit́e de type connu (normale) dont on estime les paramètres, on cherche une estimation
f̂ de la fonction de densitéf . Pour toutx de IR,f(x) est donc estiḿee parf̂(x).
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Cette approche très souple a l’avantage de ne pas nécessiter d’hypoth̀ese particulìere sur la loi (seulement la régularit́e def pour
de bonnes propriét́es de convergence), en revanche elle n’est applicable qu’avec deséchantillons de grande taille d’autant plus que le
nombre de dimensionsp est grand (curse of dimensionality).

Dans le cadre de l’analyse discriminante, ces méthodes permettent d’estimer directement les densitésf`(x). On consid̀ere ici
deux approches : la ḿethode du noyau et celle desk plus proches voisins.

5.2 Méthode du noyau
Estimation de densité

Soit y1, . . . , yn n observationśequipond́eŕees d’une v.a.r. continueY de densit́e f inconnue. SoitK(y) (le noyau) une densit́e
de probabilit́e unidimensionnelle (sans rapport avecf ) eth un ŕeel strictement positif. On appelle estimation def par la ḿethode du
noyau la fonction

f̂(y) =
1

nh

n∑
i=1

K

(
y − yi

h

)
.

Il est immédiat de v́erifier que

∀y ∈ IR, f̂(y) ≥ 0 et
∫ +∞

−∞
f̂(y)dy = 1;

h est appeĺe largeur de fen̂etreou param̀etre delissage; plush est grand, plus l’estimation̂f def est ŕegulìere. Le noyauK est choisi
centŕe en 0, unimodal et syḿetrique. Les cas les plus usuels sont la densité gaussienne, celle uniforme sur[−1, 1] ou triangulaire :
K(x) = [1 − |x|]1[−1,1](x). La forme du noyau n’est pas très d́eterminante sur la qualité de l”estimation contrairementà la valeur
deh.

Applicationà l’analyse discriminante

La méthode du noyau est utilisée pour calculer une estimation non paramétrique de chaque densité f`(x) qui sont alors des
fonctions d́efinies dans IRp. Le noyauK∗ dont donĉetre choisi multidimensionnel et

f̂`(x) =
1

n`hp

∑
i∈Ω`

K∗
(

x− xi

h

)
.

Un noyau multidimensionnel peutêtre d́efini à partir de la densité usuelle de lois : multinormaleNp(0,Σp) ou uniforme sur la sph̀ere
unité ou encore par produit de noyaux unidimensionnels :

K∗(x) =

p∏
j=1

K(xj).

5.3 k plus proches voisins
Cette ḿethode d’affectation d’un vecteurx consistèa enchâıner lesétapes d́ecrites dans l’algorithme ci-dessous.

ALGORITHME 6.1 : k-nn

• Choix d’un entierk : 1 ≥ k ≥ n.
• Calculer les distancesdM(x,xi) , i = 1, . . . , n où M est la ḿetrique de Mahalanobis c’est-à-dire la matrice inverse de

la matrice de variance (ou de variance intra).
• Retenir lesk observationsx(1), . . . ,x(k) pour lesquelles ces distances sont les plus petites.
• Compter les nombres de foisk1, . . . , km que cesk observations apparaissent dans chacune des classes.
• Estimer les densités par

f̂`(x) =
k`

kVk(x)
;

où Vk(x) est le volume de l’ellipsoı̈de{z|(z− x)′M(z− x) = dM(x,x(k))}.

Pourk = 1, x est affect́e à la classe du plus procheélément.

Comme toute technique, celles présent́ees ci-dessus nécessitent le ŕeglage d’un param̀etre (largeur de fen̂etre, nombre de voisins
consid́eŕes). Ce choix s’apparentèa un choix de mod̀ele et ńecessite le m̂eme type d’approchèa savoir l’optiomisation d’un crit̀ere
(erreur de classement, validation croisée (cf. chapitre5).

6 Exemple
Une premìereétape de traitement des données bancaires permet tout d’abord de sélectionner paŕelimination un sous-ensemble

des variables̀a l’aide de la proćedurestepdisc . La variable qualitativesexe est consid́eŕee comme une variable quantitative (0, 1).
Ceci pourrait, abusif mais fréquent en pratique, se géńeraliserà d’autres variables qualitatives codées nuḿeriquement. Les variables
discriminantes n’ont plus guère de sens mais, si la discrimination fonctionne. . .



6. Exemple 51

proc stepdisc data=sasuser.vispremt;
class carvp;
var sexer ager relat opgnbl--dnbjdl;
run;

Les variables ainsi sélectionńees sont utiliśees dans deux algorithmes de discrimination. Le premier, non-paramétrique, utilise les
k plus proches voisins tandis que le deuxième fait implicitement l’hypoth̀ese de normalité des distributions. dans les deux cas, une
pseudo proćedure de validation croisée permet d’estimer les taux de mauvais classement. Il ne s’agit en effet pas d’une procédure de
validation croiśee explicite car les matrices de variances sont calculées une fois pour toute et donc dépendent des individus̀a pŕevoir.

proc discrim data= sasuser.vispremt
method=npar k=11 crossvalidate;
class CARVP;
var MOYRVL SEXER BOPPNL GAGECL OPGNBL QCREDL

FACANL XLGMTL RELAT HAVEFL GAGEML ENDETL LGAGTL
VIEMTL TAVEPL ITAVCL AGER;

run;
Error Count Estimates for CARVP:

Cnon Coui Total
Rate 0.2191 0.2801 0.2496
Priors 0.5000 0.5000

proc discrim data= sasuser.vispremt
method=NORMAL crossvalidate;
class CARVP;
var MOYRVL SEXER BOPPNL GAGECL OPGNBL QCREDL

FACANL XLGMTL RELAT HAVEFL GAGEML ENDETL LGAGTL
VIEMTL TAVEPL ITAVCL AGER;

run;
Error Count Estimates for CARVP:

Cnon Coui Total
Rate 0.1784 0.2689 0.2236
Priors 0.5000 0.5000

La valeur dek pourraitêtre sans doute aḿeliorée mais il semble que dans ce cas, l’approche paramétrique fasse un peu mieux. La
comparaison entre régression logistique et analyse discriminante demande un peu d’attention et surtout la constitution préalable d’un
échantillon test.
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Chapitre 7

Arbres binaires

1 Introduction
Ce chapitre s’int́eresse aux ḿethodes ayant pour objectif la construction d’arbres binaires, ou dendogrammes, modélisant une dis-

crimination ou une ŕegression. Complémentaires des ḿethodes statistiques plus classiques : analyse discriminante, régression lińeaire,
les solutions obtenues sont présent́ees sous une forme graphique simpleà interpŕeter, m̂eme pour des ńeophytes, et constituent une aide
efficace pour l’aidèa la d́ecision. Elles sont basées sur un d́ecoupage, par des hyperplans, de l’espace engendré par les variables ex-
plicatives. Nomḿees initialement partitionnement récursif ou segmentation, les développements importants de Breiman et col. (1984)
les ont fait connâıtre sous l’acronyme de CART : Classification and Regression Tree ou encore de C4.5 (Quinlan, 1993) dans la com-
munaut́e informatique. L’acronyme correspondà deux situations bien distinctes selon que la variableà expliquer, mod́eliser ou pŕevoir
est qualitative (discrimination ou en anglaisclassification) ou quantitative (ŕegression).

Ces ḿethodes ne sont efficaces que pour des tailles d’échantillons importantes et elles sont très calculatoires. Les deux raisons :
mod̀ele graphique de d́ecision simplèa interpŕeter, puissance de calcul nécessaire, suffisentà expliquer leur popularité ŕecente. De
plus, elles requièrent plut̂ot moins d’hypoth̀eses que des ḿethodes statistiques classiques et semblent particulièrement adaptées au cas
où les variables explicatives sont nombreuses. En effet, la procédure de śelection des variables est intégŕeeà l’algorithme construisant
l’arbre, d’autre part, les interactions sont prises en compte. Néanmoins, cet algorithme suivant une stratégie pas̀a pas híerarchiśee, il
peut, comme dans le cas du choix de modèle en ŕegression, passerà cot́e d’un optimum global. Ceci souligne encore l’importance de
confronter plusieurs approches sur les mêmes donńees.

2 Construction d’un arbre binaire

2.1 Principe
Les donńees sont constitúees de l’observation dep variables quantitatives ou qualitatives explicativesXj et d’une variablèa

expliquerY qualitativeàm modalit́es{T`; ` = 1 . . . ,m} ou quantitative ŕeelle, observ́ees sur uńechantillon den individus.

La construction d’un arbre de discrimination binaire (cf. figure2.1) consistèa d́eterminer une śequence denœuds.
• Un nœud est d́efini par le choix conjoint d’une variable parmi les explicatives et d’unedivision qui induit une partition en

deux classes. Implicitement,à chaque nœud correspond donc un sous-ensemble de l’échantillon auquel est appliquée une
dichotomie.

• Une division est elle-m̂eme d́efinie par une valeur seuil de la variable quantitative sélectionńee ou un partage en deux groupes
des modalit́es si la variable est qualitative.

• À la racine ou nœud initial correspond l’ensemble de l’échantillon ; la proćedure est ensuite itéŕee sur chacun des sous-
ensembles.

L’algorithme consid́eŕe ńecessite :

i. la définition d’un crit̀ere permettant de sélectionner la “meilleure” division parmi toutes cellesadmissiblespour les diff́erentes
variables ;

ii. une r̀egle permettant de décider qu’un nœud est terminal : il devient ainsi unefeuille;

iii. l’affectation de chaque feuillèa l’une des classes ouà une valeur de la variablèa expliquer.

Le point (ii) est le plus d́elicat. Il correspond encorèa la recherche d’un modèle parcimonieux. Un arbre trop détaillé, assocíe à une
surparaḿetrisation, est instable et donc probablement plus défaillant pour la pŕevision d’autres observations. La contribution majeure
de Breiman et col. (1984) est justement une stratégie de recherche d’arbre optimal. Elle consisteà

i. construire l’arbre maximalAmax,

ii. ordonner les sous-arbres selon une séquence emboı̂tée suivant la d́ecroissance d’un critère ṕenaliśe de d́eviance ou de taux de
mal-clasśes,

iii. puisà śelectionner le sous-arbre optimal ; c’est la procédure d’́elagage.

Tous ces points sont détaillés ci-dessous.

53



54 Chapitre 7. Arbres binaires

�
 �	
@

@
@

@
@

@

�
�

�
�

�
��
 �	
@

@
@

@@

�
�

�
��

�
 �	
@

@
@

@@

�
�

�
��

Tj T` Tj

�
 �	

Revenu < 10000 Revenu > 10000

Sexe=H Sexe=F Age < 50 Age > 50

FIG. 7.1 – Exempléelémentaire d’arbre de classification.

2.2 Critère de division
Une division est diteadmissiblesi aucun des deux nœuds descendants qui en découlent n’est vide. Si la variable explicative est

qualitative ordinale avecm modalit́es, elle fournit(m − 1) divisions binaires admissibles. Si elle est seulement nominale le nombre
de divisions passèa2(m−1) − 1. Une variable quantitative se ramène au cas ordinal.

Le critère de division repose sur la définition d’une fonction d’hét́eroǵeńeité ou de d́esordre explicit́ee dans la section suivante.
L’objectif étant de partager les individus en deux groupes les plus homogènes au sens de la variableà expliquer. L’h́et́eroǵeńeité d’un
nœud se mesure par une fonction non négative qui doit̂etre

i. nulle si, et seulement si, le nœud est homogène : tous les individus appartiennentà la m̂eme modalit́e ou prennent la m̂eme
valeur deY .

ii. Maximale lorsque les valeurs deY sontéquiprobables ou très disperśees.

La division du nœudk crée deux fils, gauche et droit. Pour simplifier, ils sont notés(k+ 1) et (k+ 2) mais une re-nuḿerotation
est ńecessaire pour respecter la séquence de sous-arbres qui sera décrite dans la section suivante.

Parmi toutes les divisions admissibles du nœudk, l’algorithme retient celle qui rend la sommeD(k+1) +D(k+2) des d́esordres
des nœuds fils minimales. Ceci revient encoreà ŕesoudrèa chaquéetapek de construction de l’arbre :

max
{divisions deXj ;j=1,p}

Dk − (D(k+1) +D(k+2))

Graphiquement, la longueur de chaque branche peutêtre repŕesent́ee proportionnellementà la ŕeduction de l’h́et́eroǵeńeité occasionńee
par la division.

2.3 Règle d’arrêt
La croissance de l’arbre s’arrête à un nœud donńe, qui devient donc terminal oufeuille, lorsqu’il est homog̀ene c’est-̀a-dire

lorsqu’il n’existe plus de partition admissible ou, pouréviter un d́ecoupage inutilement fin, si le nombre d’observations qu’il contient
est inf́erieurà une valeur seuil̀a choisir en ǵeńeral entre 1 et 5.

2.4 Affectation
Dans le casY quantitative,̀a chaque feuille est associée une valeur : la moyenne des observations associéesà cette feuille. Dans

le cas qualitatif, chaque feuille ou nœud terminal est affecté à une classeT` deY en consid́erant le mode conditionnel :
• celle la mieux repŕesent́ee dans le nœud et il est ensuite facile de compter le nombre d’objets mal classés ;
• la classea posteriorila plus probable au sens bayesien si des probabilitésa priori sont connues ;
• la classe la moins coûteuse si des coûts de mauvais classement sont donnés.

3 Crit ères d’homoǵenéité
Deux cas sont̀a consid́erer.

3.1 Y quantitative
On consid̀ere le cas plus ǵeńeral d’une division enJ classes. Soitn individus et une partition enJ classes de taillesnj ; j =

1, . . . , J avecn =
∑J

j=1 nj . On nuḿerotei = 1, . . . , nj les individus de lajème classe. Soitµij (resp.yij ) la valeur “th́eorique”
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(resp. l’observation) deY sur l’individu (i, j) : le ième de lajème classe. L’h́et́eroǵeńeité de la classej est d́efinie par :

Dj =

nj∑
i=1

(µij − µ.j)
2 avec µ.j =

nj∑
i=1

µij .

L’hét́eroǵeńeité de la partition est d́efinie par :

D =

J∑
j=1

Dj =

J∑
j=1

nj∑
i=1

(µij − µ.j)
2;

c’est l’inertie intra (homog̀eneà la variance intraclasse) qui vautD = 0 si et seulement siµij = µ.j pour touti et toutj.

La différence d’h́et́eroǵeńeité entre l’ensemble non partagé et l’ensemble partagé selon la partitionJ est

∆ =
J∑

j=1

nj∑
i=1

(µij − µ..)
2 −

J∑
j=1

nj∑
i=1

(µij − µ.j)
2 où µ.. =

1

n

J∑
j=1

nj∑
i=1

µij .

=
J∑

j=1

nj(µ.. − µ.j)
2;

c’est encore homog̀eneà la variance inter classe ou “désordre” des barycentres qui vaut∆ = n1n2((µ.1 − µ.2)2 pourJ = 2 dans
le cas qui nous intéresse.

L’objectif, à chaquéetape, est de maximiser∆ c’est-̀a-dire de trouver la variable induisant une partition en 2 classes associéeà
une inertie (variance) intraclasse minimale ou encore qui rend l’inertie (la variance) interclasse la plus grande.

Les quantit́es sont estiḿees :

Dj par D̂j =

nj∑
i=1

(yij − y.j)
2 (7.1)

D par D̂ =

J∑
j=1

D̂j =

J∑
j=1

nj∑
i=1

(yij − y.j)
2. (7.2)

Sous hypoth̀ese gaussienne :
Yij = µ.j + uij avec + uij ∼ N (0, σ2),

la log-vraisemblance

logL = Cste−
n

2
log(σ2)−

1

2σ2

J∑
j=1

nj∑
i=1

(yij − µ.j)
2

est rendue maximale pour

Lµ = sup
µ

logL = Cste−
n

2
log(σ2)−

1

2σ2

J∑
j=1

nj∑
i=1

(yij − y.j)
2.

Pour le mod̀ele satuŕe (une classe par individu) :yij = µij + uij , cet optimum devient :

Ls = sup
µ

logL = Cste−
n

2
log(σ2).

La déviance (par rapport au modèle satuŕe) s’exprime alors comme :

Dµ = 2σ2(Ls − Lµ) = D̂.

Le raffinement de l’arbre est donc associé à une d́ecroissance, la plus rapide possible, de la déviance. C’est l’optique retenue dans
le logiciel Splus. On peut encore dire que la division retenue est celle qui rend le test de Fisher (analyse de variance), comparant les
moyennes entre les deux classes, le plus significatif possible.

3.2 Y qualitative
Dans ce cas, la fonction d’hét́eroǵeńeité, ou de d́esordre d’un nœud, est définie à partir de la notion d’entropie, du critère de

concentration de Gini ou encore d’une statistique de test duχ2. En pratique, il s’av̀ere que le choix du critère importe moins que celui
du niveau d’́elagage. Le premier critère (entropie) est souvent préféŕe (Splus) car il s’interpr̀ete encore comme un terme de déviance
mais d’un mod̀ele multinomial cette fois.

On consid̀ere une variablèa expliquer qualitative,Y àm modalit́es ou cat́egoriesT numérot́ees` = 1, . . . ,m. L’arbre induit
une partition pour laquellen+k désigne l’effectif de lakème classe oukème nœud. Soit

p`k = P [T` | k] avec
m∑

`=1

p`k = 1

la probabilit́e qu’unélément dukème nœud appartienneà la`ème classe.
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Le désordredukème nœud, d́efini à partir de l’entropie, s’écrit avec la convention0 log(0) = 0. :

Dk = −2

m∑
`=1

n+kp`k log(p`k)

tandis que l’h́et́eroǵeńeité ou d́esordre de la partition est encore :

D =

K∑
k=1

Dk = −2

K∑
k=1

m∑
`=1

n+kp`k log(p`k).

Cette quantit́e est positive ou nulle, elle est nulle si et seulement si les probabilitésp`k ne prennent que des valeurs 0 sauf uneégaleà
1 correspondant̀a l’absence de ḿelange.

Désignons parn`k l’effectif observ́e de la`ème classe dans lekème nœud. Un nœudk de l’arbre repŕesente un sous-ensemble
de l’échantillon d’effectifn+k =

∑m
`=1 n`k.

Les quantit́es sont estiḿees :

Dk parD̂k = −2

m∑
`=1

n+k
n`k

n+k
log

n`k

n+k
(7.3)

D par D̂ =
K∑

k=1

D̂k = −2
K∑

k=1

m∑
`=1

n`k log
n`k

n+k
. (7.4)

Consid́erons, pour chaque classe ou nœudk, un mod̀ele multinomialàm cat́egories de param̀etre :

pk = (p1k, . . . , pmk), avec
m∑

`=1

p`k = 1.

Pour ce mod̀ele, lalogvraisemblance :

logL = Cste+

K∑
k=1

m∑
`=1

n`k log(p`k)

est rendue maximale pour

Lµ = sup
p`k

logL = Cste+

K∑
k=1

m∑
`=1

n`k log
n`k

n+k
.

Pour le mod̀ele satuŕe (une cat́egorie par objet), cet optimum prend la valeur de la constante et la déviance (par rapport au modèle
satuŕe) s’exprime comme :

D = −2
K∑

k=1

m∑
`=1

n`k log
n`k

n+k
= D̂.

Comme pour l’analyse discriminante décisionnelle, les probabilités conditionnelles sont définies par la r̀egle de Bayes lorsque
les probabilit́esa priori π` d’appartenancèa la `ème classe sont connues. Dans le cas contraire, les probabilités de chaque classe
sont estiḿees sur l’́echantillon et donc les probabilités conditionnelles s’estiment simplement par des rapports d’effectifs :p`k est
estiḿee parn`k/n+k. Enfin, il est toujours possible d’introduire, lorsqu’ils sont connus, des coûts de mauvais classement et donc de
se ramener̀a la minimisation d’un risque bayésien.

4 Élagage
Dans des situations complexes, la démarche proposée conduit̀a des arbres extrêmement raffińes et donc̀a des mod̀eles de pŕevision

très instables car fortement dépendants deśechantillons qui ont permis leur estimation. On se trouve donc dans une situation de sur-
ajustement̀a éviter au profit de mod̀eles plus parcimonieux donc plus robuste au moment de la prévision. Cet objectif est obtenu par
une proćedure d’́elagage(pruning) de l’arbre.

Le principe de la d́emarche, introduite par Breiman et col. (1984), consisteà construire une suite emboı̂tée de sous-arbres de
l’arbre maximum paŕelagage successif puisà choisir, parmi cette suite, l’arbre optimal au sens d’un critère. La solution ainsi obtenue
par un algorithme pas̀a pas n’est pas nécessairement globalement optimale mais l’efficacité et la fiabilit́e sont pŕeféŕeesà l’optimalité.

4.1 Construction de la śequence d’arbres
Pour un arbreA donńe, on noteK le nombre de feuilles ou nœuds terminaux deA ; la valeur deK exprime la complexit́e deA.

La mesure de qualité de discrimination d’un arbreA s’exprime par un crit̀ere

D(A) =

K∑
k=1

Dk(A)

oùDk(A) est le nombre de mal classés ou la d́eviance ou le côut de mauvais classement de lakème feuille de l’arbreA.

La construction de la séquence d’arbres emboı̂tés repose sur une pénalisation de la complexité de l’arbre :

C(A) = D(A) + γK.
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FIG. 7.2 –Carte Visa : choix du nombre de feuilles paréchantillon de validation (SEM, 2001).

FIG. 7.3 –Carte Visa : arbre de d́ecisionélagúe suivant l’́echantillon de validation(SEM, 2001).
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FIG. 7.4 –Carte Visa : arbre de d́ecision (Splus, 1993)́elagúe par validation croiśee.
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Pourγ = 0,Amax = AK minimiseC(A). En faisant crôıtreγ, l’une des divisions deAK , celle pour laquelle l’aḿelioration de
D est la plus faible (inf́erieureàγ), apparâıt comme superflue et les deux feuilles obtenues sont regroupées (́elagúees) dans le nœud
père qui devient terminal ;AK devientAK−1.

Le proćed́e est it́eŕe pour la construction de la séquence emboı̂tée :

Amax = AK ⊃ AK−1 ⊃ · · ·A1

oùA1, le nœud racine, regroupe l’ensemble de l’échantillon.

Un graphe repŕesente la d́ecroissance oúeboulis de la d́eviance (ou du taux de mal classés) en fonction du nombre croissant de
feuilles dans l’arbre ou, c’estéquivalent, en fonction de la valeur décroissante du coefficient de pénalisationγ.

4.2 Recherche de l’arbre optimal
Les proćedures d’́elagage diff̀erent par la façon d’estimer l’erreur de prédiction. Le graphe préćedemment obtenu peut se lire

comme uńeboulis de valeur propre. Quand l’amélioration du crit̀ere est juǵe trop petite ou ńegligeable, ońelague l’arbre au nombre
de feuilles obtenues. L’évaluation de la d́eviance ou du taux de mauvais classement estimée par resubstitution sur l’échantillon d’ap-
prentissage est biaisée (trop optimiste). Une estimation sans biais est obtenue par l’utilisation d’un autreéchantillon (validation) ou
encore par validation croisée. La proćedure de validation croisée pŕesente dans ce cas une particularité car la śequence d’arbres ob-
tenue est diff́erente pour chaque estimation sur l’un des sous-échantillons. L’erreur moyenne n’est pas, dans ce cas, calculée pour
chaque sous-arbre avec un nombre de feuilles donné mais pour chaque sous-arbre correspondantà une valeur fix́ee du coefficient
de ṕenalisation.À la valeur deγ minimisant l’estimation de l’erreur de prévision, correspond ensuite l’arbre jugé optimal dans la
séquence estiḿee sur tout l’́echantillon d’apprentissage.

Le principe de śelection d’un arbre optimal est donc décrit dans l’algorithme ci-dessous.

ALGORITHME 7.1 : Sélection d’arbre

• Construction de l’arbre maximalAmax.
• Construction de la śequenceAK . . . A1 d’arbres embôıtés.
• Estimation sans biais (échantillon de validation ou validation croisée) des d́eviancesD(AK), . . . , D(A1).
• Repŕesentation deD(Ak) en fonction dek ou deγ.
• Choix dek rendantD(Ak) minimum.
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Chapitre 8

Méthodes connexionistes

1 Historique
Nous nous int́eressons icìa une branche de l’Informatique fondamentale qui, sous l’appellation d’Intelligence Artificielle, a pour

objectif de simuler des comportements du cerveau humain. Les premières tentatives de modélisation du cerveau sont anciennes et
préc̀edent m̂eme l’̀ere informatique. C’est en 1943 que Mc Culloch (neurophysiologiste) et Pitts (logicien) ont proposé les premìeres
notions deneurone formel. Ce concept fut ensuite mis en réseau avec une couche d’entrée et une sortie par Rosenblatt en 1959 pour
simuler le fonctionnement rétinien et tacher de reconnaı̂tre des formes. C’est l’origine duperceptron. Cette approche diteconnexioniste
a atteint ses limites technologiques, compte tenu de la puissance de calcul de l’époque, mais aussi théoriques au d́ebut des anńees 70.

L’approche connexionistèa connaissance répartiea alorsét́e supplant́ee par l’approchesymboliqueou śequentielle qui promou-
vait lessyst̀emes experts̀a connaissance localisée. L’objectif était alors d’automatiser le principe de l’expertise humaine en associant
trois concepts :
• unebase de connaissancedans laquelléetaient regrouṕees “toutes” les connaissances d’experts humains sous forme de propo-

sitions logiqueśelémentaires ou pluśelaboŕees en utilisant des quantificateurs (logique du premier ordre).
• unebase de faitscontenant les observations du casà traiter comme, par exemple, des résultats d’examens, d’analyses de sang,

de salive pour des applications biomédicales de choix d’un antibiotique,
• un moteur d’inf́erencecharǵe d’appliquer les r̀egles expertes sur la base de faits afin d’en déduire de nouveaux faits jusqu’à la

réalisation d’un objectif comme l’élaboration du traitement d’un infection bactérienne.
Face aux difficult́es rencontŕees lors de la mod́elisation des connaissances d’un expert humain, au volume considérable des bases de
connaissance qui en découlait et au caractère exponentiel de la complexité des algorithmes d’inférence mis en jeu, cette approche s’est
éteinte avec les années 80. En effet, pour les systèmes les plus compliquésà base de calcul des prédicats du premier ordre, on a pu
montrer qu’ils conduisaient̀a des probl̀emesNP complets et donc dont la solution pouvaitêtre atteinte mais pas nécessairement en
un temps fini !

L’essor technologique et surtout quelques avancées th́eoriques :
• algorithme d’estimation par rétropropagation de l’erreur par Hopkins en 1982,
• analogie de la phase d’apprentissage avec les modèles markoviens de systèmes de particules de la mécanique statistique (verres

de spin) par Hopfield en 1982,
au d́ebut des anńees 80 ont permis de relancer l’approche connexioniste. Celle-ci a connu au début des anńees 90 un d́eveloppement
consid́erable si l’on consid̀ere le nombre de publications et de congrès qui lui ont́et́e consacŕes mais aussi les domaines d’applications
très divers òu elle apparâıt. Sur de nombreux objectifs, justement ceux propres au data mining, les réseaux neuronaux ne rentrent pas
nécessairement en concurrence avec des méthodes statistiques bientôt centenaires mais apportent un point de vue complémentaire
qu’il est important de consid́erer (Thiria et col. 1997).

2 Réseaux de neurones
Un réseau neuronalest l’association, en un graphe plus ou moins complexe, d’objetsélémentaires, lesneurones formels. Les

principaux ŕeseaux se distinguent par l’organisation du graphe (en couches, complets. . . ), c’est-à-dire leur architecture, son niveau de
complexit́e (le nombre de neurones) et par le type des neurones (leurs fonctions de transition).

2.1 Neurone formel
De façon tr̀es ŕeductrice, un neurone biologique est une cellule qui se caractérise par
• des synapses, les points de connexion avec les autres neurones, fibres nerveuses ou musculaires ;
• des dentrites, les “entrées” du neurones ;
• l’axone, la “sortie” du neurone vers d’autres neurones ou fibres musculaires ;
• le noyau qui active la sortie en fonction des stimuli en entrée.
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FIG. 8.1 – Repŕesentation d’un neurone formel.

Par analogie, le neurone formel est un modèle qui se caractérise par uńetat internes ∈ S, des signaux d’entréex1, . . . , xp et une
fonction de transition d’́etat

s = h(x1, . . . , xp) = f

β0 +

p∑
j=1

βjxj

 .

La fonction de transition op̀ere une transformation d’une combinaison affine des signaux d’entrée,β0 étant appeĺe le biais du neurone.
Cette combinaison affine est détermińee par unvecteur de poids[β0, . . . , βp] assocíe à chaque neurone et dont les valeurs sont
estiḿees dans la phase d’apprentissage. Ils constituent “la mémoire” ou “connaissance répartie” du ŕeseau.

Les différents types de neurones se distinguent par la naturef de leur fonction de transition. Les principaux types sont :
• linéairef est la fonction identit́e,
• sigmöıdef(x) = 1/(1 + ex),
• seuilf(x) = 1[0,+∞[(x),

• stochastiquesf(x) = 1 avec la probabilit́e1/(1+e−x/H), 0 sinon (H intervient comme une température dans un algorithme
de recuit simuĺe),

• . . .
Les mod̀eles lińeaires et sigmöıdaux sont bien adaptés aux algorithmes d’apprentissage comme celui de rétropropagation du gra-

dient car leur fonction de transition est différentiable. Ce sont les plus utilisés. Le mod̀ele à seuil est sans doute plus conformeà la
“r éalit́e” biologique mais pose des problèmes d’apprentissage. Enfin le modèle stochastique est utilisé pour des problèmes d’optimi-
sation globale de fonctions perturbées ou encore pour les analogies avec les systèmes de particules. On ne le rencontre pas endata
mining.

3 Perceptron multicouche

3.1 Architecture
Le perceptron multicouche (PMC) est un réseau composé de couches successives. Unecoucheest un ensemble de neurones

n’ayant pas de connexion entre eux. Une couche d’entrée lit les signaux entrant, un neurone par entréexj , une couche en sortie
fournit la ŕeponse du système. Selon les auteurs, la couche d’entrée qui n’introduit aucune modification n’est pas comptablisée. Une
ou plusieurs couches cachées participent au transfert. Un neurone d’une couche cachée est connecté en entŕeeà chacun des neurones
de la couche préćedente et en sortièa chaque neurone de la couche suivante.

Un perceptron multicouche réalise donc une transformation

y = φ(x1, . . . , xp;β)

oùβ est le vecteur contenant chacun des paramètresβjk` de lajème entŕee dukème neurone de là̀eme couche ; la couche d’entrée
(` = 0) n’est pas paraḿetŕee, elle ne fait que distribuer les entrées sur tous les neurones de la couche suivante.

Par souci de coh́erence, nous avons tâch́e de conserver les m̂emes notations̀a travers les diff́erents chapitres. Ainsi, lesentŕees
d’un réseau sont encore notéesx1, . . . , xp comme les variables explicatives d’un modèle tandis que lespoidsdes entŕees sont des
param̀etresβ à estimer lors de la procédure d’apprentissageet que lasortieest la variablèa expliquer ou cible du modèle.

3.2 Apprentissage
Supposons que l’on dispose d’une base d’apprentissage de taillen d’observations(x1

i , . . . , x
p
i ; yi) des variables explicatives

X1, . . . , Xp et de la variablèa pŕevoir Y . L’apprentissage est l’estimation̂β des param̀etres du mod̀ele solutions du problème des
moindres carŕes1 :

β̂ = argmin
b
Q(b) avec Q(b) =

1

n

n∑
i=1

[yi − φ(x1
i , . . . , x

p
i ; (b))]2.

1Équivalentà une maximisation de la vraisemblance dans le cas gaussien.
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FIG. 8.2 – Exemple de perceptron multicoucheélémentaire avec une couche cachée et une couche de sortie.

L’algorithme d’optimisation le plus utiliśe est celui de ŕetropropagation du gradient basé sur l’idée suivante : en tout pointb, le vecteur
gradient deQ pointe dans la direction de l’erreur croissante. Pour faire décrôıtreQ il suffit donc de se d́eplacer en sens contraire. Il
s’agit d’un algorithme it́eratif modifiant les poids de chaque neurone selon :

bjk`(i) = bjk`(i− 1) + ∆bjk`(i)

où la correction∆bjk`(i) est proportionnelle au gradient età l’erreur attribúeeà l’entŕee concerńeeεjk`(i) et incorpore un terme
d’“inertie” αbjk`(i− 1) permettant d’amortir les oscillations du système :

∆bjk`(i) = −τεjk`(i)
∂Q

∂bjk`
+ αbjk`(i− 1).

Le coefficient de proportionnalité τ est appeĺe le taux d’apprentissage. Il peut être fixeà d́eterminer par l’utilisateur ou encore
varier en cours d’ex́ecution selon certaines règles paraḿetŕees par l’utilisateur. Il paraı̂t en effet intuitivement raisonnable que, grand
au d́ebut pour aller plus vite, ce taux décroisse pour aboutir̀a un ŕeglage plus fin au fur et̀a mesure que le système s’approche d’une
solution. La formule derétropropagation de l’erreurfournit, à partir des erreurs observées sur les sorties, l’expression de l’erreur
attribúeeà chaque entrée de la couche de sortieà la couche d’entrée.

La littérature sur le sujet propose quantités de recettes destinéesà aḿeliorer la vitesse de convergence de l’algorithme ou bien
lui éviter de rester collé à une solution locale d́efavorable. Des propriét́es (dynamique markovienne ergodique et convergence vers la
mesure stationnaire) de cet algorithme impliquent une convergence presque sûre ; la probabilit́e d’atteindre une précision fix́eea priori
tend vers 1 lorsque la taille de l’échantillon d’apprentissage tend vers l’infini.

Une aḿelioration importante consistèa introduire une terme de pénalisation ou ŕegularisation comme enridge dans le crit̀ereà
optimiser. Celui-ci devient alors :

β̂ = argmin
b
Q(b) + δ‖b‖2.

Le param̀etreδ (decay) doit être fix́e par l’utilisateur ; plus il est important et moins les paramètres ou poids peuvent prendre des
valeurs “cahotiques” contribuant ainsià limiter les risques de surapprentissage.

ALGORITHME 8.1 : Rétropropagation du gradient

• Initialisation
– Les poidsbjk` par tirage aĺeatoire selon une loi uniforme sur[0, 1].
– Normaliser dans[0, 1] les donńees d’apprentissage.

• Tant que Q > errmax ou niter<itermax.
• Ranger la base d’apprentissage dans un nouvel ordre aléatoire.

– Pour chaquéelémenti = 1, . . . , n de la baseFaire
– Calculerε(i) = yi − φ(x1

i , . . . , x
p
i ; (b)(i− 1)) en propageant les entrées vers l’avant.

– L’erreur est “rétropropaǵee” dans les diff́erentes couches afin d’affecterà chaque entŕee une responsabilité dans l’erreur
globale.

– Miseà jour de chaque poidsbjk`(i) = bjk`(i− i) + ∆bjk`(i)
– Fin Pour

• Fin Tant que
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3.3 Utilisation
On pourra se reporterà l’abondante litt́erature sur le sujet (Haykin, 1994) pour obtenir des précisions sur les algorithme d’appren-

tissage et leurs nombreuses variantes. Il est important de rappeler la liste des choix qui sont laissésà l’utilisateur. En effet, m̂eme si les
logiciels proposent des valeurs par défaut, il est fŕequent que cet algorithme connaisse quelques soucis de convergence.

L’utilisateur doit donc d́eterminer

i. les variables d’entrée et la variable de sortie ; leur faire subir comme pour toutes méthodes statistiques, d’éventuelles transfor-
mations.

ii. L’architecture du ŕeseau : le nombre de couches cachées (en ǵeńeral une ou deux) qui correspondà une aptitudèa traiter des
probl̀emes de non-lińearit́e, le nombre de neurones par couche cachée. Ces deux choix conditionnent directement le nombre de
param̀etres (de poids)̀a estimer. Ils participent̀a la recherche d’un bon compromis biais/variance c’est-à-direà l’équilibre entre
qualit́e d’apprentissage et qualité de pŕevision.À la louche, on consid̀ere en pratique qu’il faut uńechantillon d’apprentissage
au moins dix fois plus grand que le nombre de paramètresà estimer.

iii. Trois autres param̀etres interviennent́egalement sur ce compromis : le nombre maximum d’itérations, l’erreur maximum
toléŕee et un terméeventuel de ŕegularisation (decay). En renforçant ces critères on aḿeliore la qualit́e de l’apprentissage ce
qui peut se faire au d́etriment de celle de la prévision.

iv. Le taux d’apprentissage ainsi qu’uneéventuelle stratégie d’́evolution de celui-ci.

En pratique, tous ces paramètres ne sont pas régĺes simultańement par l’utilisateur. Celui-ci est confronté à des choix concernant
principalement le contrôle du sur-apprentissage ; choix du paramètre : limiter le nombre de neurones ou la durée d’apprentissage ou
encore augmenter le coefficient de pénalisation de la norme des paramètres ; choix du mode d’estimation de l’erreur :échantillon test,
validation croiśee ou bootstrap. Ces choix sont souvent pris par défaut dans la plupart des logiciels commerciaux. Il est important d’en
connâıtre les implications.

Le nombre de couches reste restreint. On montre en effet que toute fonction que toute fonction continue d’un compact de IRP

dans IRq peut être approch́ee avec une précision arbitraire par un réseaùa une couche cachée en adaptant le nombre de neurones.
Leccontr̂ole de la complexit́e du mod̀ele ou plus ǵeńeralement d’un sur-apprentissage peut se faireà l’aide de plusieurs param̀etres :
le nombre de neurones, une pénalisation de la norne du vecteur des poids ou paramètres comme enridge (régularisation) ou encore
par la duŕee de l’apprentissage. Ces paramètres sont optimiśes en consid́erant unéchantillon de validation et le plus simple consiste
à arr̂et́e l’apprentissage lorsque l’erreur sur l’échantillon de validation commenceà se d́egrader tandis que celle sur l’échantillon
d’apprentissage ne peut que continuerà d́ecrôıtre.

Les champs d’application des PMC sont très nombreux : discrimination, prévision d’une śerie temporelle, reconnaissance de
forme. . . Ils sont en ǵeńeral bien explicit́es dans les documentations des logiciels spécialiśes.

Les critiques principaleśenonćeesà l’encontre du PMC concernent les difficultés líesà l’apprentissage (temps de calcul, taille de
l’ échantillon, localit́e de l’optimum obtenu) ainsi que son statut de boı̂te noir. En effet, contrairementà un mod̀ele de discrimination
ou un arbre, il esta priori impossible de connaı̂tre l’influence effective d’une entrée (une variable) sur le système d̀es qu’une couche
cach́ee intervient. Ńeanmoins, des techniques de recherche de sensibilité du syst̀emeà chacune des entrées permettent de préciser les
idées et,́eventuellement de simplifier le système en supprimant certaines des entrées.

En revanche, ils possèdent d’ind́eniables qualit́es lorsque l’absence de linéarit́e et/ou le nombre de variables explicatives rendent
les mod̀eles statistiques traditionnelles inutilisables. Leur flexibilité alliéeà une proćedure d’apprentissage intégrant la pond́eration (le
choix) des variables comme de leurs interactions peuvent les rendre très efficaces (Besse et col. 2001).



Chapitre 9

Agr égation de mod̀eles

1 Introduction
Ce chapitre d́ecrit des algorithmes plus récemment apparus dans la littérature. Ils sont basés sur des stratégies adaptatives (boos-

ting) ou aĺeatoires (bagging) permettant d’aḿeliorer l’ajustement par une combinaison ou agrégation d’un grand nombre de modèles
tout enévitant un sur-ajustement. Ces algorithmes se sont dévelopṕesà la frontìere entre apprentissage machine (machine learning)
et Statistique. De nombreux articles comparatifs montrent leur efficacité sur des exemples de données simuĺees et surtout pour des
probl̀emes ŕeels complexes (voir par exemple Ghattas 2000) tandis que leurs propriét́es th́eoriques sont un th̀eme de recherche actif.

Deux types d’algorithmes sont décrits sch́ematiquement dans ce chapitre. Ceux reposants sur une construction aléatoires d’une
famille de mod̀ele : baggingpour bootstrap aggregating(Breiman 1996), les forêts aĺeatoires (random forests) de Breiman (2001)
qui propose une aḿelioration dubaggingsṕecifique aux mod̀eles d́efinis par des arbres binaires (CART). Ceux basés sur leboosting
(Freund et Shapiro,1996), reposent sur une constructionadaptative, déterministe ou aléatoire, d’une famille de modèles.

Les principes dubaggingou duboostings’appliquent̀a toute ḿethode de mod́elisation (ŕegression, CART, ŕeseaux de neurones)
mais n’ont d’int́er̂et, et ŕeduisent sensiblement l’erreur de prédiction, que dans le cas de modèlesinstables, donc plut̂ot non lińeaires.
Ainsi, l’utilisation de ces algorithmes n’a guère de sens avec la régression multilińeaire ou l’analyse discriminante. Ils sont surtout
mises en œuvre en association avec des arbres binaires comme modèles de base.

2 Famille de mod̀eles aĺeatoires

2.1 Bagging
Principe et algorithme

SoitY une variablèa expliquer quantitative ou qualitative,X1, . . . , Xp les variables explicatives etφ(x) un mod̀ele fonction de
x = {x1, . . . , xp} ∈ IRp. On noten le nombre d’observations et

z = {(x1, y1), . . . , (xn, yn)}

un échantillon de loiF .

L’espéranceφ(.) = EF (φ̂z) de l’estimateur d́efinie sur l’́echantillonz, est un estimateur sans biais de variance nulle. Considérons
B échantillons ind́ependantsnot́es{zb}b=1,B et construisons une agrégation des mod̀eles dans le cas où la variableà expliquerY
est :
• quantitative :φ̂B(.) = 1

B

∑B
b=1 φ̂zb (.),

• qualitative :φ̂B(.) = argmaxj card
{
b | φ̂zb (.) = j

}
.

Dans le premier cas, il s’agit d’une simple moyenne des résultats obtenus pour les modèles associés à chaquéechantillon, dans le
deuxìeme, uncomit́ede mod̀eles est constitúe pourvoteret élire la réponse la plus probable. Dans ce dernier cas, si le modèle retourne
des probabilit́es associéesà chaque modalité comme en ŕegression logistique ou avec les arbres de décision, il est aussi simple de
calculer des moyennes de ces probabilités.

Le principe est́elémentaire, moyenner les prédictions de plusieurs modèles ind́ependants permet de réduire la variance et donc de
réduire l’erreur de pŕediction.

Cependant, il n’est pas réaliste de consid́ererB échantillons ind́ependants. Cela nécessiterait ǵeńeralement trop de données. Ces
échantillons sont donc remplacés parB réplications d’́echantillonsbootstrap(cf. AnnexeC) obtenus chacun parn tirages avec remise
selon la mesure empiriquêF . Ceci conduit̀a l’algorithme ci-dessous.

ALGORITHME 9.1 : Bagging

• Soitx0 à prévoir et
• z = {(x1, y1), . . . , (xn, yn)} un échantillon
• Pour b = 1 à B Faire
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– Tirer un échantillon bootstrapz∗b .

– Estimerφ̂zb (x0) sur l’échantillon bootstrap.
• Fin Pour

Calculer l’estimation moyennêφB(x0) = 1
B

∑B
b=1 φ̂zb (x0) ou le ŕesultat du vote.

Utilisation

Il est naturel et techniquement facile d’accompagner ce calcul par une estimationbootstrap out-of-bag(cf. chapitre5 section4.1)
de l’erreur de pŕediction. Elle est une mesure de la qualité de ǵeńeralisation du mod̀ele et permet de prévenir unéeventuelle tendance
au surajustement. C’est, pouréviter un biais, la moyenne des erreurs de prédiction commises par chaque estimateur ; chacune des
erreurśetant estiḿee sur les observations qui n’ont pasét́e śelectionńees par l’́echantillonbootstrapcorrespondant.

En pratique, CART est souvent utilisée comme ḿethode de base pour construire une famille de modèles c’est-̀a-dire d’arbres
binaires. Trois stratégies d’́elagage sont alors possibles :

i. laisser construire et garder un arbre complet pour chacun deséchantillons,

ii. construire un arbre d’au plusq feuilles,

iii. construirèa chaque fois l’arbre complet puis l’élaguer par validation croisée.

La premìere strat́egie semble en pratique un bon compromis entre volume des calculs et qualité de pŕediction. Chaque arbre est alors
affect́e d’un faible biais et d’une grande variance mais la moyenne des arbres réduit avantageusement celle-ci. En revanche, l’élagage
par validation croiśee ṕenalise lourdement les calculs sans gain substantiel de qualité.

Cet algorithme a l’avantage de la simplicité, il s’adapte et se programme facilement quelque soit la méthode de mod́elisation mise
en œuvre. Il pose néanmoins quelques problèmes :
• temps de calcul important pourévaluer un nombre suffisant d’arbres jusqu’à ce que l’erreur de prédictionout-of-bagou sur un

échantillon validation se stabilise et arrêt si elle tend̀a augmenter ;
• nécessiter de stocker tous les modèles de la combinaison afin de pouvoir utiliser cet outil de prédiction sur d’autres données,
• l’amélioration de la qualit́e de pŕediction se fait au d́etriment de l’interpŕetabilit́e. Le mod̀ele finalement obtenu devient une

bôıte noirecomme dans le cas du perceptron.

2.2 Forêts aĺeatoires
Algorithme

Dans les cas spécifique des mod̀eles CART (arbres binaires), Breiman (2001) propose une amélioration dubaggingpar l’ajout
d’une randomisation. L’objectif est donc de rendre plusindépendantsles arbres de l’agrégation en ajoutant du hasard dans le choix des
variables qui interviennent dans les modèles. Cette approche semble plus particulièrement fructueuse dans des situations hautement
multidimensionnelles, c’est-à-dire lorsque le nombre de variables explicativesp est tr̀es important. C’est le cas lorsqu’il s’agit, par
exemple, de discriminer des courbes, spectres, signaux, biopuces.

ALGORITHME 9.2 : Forêts aĺeatoires

• Soitx0 à prévoir et
• z = {(x1, y1), . . . , (xn, yn)} un échantillon
• Pour b = 1 à B Faire

– Tirer un échantillon bootstrapz∗b
– Estimer un arbre sur cet́echantillon avec randomisation des variables selon l’une des deux options :

i. Si le nombre de variables explicatives est important, la recherche de chaque nœud optimal est préćed́e d’un tirage
aléatoire d’un sous-ensemble deq prédicteurs.

ii. Sinon , tirer au hasardq1 ≈ 3 variables explicatives puis construireq2 “pr édicteurs” par combinaisons lińeaires
avec des coefficients obtenus par tirages aléatoires uniformes sur[0, 1].

• Fin Pour
Calculer l’estimation moyennêφB(x0) = 1

B

∑B
b=1 φ̂zb (x0) ou le ŕesultat du vote.

Élagage

La strat́egie d’́elagage peut, dans le cas des forêts aĺeatoires,̂etre plusélémentaire qu’avec lebaggingen se limitant̀a des arbres
de tailleq relativement ŕeduite voire m̂eme triviale avecq = 2 (stump). En effet, avec le seulbagging, des arbres limit́es à une
seule fourche risquent d’être tr̀es semblables (fortement corrélés) car impliquant les m̂emes quelques variables apparaissant comme
les plus explicatives. La sélection aĺeatoire d’un nombre réduit de pŕedicteurs potentiels̀a chaquéetape de construction d’un arbre,
accrôıt significativement la variabilit́e en mettant en avant nécessairement d’autres variables. Chaque modèle de base estévidemment
moins performant mais, l’union faisant la force, l’agrégation conduit finalement̀a de bons ŕesultats. Le nombre de variables tirées
aléatoirement n’est pas un paramètre sensible un choix par défaut deq =

√
p est sugǵeŕe par Breiman (2001). Comme pour le

bagging, l’ évaluation it́erative de l’erreurout-of-bagprévient d’unéventuel surajustement si celle-ci vientà se d́egrader.

L’interprétation est ensuite facilitée par le calcul et la représentation graphique d’un indice proportionnelà l’importance de chaque
variable dans l’agŕegation de mod̀eles et donc de sa participationà la ŕegression oùa la discrimination. C’est́evidemment d’autant
plus utile que les variables sont très nombreuses. Plusieurs critères sont proposés par Breiman (2001) pourévaluer l’importance de



3. Famille de mod̀eles adaptatifs 67

la jème variable. Ils reposent sur une permutation aléatoire des valeurs de cette variable. L’un de ces critères consistèa calculer la
moyenne sur toutes les observations de la décroissance de leur marge lorsque la variable est aléatoirement perturb́ee. La marge est ici
la proportion de votes pour la vraie classe d’une observation moins le maximum des proportions des votes pour les autres classes.

3 Famille de mod̀eles adaptatifs

3.1 Principes duBoosting
Le boostingdiff ère des approches préćedentes par ses origines et ses principes. L’idée initiale, en apprentissage machine,était

d’améliorer les comṕetences d’unfaible classifieurc’est-̀a-dire celle d’un mod̀ele de discrimination dont la probabilité de succ̀es sur
la pŕediction d’une variable qualitative est lég̀erement suṕerieureà celle d’un choix aĺeatoire. L’id́ee originale de Schapire (1990)
a ét́e affińee par Freund et Schapire (1996) qui ont décrit l’algorithme originalAdaBoost(Adaptative boosting) pour la pŕediction
d’une variable binaire. De nombreusesétudes ont ensuitéet́e publíees pour adapter cet algorithmeà d’autres situations :k classes,
régression et rendre dompte de ses performances sur différents jeux de données (cf. Schapire, 2002) pour une bibliographie). Ces tests
ont montŕe le ŕeel int́er̂et pratique de ce type d’algorithme pour réduire sensiblement la variance (comme lebagging) mais aussi le biais
de pŕediction comparativementà d’autres approches. Cet algorithme est même consid́eŕe comme la meilleure ḿethode ”off-the-shelf”
c’est-̀a-dire ne ńecessitant pas un long prétraitement des données ni un ŕeglage fin de param̀etres lors de la procédure d’apprentissage.

Le boostingadopte le m̂eme principe ǵeńeral que lebagging: construction d’une famille de modèles qui sont ensuite agréǵes par
une moyenne pondéŕe des estimations ou un vote. Il diffère nettement sur la façon de construire la famille qui est dans ce cas récurrente :
chaque mod̀ele est une versionadaptativedu pŕećedent en donnant plus de poids, lors de l’estimation suivante, aux observations mal
ajust́ees ou mal pŕedites. Intuitivement, cet algorithme concentre donc ses efforts sur les observations les plus difficilesà ajuster tandis
que l’agŕegation de l’ensemble des modèles permet d’́echapper au sur-ajustement.

Les algorithmes deboostingpropośes diff̀erent par diff́erentes caractéristiques :
• la façon de pond́erer c’est-̀a-dire de renforcer l’importance des observations mal estimées lors de l’it́eration pŕećedente,
• leur objectif selon le type de la variableà pŕedireY : binaire, qualitativèak classes, ŕeelles ;
• la fonction perte, qui peut̂etre choisie plus ou moins robuste aux valeurs atypiques, pour mesurer l’erreur d’ajustement ;
• la façon d’agŕeger, ou plut̂ot pond́erer, les mod̀eles de base successifs.

La littérature sur le sujet présente donc de très nombreuses versions de cet algorithme et il est encore difficile de dire lesquelles sont
les plus efficaces et si une telle diversité est bien ńecessaire. Il serait fastidieux de vouloir expliciter toutes les versions, ce chapitre en
propose un choix arbitraire.

3.2 Algorithme de base
Décrivons la version originale duboostingpour un probl̀eme de discriminatiońelémentairèa deux classes en notantδ la fonction

de discriminatioǹa valeurs dans{−1, 1}. Dans cette version, le modèle de base retourne l’identité d’une classe, il est encore nommé
Adaboost discret. Il est facile de l’adapterà des mod̀eles retournant une valeur réelle comme une probabilité d’appartenancèa une
classe.

ALGORITHME 9.3 : AdaBoost(adaptative boosting)

• Soitx0 à prévoir et
• z = {(x1, y1), . . . , (xn, yn)} un échantillon
• Initialiser les poidsw = {wi = 1/n ; i = 1, . . . , n}.
• Pour m = 1 à M Faire

– Estimerδm sur l’échantillon pond́eré parw.
– Calculer le taux d’erreur apparent :

Êp =

∑n
i=1 wi1{δm(xi) 6= yi}∑n

i=1 wi
.

– Calculer les logit :cm = log((1− Êp)/Êp).
– Calculer les nouvelles pondérations :wi ← wi. exp [−cm1{δm(xi) 6= yi}] ; i = 1, . . . , n.

• Fin Pour
Résultat du vote :̂φM (x0) = signe

[∑M
m=1 cmδm(x0)

]
.

Les poids de chaque observations sont initialisés à 1/n pour l’estimation du premier modèle puisévoluentà chaque it́eration
donc pour chaque nouvelle estimation. L’importance d’une observationwi est inchanǵee si elle est bien classée, elle crôıt sinon
proportionnellement au défaut d’ajustement du modèle. L’agŕegation finale des prévisions :

∑M
m=1 cmδm(x0) est une combinaison

pond́eŕee par les qualités d’ajustement de chaque modèle. Sa valeur absolue appeléemargeest proportionnellèa la confiance que l’on
peut attribuer̀a son signe qui fournit le résultat de la pŕevision.

Ce type d’algorithme est largement utilisé avec un arbre (CART) comme modèle de base. De nombreux applications montrent
que si le “classifieur faible” est un arbre trivialà deux feuilles (stump), AdaBoostfait mieux qu’un arbre sophistiqué pour un volume
de calcul comparable : autant de feuilles dans l’arbre que d’itérations dansAdaBoost. Hastie et col. (2001) discutent la meilleure
strat́egie d’́elagage applicablèa chaque mod̀ele de base. Ils le comparent avec le niveau d’interaction requis dans un modèle d’analyse
de variance. Le casq = 2 correspondant̀a la seule prise en compte des effets principaux. Empiriquement ils recommandent une valeur
comprise entre 4 et 8.
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3.3 Version aĺeatoire
À la suite de Freund et Schapire (1996), Breiman (1998) développe aussi, sous le nom d’Arcing (adaptively resample and com-

bine), une version aléatoire, et en pratique très proche, duboosting. Elle s’adaptèa des classifieurs pour lesquels il est difficile voire
impossible d’int́egrer une pond́eration des observations dans l’estimation. Ainsi plutôt que de jouer sur les pondérations,à chaque
itération, un nouveĺechantillon est tiŕe avec remise, comme pour le bootstrap, mais selon des probabilités inversement proportion-
nellesà la qualit́e d’ajustement de l’it́eration pŕećedente. La pŕesence des observations difficilesà ajuster est ainsi renforcée pour que
le mod̀ele y consacre plus d’attention. L’algorithmeadaboostpréćedent est facilèa adapter en ce sens en regardant celui dévelopṕe
ci-dessous pour la régression et qui adopte ce point de vue.

3.4 Pour la régression
Diff érentes adaptations duboostingont ét́e propośees pour le cas de la régression, c’est-à-dire lorsque la variablèa pŕedire est

quantitative. Voici l’algorithme de Drucker (1997) dans la présentation de Gey et Poggi (2002) qui enétudient les performances
empiriques en relation avec CART. Freund et Schapire (1996) ont proposé Adaboost.Ravec le m̂eme objectif tandis que le point de
vue de Friedman (2002) est décrit plus loin dans l’algorithme9.5.

ALGORITHME 9.4 : Boosting pour la régression

• Soitx0 à prévoir et
• z = {(x1, y1), . . . , (xn, yn)} un échantillon
• Initialiser p par la distribution uniformep = {pi = 1/n ; i = 1, . . . , n}.
• Pour m = 1 à M Faire

– Tirer avec remise dansz un échantillonz∗m suivantp.
– Estimerφ̂m sur l’échantillonz∗m.
– Calculerà partir de l’échantillon initialz :

lm(i) = Q
(
yi, φ̂m(xi)

)
i = 1, . . . , n; (Q : fonction perte)

Êm =
n∑

i=1

pilm(i);

wi = g(lm(i))pi. (g continue non d́ecroissante)

– Calculer les nouvelles probabilités :pi ← wi∑n
i=1 wi

.

• Fin Pour

• Calculerφ̂(x0) moyenne ou ḿediane des pŕevisionsφ̂m(x0) pond́erées par des coefficientslog( 1
βm

).

Pŕecisions :
• Dans cet algorithme la fonction perteQ peutêtre exponentielle, quadratique ou, plus robuste, la valeur absolue. Le choix usuel

de la fonction quadratique est retenu par Gey et Poggi (2002).
• NotonsLm = supi=1,...,n lm(i) le maximum de l’erreur observée par le mod̀eleφ̂m sur l’échantillon initial. La fonctiong

est d́efinie par :

g(lm(i)) = β
1−lm(i)/Lm
m (9.1)

avec βm =
Êm

Lm − Êm
. (9.2)

• Selon les auteurs, une condition supplémentaire est ajoutéeà l’algorithme. Il est arr̂et́e ou ŕeinitiallisé à des poids uniformes si
l’erreur se d́egrade trop : sîEm < 0.5Lm.

L’algorithme ǵeǹereM prédicteurs construits sur deséchantillons bootstrapz∗m dont le tirage d́epend de probabilitésp misesà
jour à chaque it́eration. Cette misèa jour est fonction d’un param̀etreβm qui est un indicateur de la performance, sur l’échantillonz,
dumième pŕedicteur estiḿe sur l’́echantillonz∗m. La miseà jour des probabilit́es d́epend donc̀a la fois de cet indicateur globalβm

et de la qualit́e relativelm(i)/Lm de l’estimation duième individu. L’estimation finale est enfin obtenueà la suite d’une moyenne
ou médiane des prévisions pond́eŕees par la qualité respective de chacune de ces prévisions. Gey et Poggi (2002) conseille la médiane
afin de s’affranchir de l’influence de prédicteurs tr̀es atypiques.

3.5 Modèle additif pasà pas
Hastie et col. (2001) expliquent le bon comportement duboostingdans le cas binaire en le présentant sous la forme d’une

approximation de la fonctionφ par un mod̀ele additif construit pas̀a pas :

φ̂(x) =
M∑

m=1

cmδ(x; γm)

est cette combinaison où cm est un param̀etre,δ le classifieur (faible) de base fonction dex et d́ependant d’un param̀etreγm. SiQ
est une fonction perte, il s’agit,à chaquéetape, de ŕesoudre :

(cm, γm) = argmin
(c,γ)

n∑
i=1

Q(yi, φ̂m−1(xi) + cδ(xi; γ));
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φ̂m(x) = φ̂m−1(x) + cmδ(x; γm) est alors une aḿelioration de l’ajustement préćedent.

Dans le cas d’adaboostpour l’ajustement d’une fonction binaire, la fonction perte utilisée estQ(y, φ(x)) = exp[−yφ(x)]. il
s’agit donc de ŕesoudre :

(cm, γm) = argmin
(c,γ)

n∑
i=1

exp
[
−yiφ̂m−1(xi) + cδ(xi; γ)

]
;

= argmin
(c,γ)

n∑
i=1

wm
i exp [−cyiδ(xi; γ)]

avec wi = exp[−yiφ̂m−1(xi)];

wi ne d́ependant ni dec ni deγ, il joue le r̂ole d’un poids fonction de la qualité de l’ajustement préćedent. Quelques développements
compĺementaires montrent que la solution du problème de minimisation est obtenue en deuxétapes : recherche du classifieur optimal
puis optimisation du param̀etreγ.

γm = argmin
γ

n∑
i=1

1{yi 6= δ(xi; γ)},

cm =
1

2
log

1− Êp
Ep

avecÊp erreur apparente de prédiction tandis que leswi sont misà jour avec :

w
(m)
i = w

(m−1)
i exp[−cm].

On montre ainsi qu’adaboostapprocheφ pasà pas par un mod̀ele additif en utilisant une fonction perte exponentielle.

D’autres fonctions perte sont envisageables pour, en particulier, un algorithme plus robuste faceà unéchantillon d’apprentissage
présentant des erreurs de classement dans le cas de la discrimination ou encore des valeurs atypiques (outliers) dans le cas de la
régression. Hastie et col. (2001) comparent les intér̂ets respectifs de plusieurs fonctions pertes. Celles jugées robustes (entropie en
discrimination, valeur absolue en régression) conduisentà des algorithmes plus compliquésà mettre en œuvre.

3.6 Régression et boosting
Dans le m̂eme esprit d’approximation adaptative, Friedman (2002) propose sous l’acronyme MART (multiple additive regres-

sion trees) un algorithme baśe sur des arbres de régression pour traité le cas quantitatif en supposant la fonction perte seulement
diff érentiable. Le principe de base est le même que pourAdaboost, construire une śequence de modèles de sorte que chaqueétape,
chaque mod̀ele ajout́e à la combinaison, apparaisse comme un pas vers une meilleure solution. Ce pas est franchi dans la direction du
gradient, approch́e par un arbre de régression, de la fonction perte.

ALGORITHME 9.5 : MART (Multiple additive regression trees)

• Soitx0 à prévoir
• Initialiser φ̂0 = argminγ

∑n
i=1Q(yi, γ)

• Pour m = 1 à M Faire
– Calculerrim = −

[
δQ(yi,φ(xi))

δφ(xi)

]
φ=φm−1

,

– Ajuster un arbre de ŕegression auxrmi donnant les feuilles ou régions terminalesRjm; j = 1, . . . , Jm.
– Pour m = 1 à M Faire

– Calculerγjm = argminγ
∑
xi∈Rjm

Q(yi, φ̂m−1 + γ).

– Fin Pour
– Miseà jour : φ̂m(x) = φ̂m(x)

∑Jm
j=1 γjm1{x ∈ Rjm}.

• Fin Pour
• Résultat :φ̂M (x0).

L’algorithme est initialiśe par un terme constant c’est-à-dire encore un arbrèa une feuille. Les expressions du gradient reviennent
simplement̀a calculer les ŕesidusrmj du mod̀eleà l’étape pŕećedente. Les termes correctifsγjm sont ensuite optimiśes pour chacune
des ŕegionsRjm définies par l’arbre de régression ajustant les résidus. Un algorithme de discrimination est similaire calculant autant
de probabilit́es que de classesà pŕevoir.

3.7 Compĺements
De nombreuses adaptations ontét́e propośeesà partir de l’algorithme initial. Elles font intervenir différentes fonctions pertes

offrant des propríet́es de robustesse ou adaptéesà une variable cibleY quantitative ou qualitativèa plusieurs classes :AdaboostM1,
M2, MH ou encore MR. Schapire (2002) liste une bibliographie détaillée.

Sur-ajustement

Dans le dernier algorithme, le nombre d’itérations peut̂etre contr̂olé par unéchantillon de validation. Comme pour d’autres
méthodes (perceptron), il suffit d’arrêter la proćedure lorsque l’erreur estiḿee sur cet́echantillon arriveà se d́egrader. Une autre
possibilit́e consistèa ajouter un coefficient de rétŕecissement (shrinkagecomme en ŕegression ridge). Compris entre 0 et 1, celui-ci
pénalise l’ajout d’un nouveau modèle dans l’agŕegation. Il joue le r̂ole d’un taux d’apprentissage du percepton) et, si sa valeur est
petite(< 0, 1) cela conduit̀a accrôıtre le nombre d’arbres mais entraı̂ne des aḿeliorations sensibles de la qualité de pŕediction.
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FIG. 9.1 –Algorithmes AdaBoost et Random forests.Évolution, pour uńechantillon test, du taux de mal
clasśes en fonction du nombre d’arbres intervenant dans la combinaison de modèles.

Interprétation

L’interprétabilit́e des arbres de décision sont une des raisons de leur succès. Leur lecture ne nécessite pas de compétences parti-
culières en statistique. Cette propriét́e estévidemment perdue par l’agrégation d’arbres ou de tout autre modèle. Ńeanmoins, surtout
si le nombre de variables est très grand, il est important d’avoir une indication de l’importance relative des variables entrant dans la
mod́elisation.

Un critère est calculé pour chaque variablej à partir des valeursD2
j (l,m), calcuĺees pour chaque nœudl de chaque arbrem.

Cette quantit́e est la d́ecroissance optimale de déviance produite par la segmentation associéeà ce nœud par le choix de la variablej.
Ces valeurs sont sommées par arbre sur l’ensemble des nœuds puis moyennées sur l’ensemble des arbres. Une normalisation fixeà
100 la plus grande valeur correspondantà la variable la plus influente.

Instabilité

Tous les auteurs ont remarqué la grande instabilité des mod̀eles construits̀a base d’arbres : une lég̀ere modification des données est
susceptible d’engendrer de grandes modifications dans les paramètres (les seuils et feuilles) du modèle. C’est justement cette propriét́e
qui rend cette technique très appropríeeà une aḿelioration par agŕegation. Breiman (1998), pour les arbres de classification, puis Gey
et Poggi (2002), pour les arbres de régression, d́etaillent et quantifient en pratique l’influence de cette instabilité ainsi que celle de
l’apport potentiel duboostingpar rapport aubagging.

Propriét́es

Les justifications th́eoriques des bons résultats duboostinget principalement la résistance au sur-ajustement sont encore l’objet
de travaux intenses suivant différentes pistes. La difficulté vient de ce que l’application de ce type d’algorithme sur une méthode
donńee, fait ǵeńeralement mieux que l’asymptotique (en faisant croı̂tre la taille de l’́echantillon) pour cette m̂eme ḿethode. Les
approches usuelles de la statistique asymptotique sont mises en défaut et les bornes obtenues pour majorer les erreurs d’estimations
ou de pŕediction sont trop grossières pour rendre compte de l’efficacité effective de la ḿethode. On montre ainsi, empiriquement, que
l’erreur de pŕediction ou de ǵeńeralisation peut continuerà d́ecrôıtre longtemps après que l’erreur d’ajustement se soit annulée. Parmi
les pistes exploŕees, une approche “stochastique” considère que, m̂eme d́eterministe, l’algorithme simule une dynamique markovienne
(Blanchard, 2001). Une deuxième, rappelée ci-dessus, présente leboostingcomme une proćedure d’optimisation globale par une
méthode de gradient (Friedman, 2001). D’autres enfin (par exemple Lugosi et Vayatis, 2001), plus probantes, utilisent des inégalit́es de
Vapnik pour montrer que, sous des hypothèses raisonnables et vérifiées dans les cas usuels : convexité et ŕegularit́e de la fonction perte
(exponentielle), arbres binaires, la probabilité d’erreur duboostingconverge avec la taillen de l’échantillon vers celle du classifieur
baýesien c’est-̀a-dire celui, optimal, obtenu en supposant connue la loi conjointe deX etY .

4 Application

4.1 Logiciels
L’algorithme deboosting (Freund et Schapire, 1996), ou plutôt la version de Friedman et col. (2000) aét́e utilisée. Il en

fournissait le programme interfacé avec Splus̀a l’adressewww-stat.stanford.edu/ jhf/MART.html mais ce dernier est
maintenant commercialisé par la socíet́e Salford System. En revanche, R. Schapire diffuse le logicielBoost textersur sa page :

www.research.att.com/˜schapire pour des utilisations non commerciales. D’autres versions duboostingseront vraisem-
blablement rendues disponible dans l’environnement de R (clone de Splus sous licence GNU).

Les for̂ets aĺeatoires (Breiman, 2001), sont estimées par un programme interfacé avec R qui se trouve dans la page :www.stat.Berkeley.edu/users/breiman/
ou avec la distribution de R :www.r-project.org .
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FIG. 9.2 –Diagrammes bôıtes des taux d’erreurs observés sur 30́echantillons tests et pour chaque méthode.

TAB . 9.1 –Moyennes des taux d’erreurs de classement calculés sur 30́echantillons test pour chaque modèle
de pŕediction

Méthode Adaboost Arbre Ŕegression Perceptron Forêt
Moyenne 9.7 11.8 12.5 13.4 10.6
Écart-type 2.0 2.3 2.0 2.3 2.2

4.2 Résultats comparatifs
Ces programmes ontét́e utilisés pour constituer des comités d’arbres de d́ecision pŕevoyant la possession de la carte Visa Premier.

Trenteéchantillons tests ont successivementét́e tirés afin d’observer les distributions des taux de mauvais classement, distributions
qui ontét́e compaŕeesà celles obtenues par les méthodes classiques (arbre de décision, ŕegression logistique et réseaux de neurones).

La figure 9.1 montre lesévolutions du taux de mal classés sur l’́echantillon d’apprentissage en fonction du nombre d’arbres
estiḿes pour un exemple de tirage. Malgré la complexit́e des combinaisons de modèles finalement obtenues, le taux atteint une limite,
il n’y a pas sur-apprentissage. Ces algorithmes fournissent des résultats qui, en moyenne, se montrent sensiblement plus performants
(cf. figure9.2 et tableau9.1) sur unéchantillon test. Leśecarts-types d́ependant de la taille de l’échantillon test y sont relativement
stables. Les moyennes montrent, sur cet exemple, que leboostingprédit un peu mieux que les forêts aĺeatoires. Cela est cohérent avec
les nombreuseśetudes publíees.

Bien ŝur, ce qui est gagńe en pŕedictibilité est perdu en interprétabilit́e par rapport̀a un mod̀ele classique. Ńeanmoins le gain réaliśe
est souvent́etonnant. L’une des avancées encore en gestation concernant ces algorithmes, et plus particulièrement les for̂ets aĺeatoires,
est la prise en compte des problèmes pośes par les donńees hautement multidimensionnelles tels qu’ils se posent par exemple avec
l’analyse des biopuces en génomique.
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Chapitre 10

LesSupport Vector Machines(SVM)

1 Introduction
LesSupport Vector Machinessouvent traduit par l’appellation de Séparateur̀a Vaste Marge (SVM) sont une classe d’algorithmes

d’apprentissage initialement définis pour la discrimination c’est-à-dire la pŕediction d’une variable qualitative initialement binaire. Ils
ont ét́e ensuite ǵeńeraliśes au cas de plusieurs classes età celui de la pŕediction d’une variable quantitative. Dans le cas de la discrimi-
nation d’une variable dichotomique, ils sont basés sur la recherche de l’hyperplan de marge optimalequi, lorsque c’est possible, classe
ou śepare correctement les données tout eńetant le pluśeloigńe possible de toutes les observations. Le principe est donc de trouver un
classifieur, ou une fonction de discrimination, dont la capacité de ǵeńeralisation (qualit́e de pŕediction) est la plus grande possible.

Cette approche d́ecoule directement des travaux de Vapnik en théorie de l’apprentissagèa partir de 1995. Elle s’est focalisée
sur les propríet́es de ǵeńeralisation (ou pŕediction) d’un mod̀ele en contr̂olant sa complexit́e. Voir à ce sujet le chapitre5 section3.3
concernant la dimension de Vapnik Chernovenkis qui est un indicateur du pouvoir séparateur d’une famille de fonctions associé à un
mod̀ele et qui en contr̂ole la qualit́e de pŕediction. Le principe fondateur des SVM est justement d’intégrerà l’estimation le contr̂ole de
la complexit́e c’est-̀a-dire le nombre de paramètres qui est associé dans ce cas au nombre de vecteurs supports. L’autre idée directrice
de Vapnik dans ce d́eveloppement, est d’éviter de substituer̀a l’objectif initial : la discrimination, un ou des problèmes qui s’av̀erent
finalement plus complexes̀a ŕesoudre comme par exemple l’estimation non-paramétrique de la densité d’une loi multidimensionnelle
en analyse discriminante.

Le principe de base des SVM consiste de ramener le problème de la discriminatioǹa celui, lińeaire, de la recherche d’un hyperplan
optimal. Deux id́ees ou astuces permettent d’atteindre cet objectif :
• La premìere consistèa d́efinir l’hyperplan comme solution d’un problème d’optimisation sous contraintes dont la fonction

objectif ne s’exprime qu’̀a l’aide de produits scalaires entre vecteurs et dans lequel le nombre de contraintes “actives” ou
vecteurs supports contrôle la complexit́e du mod̀ele.

• Le passagèa la recherche de surfaces séparatrices non lińeaires est obtenu par l’introduction d’une fonction noyau (kernel)
dans le produit scalaire induisant implicitement une transformation non linéaire des donńees vers un espace intermédiaire
(feature space) de plus grande dimension. D’où l’appellation couramment rencontrée de machinèa noyau oukernel machine.
Sur le plan th́eorique, la fonction noyau définit un espace hilbertien, dit auto-reproduisant et isométrique par la transformation
non linéaire de l’espace initial et dans lequel est résolu le probl̀eme lińeaire.

Cet outil devient largement utilisé dans de nombreux types d’application et s’avère un concurrent sérieux des algorithmes les plus
performants (agrégation de mod̀eles). L’introduction de noyaux, spécifiquement adaptésà une probĺematique donńees, lui conf̀ere une
grande flexibilit́e pour s’adapter̀a des situations très diverses (reconnaissance de formes, de séquences ǵenomiques, de caractères,
détection de spams, diagnostics...).À noter que, sur le plan algorithmique, ces algorithmes sont plus pénaliśes par le nombre d’obser-
vations, c’est-̀a-dire le nombre de vecteurs supports potentiels, que par le nombre de variables. Néanmoins, des versions performantes
des algorithmes permettent de prendre en compte des bases de données volumineuses dans des temps de calcul acceptables.

Le livre de ŕeférence sur ce sujet est celui de Schölkopf et Smola (2002). De nombreuses introduction et présentations des
SVM sont accessibles sur des sites comme par exemple :www.kernel-machines.org . Guermeur et Paugam-Moisy (1999) en
proposent une en français.

2 Principes

2.1 Problème
Comme dans toute situation d’apprentissage, on considère une variableY à pŕedire mais qui, pour simplifier cette introduction

élémentaire, est supposée dichotomiquèa valeurs dans{−1, 1}. Il est en fait relativement simple d’étende ensuite la démarchèa plus
de modalit́es ou encorèa Y réelle. SoitX = X1, . . . , Xp les variables explicatives ou prédictives etφ(x) un mod̀ele pourY ,
fonction dex = {x1, . . . , xp} ∈ IRp. Plus ǵeńeralement on peut simplement considérer la variableX à valeurs dans un ensemble
F .

On note

z = {(x1, y1), . . . , (xn, yn)}
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FIG. 10.1 –Sous-ajustement linéaire et sur-ajustement local (proches voisins) d’un modèle quadratique.

un échantillon statistique de taillen et de loiF inconnue. L’objectif est donc de construire une estimationφ̂ deφ, fonction deF dans
{−1, 1}, de sorte que la probabilité :

P (φ(X) 6= Y )

soit minimale.

Dans ce cas (Y dichotomique), le problème se pose comme la recherche d’une frontière de d́ecision dans l’espaceF des valeurs
deX. De façon classique, un compromis doitêtre trouv́e entre lacomplexit́e de cette frontìere, qui peut s’exprimer aussi comme sa
capacit́eàpulvériserun nuage de points par la VC dimension, donc la capacité d’ajustementdu mod̀ele, et les qualit́es degéńeralisation
ou pŕediction de ce mod̀ele. Ce principe est illustré par la figure10.1.

2.2 Marge

La démarche consistèa rechercher, plutôt qu’une fonction̂φ à valeurs dans{−1, 1}, une fonction ŕeellef dont le signe fournira
la pŕediction :

φ̂ = signe(f).

L’erreur s’exprime alors comme la quantité :

P (φ(X) 6= Y ) = P (Y f(X) ≤ 0).

De plus, la valeur absolue de cette quantité |Y f(X)| fournit une indication sur la confianceà accorder au résultat du classement.

On dit queY f(X) est lamargedef en(X, Y ).

2.3 Espace interḿediaire
Une premìereétape consistèa transformer les valeurs deX, c’est-̀a-dire les objets deF par une fonctionΦ à valeurs dans un

espaceH intermédiaire (feature space) muni d’unproduit scalaire. Cette transformation est fondamentale dans le principe des SVM,
elle prend en compte l’éventuelle non lińearit́e du probl̀eme pośe et le ram̀eneà la ŕesolution d’une śeparation lińeaire. Ce point est
détaillé dans une section ultérieure. Traitons tout d’abord le cas linéaire c’est-̀a-dire le cas òu Φ est la fonction identit́e.

3 Śeparateur linéaire

3.1 Hyperplan śeparateur
La résolution d’un probl̀eme de śeparation lińeaire est illustŕe par la figure10.2. Dans le cas òu la śeparation est possible, parmi

tous les hyperplans solutions pour la séparation des observations, on choisit celui qui se trouve le plus “loin” possible de tous les
exemples, on dit encore, demargemaximale.

Dans le cas lińeaire, un hyperplan est défini à l’aide du produit scalaire deH par sońequation :

〈w, x〉+ b = 0

oùw est un vecteur orthogonal au plan tandis que le signe de la fonction

f(x) = 〈w, x〉+ b

indique de quel ĉoté se trouve le pointx à pŕedire. Plus pŕeciśement, un point est bien classé si et seulement si :

yf(x) > 0

mais, comme le couple(w, b) qui caract́erise le plan est d́efini à un coefficient multiplicatif pr̀es, on s’impose :

yf(x) ≥ 1.
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FIG. 10.2 –Recherche d’un hyperplan de séparation optimal au sens de la marge maximale.

Un plan(w, b) est un śeparateur si :
yif(xi) ≥ 1 ∀i ∈ {1, . . . , n}.

La distance d’un pointx au plan(w, b) est donńee par :

d(x) =
| 〈w, x〉+ b|
‖w‖

=
|f(x)|
‖w‖

et, dans ces conditions, la marge du plan a pour valeur2
‖w‖2 . Chercher le plan śeparateur de marge maximale revientà ŕesoudre le

probl̀eme ci-dessous d’optimisation sous contraintes (problème primal) : minw
1
2
‖w‖2

avec∀i, yi < w,xi > +b ≥ 1.

Le probl̀eme dual est obtenu en introduisant des multiplicateurs de Lagrange. La solution est fournie par unpoint-selle(w∗, b∗,λ∗)
du lagrangien :

L(w, b,λ) = 1/2‖w‖22 −
n∑

i=1

λi [yi (< w,xi > +b)− 1] .

Ce point-selle v́erifie en particulier les conditions :

λ∗i [yi (< w∗,xi > +b∗)− 1] = 0 ∀i ∈ {1, . . . , n}.

Lesvecteurs supportsont les vecteursxi pour lesquels la contrainte est active, c’est-à-dire les plus proches du plan, et vérifiant donc :

yi (< w∗,xi > +b∗) = 1.

Les conditions d’annulation des dérivées partielles du lagrangien permettent d’écrire les relations que vérifient le plan optimal,
avec lesλ∗i non nuls seulement pour les points supports :

w∗ =

n∑
i=1

λ∗i yixi et
n∑

i=1

λ∗i yi = 0.

Ces contraintes d’égalit́e permettent d’exprimer la formule duale du lagrangien :

W (λ) =
n∑

i=1

λi −
1

2

n∑
i,j=1

λiλjyiyj < xi,xj > .

Pour trouver le point-selle, il suffit alors de maximiserW (λ) avecλi ≥ 0 pour touti ∈ {1, ...n}. La résolution de ce problème
d’optimisation quadratique de taillen, le nombre d’observations, fournit l’équation de l’hyperplan optimal :

n∑
i=1

λ∗i yi < x,xi > +b∗ = 0 avec b0 = −
1

2
[< w∗, svclass+1 > + < w∗, svclass−1 >] .

Pour une nouvelle observationx non apprise pŕesent́ee au mod̀ele, il suffit de regarder le signe de l’expression :

f(x) =

n∑
i=1

λ∗i yi 〈x,xi〉+ b∗

pour savoir dans quel demi-espace cette forme se trouve, et donc quelle classe il faut lui attribuer.
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3.2 Cas non śeparable
Lorsque les observations ne sont pas séparables par un plan, il est nécessaire d”’assouplir” les contraintes par l’introduction de

termes d’erreurξi qui en contr̂olent le d́epassement :

yi 〈w,xi〉+ b ≥ +1− ξi ∀i ∈ {1, . . . , n}.

Le mod̀ele attribue ainsi une réponse faussèa un vecteurxi si leξi correspondant est supérieurà1. La somme de tous lesξi repŕesente
donc une borne du nombre d’erreurs.

Le probl̀eme de minimisation est réécrit en introduisant une pénalisation par le d́epassement de la contrainte :{
min 1

2
‖w‖2 + δ

∑n
i=1 ξi

∀i, yi 〈w,xi〉+ b ≥ +1− ξi

Remarques

• Le param̀etreδ contr̂olant la ṕenalisation est̀a ŕegler. Plus il est grand et plus cela revientà attribuer une forte importanceà
l’ajustement. Il est le param̀etre qui ajuste le compromis entre bon ajustement et bonne géńeralisation.

• Le probl̀eme dans le cas non séparable se met sous la même forme duale que dans la cas séparablèa une diff́erence pr̀es : les
coefficientsλi sont tous borńes par la constanteδ de contr̂ole de la ṕenalisation.

• De nombreux algorithmes sont proposés pour ŕesoudre ces problèmes d’optimisation quadratique. Certains, proposant une
décomposition de l’ensemble d’apprentissage, sont plus particulièrement adaptésà prendre en compte un nombre important de
contraintes lorsquen, le nombre d’observation, est grand.

• On montre par ailleurs que la recherche des hyperplans optimaux répond bien au problème de la “bonne” ǵeńeralisation. On
montre aussi que, si l’hyperplan optimal peutêtre construit̀a partir d’un petit nombre de vecteurs supports, par rapportà la
taille de la base d’apprentissage, alors la capacité en ǵeńeralisation du mod̀ele sera grande, indépendamment de la taille de
l’espace.

• Plus pŕeciśement, on montre que, si lesX sont dans une boule de rayonR, l’ensemble des hyperplans de marge fixéeδ a une
VC-dimension borńee par

R2

δ2
avec‖x‖ ≤ R.

• L’erreur par validation croiśee (leave-one-out) et borńee en moyenne par le nombre de vecteurs supports. Ces bornes d’erreur
sont bien relativement prédictives mais ńeanmoins trop pessimistes pourêtre utiles en pratique.

4 Śeparateur non linéaire

4.1 Noyau
Revenons̀a la pŕesentation initiale du problème. Les observations faites dans l’ensembleF (en ǵeńeral IRp) sont consid́eŕees

commeétant transforḿees par une application non linéaireΦ deF dansH muni d’un produit scalaire et de plus grande dimension.

Le point important̀a remarquer, c’est que la formulation du problème de minimisation ainsi que celle de sa solution :

f(x) =
n∑

i=1

λ∗i yi 〈x,xi〉+ b∗

ne fait intervenir leśelémentsx etx′ que par l’interḿediaire deproduits scalaires: 〈x,x′〉. En conśequence, il n’est pas nécessaire
d’expliciter la transformationΦ, ce qui serait souvent impossible,à condition de savoir exprimer les produits scalaires dansH à l’aide
d’une fonctionk : F × F → IR symétrique appeĺeenoyaude sorte que :

k(x,x′) =
〈
Φ(x),Φ(x′)

〉
.

Bien choisi, le noyau permet de matérialiser une notion de “proximité” adapt́ee au probl̀eme de discrimination et̀a sa structure de
donńees.

Exemple

Prenons le cas trivial òux = (x1, x2) dans IR2 etΦ(x) = (x2
1,
√

2x1x2, x2
2) est explicite. Dans ce cas,H est de dimension 3

et le produit scalaire s’écrit : 〈
Φ(x),Φ(x′)

〉
= x2

1x
′2
1 + 2x1x2x

′
1x
′
2 + x2

2x
′2
2

= (x1x
′
1 + x2x

′
2)2

=
〈
x,x′

〉2

= k(x,x′).

Le calcul du produit scalaire dansH ne ńecessite pas l’évaluation explicite deΦ. D’autre part, le plongement dansH = IR3 peut
rendre possible la séparation lińeaire de certaines structures de données (cf. figure10.3).

4.2 Condition de Mercer
Une fonctionk(., .) symétrique est un noyau si, pour tous lesxi possibles, la matrice de terme géńeralk(xi,xj) est une matrice

définie positive c’est-̀a-dire quelle d́efinit une matrice de produit scalaire.
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FIG. 10.3 –Rôle de l’espace interḿediaire dans la śeparation des donńees.

Dans ce cas, on montre qu’il existe un espaceH et une fonctionΦ tels que :

k(x,x′) =
〈
Φ(x),Φ(x′)

〉
.

Malheureusement, cette condition théorique d’existence est difficilèa vérifier et, de plus, elle ne donne aucune indication sur la
construction de la fonction noyau ni sur la transformationΦ. La pratique consistèa combiner des noyaux simples pour en obtenir des
plus complexes (multidimensionnels) associésà la situation rencontrée.

4.3 Exemples de noyaux
• Linéaire

k(x,x′) =
〈
x,x′

〉
• Polyn̂omial

k(x,x′) = (c+
〈
x,x′

〉
)d

• Gaussien

k(x,x′) = e
− ‖x−x′‖2

2σ2

Beaucoup d’articles sont consacrés à la construction d’un noyau plus ou moins exotique et adapté à une probĺematique pośee :
reconnaissance de séquences, de caractères, l’analyse de textes... La grande flexibilité dans la d́efinition des noyaux, permettant de
définir une notion adaptée de similitude, confère beaucoup d’efficacité à cette approchèa condition bien sur de construire et tester le
bon noyau. D’òu apparâıt encore l’importance de correctementévaluer des erreurs de prédiction par exemple par validation croisée.

Attention, les SVMà noyaux RBF gaussiens, pour lesquels, soit on est dans le cas séparable, soit la ṕenalit́e attribúee aux erreurs
est autoriśeeà prendre n’importe quelle valeur, ont une VC-dimension infinie.

4.4 SVM pour la régression
Les SVM peuvent́egalement̂etre mis en oeuvre en situation de régression, c’est-à-dire pour l’approximation de fonctions quand

Y est quantitative. Dans le cas non linéaire, le principe consistèa rechercher une estimation de la fonction par sa décomposition sur
une base fonctionnelle. la forme géńerale des fonctions calculées par les SVM se met sous la forme :

φ(x,w) =
∞∑

i=1

wivi(x).

Le probl̀eme se pose toujours comme la minimisation d’une fonction coût, mais, plut̂ot que d’̂etre baśee sur un crit̀ere d’erreur
quadratique (moindres carrés), celle-ci s’inspire des travaux de Huber sur la recherche de modèles robustes et utilise desécarts absolus.

On note|.|ε la fonction qui est paire, continue, identiquement nulle sur l’intervalle[0, ε] et qui croit lińeairement sur[ε,+∞]. La
fonction côut est alors d́efinie par :

E(w, γ) =
1

n

n∑
i=1

|yi − φ(xi,w)|ε + γ‖w‖2

où γ est, comme en régression ridge, un paramètre de ŕegularisation assurant le compromis entre géńeralisation et ajustement. De
même que pŕećedemment, on peut́ecrire les solutions du problèmes d’optimisation. Pour plus de détails, se reporter̀a Scḧolkopf et
Smola (2002). Les points de la base d’apprentissage associésà un coefficient non nul sont là encore nomḿes vecteurs support.

Dans cette situation, les noyauxk utilisés sont ceux naturellement associés à la d́efinition de bases de fonctions. Noyaux de
splines ou encore noyau de Dériclet assocíe à un d́eveloppement en série de Fourier sont des grands classiques. Ils expriment les
produits scalaires des fonctions de la base.
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Chapitre 11

Conclusion

1 Stratégies du data mining
Les chapitres préćedents d́ecrivent les outils de base du prospecteur de données tandis que les logiciels commerciaux en proposent

une int́egration plus ou moins complète, plus ou moins conviviale de mise en œuvre. En pratique, l’enchaı̂nement de ces techniques
permet la mise en place destrat́egies de fouillebien d́efinies. Celles-ci d́ependent essentiellement destypesde variables consid́eŕes et
desobjectifspoursuivis.

Types de variables
Explicatives L’ensemble desp variables explicatives ou prédictives est notéX, il est constitúe de variables

• XIR toutes quantitatives1,
• XE toutes qualitatives,
• XIR∪E un mélange de qualitatives et quantitatives.

À expliquer La variableà expliquer oùa pŕedire oucible (target) peut̂etre
• Y quantitative,
• Z qualitativeà 2 modalit́es,
• T qualitative.

Objectifs
Trois objectifs principaux sont poursuivis dans les applications classiques de data mining :

i. Exploration multidimensionnelle ou ŕeduction de dimension : production de graphes, d’un sous-ensemble de variables
repŕesentativesXr , d’un ensemble de composantesCq préalables̀a une autre technique.

ii. Classification(clustering) ou segmentation : production d’une variable qualitativeTr .

iii. Modélisation (Y ouZ)/Discrimination (Z ou T ) production d’un mod̀ele de pŕevision deY (resp.Z, T ).

D’autres ḿethodes plus sṕecifiques̀a certaines problématiques peuvent apparaı̂tre (analyse sensorielle, analyse conjointe, SARIMA. . . mais
leur usage reste limité à des contextes bien particuliers.

Outils

Les ḿethodes utilisables se classent en fonction de leur objectif et des types de variables prédictives et cibles.

Exploration

ACP XIR et∅
AFCMXE et∅
AFD XIR etT

Classification

CAH XIR et∅
NuéeDyn XIR et∅
RNKoho XIR et∅

Modélisation

1Une variables explicative qualitativeà 2 modalit́es (0,1) peut̂etre consid́eŕee comme quantitative ; c’est l’indicatrice des modalités.
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i. Modèle linéaire ǵeńeraliśe

RLM XIR etY

ANOVAXE etY

ACOVAXIR∪E etY

Rlogi XIR∪E etZ

Lglin XT etT

ii. Analyse discriminante

ADpar/nopar XIR etT

iii. Classification and regression Tree

ArbReg XIR∪E etY

ArbCla XIR∪E etT

iv. Réseaux neuronaux

percep XIR∪E etY ouT

v. Agrégation de mod̀eles

Bagging XIR∪E etY ouT

RandFor XIR∪E etY ouT

Boosting XIR∪E etY ouT

vi. Support Vector Machine

SVM-R XIR∪E etY

SVM-C XIR∪E etT

Stratégies
Les strat́egies classiques de la fouille de données consistent̀a enchâıner lesétapes suivantes :

i. Extraction de l’entrep̂ot des donńeeséventuellement par sondage pour renforcer l’effort sur la qualité des donńees plut̂ot que
sur la quantit́e.

ii. Exploration

• Tri à plat,étapeélémentaire mais essentielle de vérification des donńees, de leur coh́erence.́Etude des distributions, trans-
formation, recodagéeventuel des variables quantitatives, regroupement de modalités des variables qualitatives,élimination
de certaines variables (trop de données manquantes, quasi constantes, redondantes. . . ). Gérer rigoureusement les codes des
variables et de leurs modalités.

• Étude bivaríee Recherche d’éventuelles relations non linéaires. Si les variables sont trop nombreuses, sélectionner les plus
li éesà la variable cible. Complétion des donńees manquantes.

iii. Analyse
Classification:
Pas de variablèa expliquer
• En cas de variablesXIR∪E ouXT , la classi-

fication est ex́ecut́ee sur lesCq issues d’une
AFCM des variables cod́ees en classes.

• Caract́erisation des classes par les variables
initialesà l’aide des outils de discrimination.

Modélisation/Discrimination :
Une variableà expliquerY , Z ouT
• Extraction d’unéchantillontest,
• Estimation, optimisation (validation croisée)

des mod̀eles pour chacune des méthodes uti-
lisables.

• Comparaison des performances des
mod̀eles optimaux de chaque méthode
sur l’échantillon test.

iv. Exploitationdu mod̀ele et diffusion des résultats. Finalement, une fois que la bonne méthode associé au bon mod̀ele ontét́e
choisie, tout l’́echantillon est regroupé pour faire une dernière estimation du modèle qui sera utiliśe en exploitation.

2 Pièges
Les principaux pìeges qui peuvent̂etre rencontŕes au cours d’une prospection sont souvent le résultat d’unacharnementen qûete

de sens (data snooping). Cela signifie qu’̀a force de creuser, contrairementà un prospecteur minier̀a la recherche de diamants bien
réels, le prospecteur en données disposant d’un grand nombre de variables finit bien, en mode exploratoire, par trouver des relations
semblant hautement significatives. Un exemple simple permet d’illustrer cette réserve.

En phase de modélisation, une surparaḿetrisation ou un surajustement du modèle expliquera parfaitement les données. Dans tous
ce cas, les ŕesultats ne seront pas extrapolables ou géńeralisables̀a d’autres donńees que celleśetudíees. Les ŕesultats de pŕediction
seront donc entachés d’une forte erreur relative liéeà la variance des estimations des paramètres. C’est toujours le problème de trouver
un compromis entre le biais d’un modèle qui est toujours plus ou moins faux et la variance des estimateurs. Nous insistons donc sur
les indispensables phases de choix et comparaison des modèles.

3 Complexité
Une bonne pratique du Data Mining nécessite de savoir articuler toutes les méthodes entrevues dans ce document. Rude tâche,

qui ne peut̂etre entreprise qu’à la condition d’avoir tr̀es bien sṕecifié les objectifs de l’́etude. On peut noter que certaines méthodes
poursuivent les m̂emes objectifs pŕedictifs. Dans les bons cas, données bien structurées, elles fourniront des résultats tr̀es similaires,
dans d’autres une ḿethode peut se révéler plus efficace compte tenu de la taille de l’échantillon ou ǵeoḿetriquement mieux adaptée
à la topologie des groupesà discriminer ou encore en meilleure interaction avec les types des variables. Ainsi, il peutêtre important
et efficace de d́ecouper en classes des variables prédictives quantitatives afin d’approcher de façon sommaire une versionnon-linéaire
du mod̀ele par une combinaison de variables indicatrices. Cet aspect est par exemple important en régression logistique ou avec un
perceptron mais inutile avec des arbres de décisions qui int̀egrent ce d́ecoupage en classes pour la construction du modèle. D’autre
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part, les ḿethodes ne présentent pas toutes les mêmes facilit́es d’interpŕetation. Il n’y a pas de choixa priori, seul l’exṕerience et un
protocole detestsoigńee permettent de se déterminer. C’est la raison pour laquelle des logiciels géńeralistes comme SAS (module
Enterprise Miner) ne font pas de choix et offrent ces méthodes en parallèle pour mieux s’adapter aux données, aux habitudes de chaque
utilisateur/client potentiel et̀a la mode.

Le travail demand́e d́eborde rapidement du rôle d’un statisticien car la masse et la complexité des donńees ńecessitent le d́eveloppement
d’interfaces et d’outils graphiques sophistiqués permettant un accès aiśes aux donńees commèa des ŕesultats par l’utilisateur finalèa
l’aide par exemple d’un simple navigateur sur l’intranet de l’entreprise. Néanmoins, au delà de ces aspects plus ”informatiques”, l’ob-
jectif principal reste une “qûete de sens” en vue de faciliter les prises de décision tout en en préservant la fiabilit́e. Ainsi, la pŕesence
ouo le contr̂ole d’une expertise statistique reste incontournable car la méconnaissance des limites et pièges des ḿethodes emploýees
peut conduirèa des aberrations discréditant la d́emarche et rendant caducs les investissements consentis. En effet, il faut bien admettre
et faire admettre que, m̂eme si un petit quart d’heure suffit pour se familiariser avec une interface graphique conviviale, la bonne
compŕehension des ḿethodes emploýees ńecessite plusieurs heures de cours ou réflexionà Bac+5. Il devient tellement simple, avec
les outils disponibles, de lancer des calculs, que certains n’hésitent pas̀a comparer prospecteur de données et chauffeur en arguant qu’il
n’est pas ńecessaire d’être un ḿecanicien accompli pour conduire une voiture. Néanmoins, la conduite d’une modélisation, d’une seg-
mentation, d’une discrimination, imposentà son auteur des choix plus ou moins implicites qui sont loin d’être neutres et qui dépassent
largement en complexité celui du choix d’un carburant par le conducteurà la pompe.
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Chapitre A

Modélisation de donńees fonctionnelles

1 Introduction

1.1 Contexte
Ce chapitre est une introductionà la mod́elisation de donńees fonctionnelles correspondantà la situation òu lesn réalisations

de l’échantillon d’apprentissage ne sont plus considéŕees comme de simples vecteurs de IRp mais comme des courbes ou plus
géńeralement des fonctions. Ces fonctions dépendent d’un indice, traditionnellement le tempst, évoluant dans un intervalle que
l’on supposerâetre, sans perte de géńeralit́e, un intervalleT = [a, b] de IR. En pratique, ces fonctions sont observées en des instants
de discŕetisation qui peuvent̂etreéquiŕepartis ou non, identiques ou non, pour chaque courbe. Le chapitre 9 de Baccini et Besse (2000)
introduit le sujet et d́ecrit les outils d’exploration (ACP) adaptésà cette situation. Le présent chapitre aborde, sans entrer dans tous
les d́etails techniques, les grands principes et spécificités de la mod́elisation ou apprentissage sur desdonńees fonctionnelles̀a partir
d’une pŕesentation de Besse et Cardot (2003).

Depuis une vingtaine d’années, ce type de données est de plus en plus courant avec l’automatisation des procédures de mesure
et la littérature consacréeà l’étude de donńees fonctionnelles s’est considérablement d́evelopṕee. En effet, la plupart des méthodes
statistiques peuvent̂etre d́eclinées dans un espace fonctionnel pour s’adapterà l’étude de courbes : analyse en composantes prin-
cipales, analyse canonique, analyse discriminante, modèle linéaire , mod̀ele linéaire ǵeńeral, ŕegression inverse par tranches... La
liste des ŕeférences sur ce thème devient longue ; Ramsay et Silverman (1997) en donnent des aperçus détaillés. Notons encore que
l’ étude de courbes peut nécessiter des transformations préalables (curve registration) afin de synchroniser et atténuer l’effet de certains
évènements comme la date de la puberté qui intervient fortement dans des courbes de croissance. C’est obtenu par une transformation
non linéaire des abscisses. Ce point n’est pas abordé dans ce chapitre.

1.2 Problème sṕecifique
L’approche exploratoire (ACP) des données fonctionnelles (Baccini et Besse, 2000) montre l’importance de rendre, dans une

base appropriée (spline, ondelettes, Fourier), leur caractère fonctionnelà des courbes discrétiśees.À cette probĺematique, vient
géńeralement se greffer, en situation de modélisation, apprentissage ou prévision, un probl̀eme de première importance :la dimension-
nalité des donńees. En effet, d̀es que les courbes sont discrétiśees avec un faible pas, la dimension de l’espace de représentation devient
vite très importante voire beaucoup plus grande que le nombre d’individus (de courbes). Si en plus, les courbes observées sont relati-
vement ŕegulìeres et m̂eme si leur nombre est suffisant (n > p), l’utilisateur est confront́e à des probl̀emes aigus de multicolinéarit́es
et doncà une grande variance des estimateurs voireà de tr̀es mauvais conditionnements numériques des calculs.

Une fois les donńees lisśees ou interpolées dans un espace fonctionnelà l’aide d’une base appropriée (splines, Fourier, ondelettes),
plusieurs strat́egies sont alors envisageables afin de prendre convenablement en compte une situation de très forte dimensionnalité.
Elles sont calqúees sur les approches dévelopṕees dans le cadre de la régression (chapitre2) pour des objectifs similaires de parcimonie
ou de conditionnement :

i. Régression sur composantes principales issues d’une ACP fonctionnelle.

ii. Régularisation par l’ajout de contraintes dans le même esprit que la régressionridge.

iii. Régression PLS.

iv. Choix de “variables” ou plut̂ot choix d’un nombre ŕeduit de fonctions de la base de représentation susceptibles de rendre
compte de la partie ou composante la plus significative du “signal” pour l’objectif de modélisation viśe.

1.3 Contenu
Deux approches sont décrites plus ou moins succinctement dans ce chapitre en renvoyantà la bibliographie concernée. La

premìere est d́edíee au mod̀ele linéaire età ses extensions. Elle concerne plus particulièrement les points i. et ii. ci-dessus. En ap-
plication, la ŕegression sur composantes principales est appliquée au cas particulier de la prévision d’un processus fonctionnel auto-
régressif et illustŕee sur un problème climatique :el niño. Le point iii., sujet de recherche en cours, (Preda et Saporta, 2002) est laissé
de ĉoté. La deuxìeme approche s’intéresse au point iv. parsélection; il n’est pas accessiblèa toute technique de modélisation du fait
de la dimension. L’algorithme d’estimation doitêtreà même de prendre en compte un très grand nombre de variables explicatives. La
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recherche de forêts d’arbres (cf. chapitre9) de ŕegression ou de décision (CART) semblêetre une approche bien adaptée. Un exemple
de discrimination de spectres chromatographiques illustre cette démarche.

2 Modèle linéaire et extensions
La prise en compte du caractère fonctionnelle des données dans la modélisation ńecessite un arsenal mathématique plus sophis-

tiqué qui tranche avec le reste de ce document. Il est indispensableà l’étude, non abord́ee, des comportements asymptotiques mais
permet aussi une explicitation concise des objets manipulés. L’annexe B de Baccini et Besse (2000) introduit ces outils.

L’objectif est l’estimation des param̀etres de mod̀eles statistiques pour lesquels la ou les variables explicatives sont des courbes.
La premìere extension considéŕee dans la litt́erature áet́e le mod̀ele linéaire (Ramsay et Dalzell, 1991 ; Hastie et Mallows, 1993). Ce
probl̀eme de ŕegression peut̂etre mod́elisé de la façon suivante : soit (X, Y ) un couple de variables aléatoires̀a valeurs dansH × IR,
X étant la variable explicative fonctionnelle (par exemple une courbe spectrométrique) etY la variable ŕeponse ŕeelle. On suppose

IE[Y |X = x] =

∫ 1

0
ψ(t)x(t) dt, x ∈ H, (A.1)

où la fonctionψ ∈ H est le coefficient de régression fonctionnelà estimer.

2.1 Modèle linéaire fonctionnel
NotonsΓ l’opérateur de covariance deX et∆ l’opérateur de covariance croisée du couple(X,Y ). C’est par d́efinition l’opérateur :

∆x =

∫ 1

0
IE [X(t)Y ]x(t)dt, x ∈ H.

En utilisant l’́equation (A.1), il est facile de v́erifier que

∆ = ΨΓ, (A.2)

où Ψ(x) =< ψ, x > .

Il faut donc inverser l’oṕerateurΓ pour en d́eduire un estimateur deψ. Le probl̀eme qui se pose alors du fait que l’inverse deΓ
n’est pas un oṕerateur borńe. Pour contourner cette difficulté il devient ńecessaire d’oṕerer soit une restriction soit une régularisation
similaire à la ŕesolution des problèmes inverses. Le premier cas conduità un estimateur basé sur une ŕeduction de la dimension
dans l’espace engendré par les composantes principaleséventuellement lisśees. Il consistèa inverser l’́equation (A.2) dans l’espace
engendŕe par lesq premiers vecteurs propres de l’opérateur de covariance empirique. Dans le deuxième cas, l’estimateur repose sur
un crit̀ere de moindres carrés ṕenaliśe comme en ŕegressionridge.

Supposons maintenant que l’on dispose de l’échantillon(xi, yi), i = 1, . . . , n où xi = (xi(tj), j = 1, . . . , p) ∈ IRp est
obtenu par discrétisation de la fonction ou courbexi.

2.2 Régression sur composantes principales
La régression sur composantes principales est une méthode classique en régression lińeaire multiple (cf. chapitre2) lorsque les

variables explicatives sont nombreuses et/ou corrélées. Elle consiste icìa estimer les fonctions propres de l’opérateurs de covariance
empirique (i.e. effectuer l’ACP fonctionnelle des courbesxi) et à d́ecomposer l’estimateur de la fonctionψ sur cette base. De manière
équivalente, cela revientà inverser l’́equation (A.2) dans l’espace engendré par les fonctions propres associées aux plus grandes valeurs
propres. Cette d́ecomposition permet une réduction optimale de la dimension tout en conservant le maximum d’information, au sens de
la variance, apportée par les variables explicatives. L’estimateur se décompose alors dans l’espace engendré par les fonctions propres
estiḿees{v̂j}j=1,...,q :

ψ̂(t) =

q∑
j=1

βj v̂j(t). (A.3)

Le vecteurβ des coefficients est détermińe en minimisant un critère des moindres carrés, alors que les composantes principales
〈ẑi, v̂j〉L2 = z′iNvj jouent le r̂ole de variables explicatives ;N (définie dans Baccini et Besse 2000 annexe B) associeà deux
vecteurszi etvj contenant les discrétisations des fonctions le produit scalaire dans l’espace de référence, qui est en géńeralL2[0, 1],
de leurs interpolants splineŝzi et v̂j .

min
β∈IRq

n∑
j=1

wi

Yi −
q∑

j=1

βjz
′
iNvj

2

.

Si on suppose de plus que les trajectoiresxi sont ŕegulìeres, on peut anticiper la réduction de dimension en tenant compte de cette
hypoth̀ese de ŕegularit́e par l’application de L’ACP fonctionnelle décrite dans Baccini et Besse (2000).

2.3 Approche par ṕenalisation
Hastie et Mallows (1993), Marx et Eilers (1999), proposent une approche basée sur une ŕegularisation de l’estimateur spline

de ŕegression comparablèa la regressionridge. La régularisation ne porte donc plus sur la dimensionq comme dans la régression
sur composantes principales mais directement sur l’estimateur de la fonctionψ. Cette fonction est supposée ŕegulìere et solution
d’un probl̀eme de moindres carrés ṕenaliśes analoguèa un lissage spline ;̀‖ψ‖2 désigne une semi-norme définie par la norme dans
L2[0, 1] de la d́erivée seconde deψ etD = diag(w1, . . . , wn) la matrice diagonale des poids des observations.

min
ψ

n∑
i=1

wi

(
Yi −ψ′Nxi

)2
+ ` ‖ψ‖22 , (A.4)
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oùψ = (ψ(t1), . . . , ψ(tp))′. Le param̀etre de lissage (ou régularisation)̀ permet de contr̂oler la ŕegularit́e de l’estimateur ainsi que
sa stabilit́e. En termes matriciels et en notantM la matrice associéeà la semi-normè‖ψ‖2, résoudre le problème (A.4) estéquivalent
à minimiser :

min
ψ

ψ′NSNψ − 2 ψ′NZ′DY + ` ψ′Mψ. (A.5)

La solution s’́ecrit alors

ψ̂ = (NSN + `M)−1 NZ′DY. (A.6)

On reconnâıt dans l’́ecriture de l’estimateur̂ψ l’inverse de l’oṕerateur de covariance pénaliśeNSN+ `M, ainsi que la transposée de
l’opérateur de covariance croiséeNZ′DY.

Le choix du param̀etre de lissage se fait par validation croisée mais peut aussi chercherà minimiser l’erreur de prédiction estiḿee
sur unéchantillon de validation ou encore un critère ṕenalisant la complexité du mod̀ele (Ramsay et Silverman, 1997 ; Marx et Eilers,
1999).

2.4 Modèle linéaire ǵenéral et autres extensions
Diverses extensions du modèle linéaire fonctionnel ont́et́e propośees. La plus naturelle est de considérer un mod̀ele linéaire

géńeral afin d’expliquer des variables réponsesY qualitatives, quantitatives discrètes ou bien encore bornées. Marx et Eilers (1999)
utilisent une approche par pénalisation similairèa celleétudíee dans la section2.3pour expliquer la probabilité de survie 2 ans après
un cancer en fonction de la densité d’ADN dans les cellules cancéreuses. Le modèle s’́ecrit de manìere formelle

IE[Y |X = x] = g−1 (< ψ, x >) , x ∈ H, (A.7)

où g est la fonction lien de type logit, log, ... Sig est l’identit́e alors le mod̀ele (A.7) est le mod̀ele linéaire fonctionnel d́ecrit plus haut.

L’estimateur de la fonctionψ qui ne peut pluŝetre obtenu de manière explicite est calculé en maximisant un critère de vraisem-
blance ṕenaliśee

max
ψ

n∑
i=1

logL(yi,xi,ψ)− ` ‖ψ‖22 (A.8)

où L(.) est la vraisemblance. Marx et Eilers (1999) utilisent une méthode de type moindres carrés pond́eŕes it́eratifs pour trouver
l’optimum. La valeur du param̀etre de lissage est ensuite choisie en minimisant un critère d’information de type BIC ou Akaı̈ke.
Cardot et coll. (2000) appliquent cette approcheà la pŕevision de l’occupation des sols (des proportions)à l’aide de mesures de
l’ évolution temporelle de données satellitaires.

3 Prévision fonctionnelle

3.1 Problème
Cette section est une application de la régression fonctionnelle sur composantes principales ; elle s’intéressèa la pŕevision

d’un processus présentant naturellement une composante périodique. C’est le cas des données issues de l’observation mensuelle
du ph́enom̀eneEl Niño durant plusieurs années. Plut̂ot que de pŕevoir śequentiellement une série de valeurs comme le ferait une
mod́elisation SARIMA, la ḿethode d́evelopṕee propose uneprévision globalesur la ṕeriode consid́eŕee c’est-̀a-dire celle d’une courbe
sur une anńee. Les mod̀eles et exemples présent́es sont issus essentiellement des travaux de Bosq (2000), Besse et Cardot (1996) et
Besse et coll. (2000).

L’objectif est donc la pŕevision d’un processus(Xt)t∈IR à temps continu, pas nécessairement stationnaire, sur un intervalle de
tempsδ, dont on fixe la valeurδ = 1 sans perte de géńeralit́e. Cet intervalle correspond̀a la ṕeriode principale du processus. On
définit alors,à partir de(Xt), un processus̀a temps discret(Zn)n∈Z, suppośe du second ordre, prenant ses valeurs dans un espace
fonctionnel, par exempleL2[0, 1] l’espace des fonctions de carré int́egrable sur[0, 1], en d́ecoupant les trajectoires sur des tronçons
de longueurδ = 1.

3.2 Modèle
Le cadre th́eorique est celle des processus fonctionnels(Zn) auto-ŕegressifs d’ordre 1 notés ARH(1) et̀a valeurs dans un espace

de Hilbert comme par exempleL2[0, 1]. Le processus(Zi)i∈Z est un processus auto-régressif hilbertien du premier ordre d’espérance
a ∈ H et d’oṕerateur d’auto-corrélationρ s’il v érifie l’équation :

∀i ∈ Z, Zi − a = ρ (Zi−1 − a) + εi. (A.9)

L’opérateur d’auto-corrélationρ est suppośe compact et v́erifie
∑

n≥1 ‖ρn‖ < +∞. Le terme d’innovation{εi} est centŕe i.i.d. dans

H de variance finie, IE‖εi‖2H = σ2 < +∞.
Dans ce cas, l’estimation de l’espérance conditionnelle IE(Zi+1|Zi, Zi−1, . . .) nécessairèa la pŕevision se ram̀eneà celle de

l’opérateurρ :

IE(Zi+1|Zi, Zi−1, . . .)− a = ρ(Zi − a) , i ∈ Z. (A.10)

Les oṕerateurs de covarianceΓ = IE((Yi − a) ⊗ (Yi − a)) ∆ = IE((Yi − a) ⊗ (Yi+1 − a)) de ce processus vérifient une
équation similairèa l’équation (A.2) obtenue pour le mod̀ele linéaire fonctionnel :

∆ = ρΓ. (A.11)
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Comme pour le mod̀ele linéaire fonctionnel, il s’agit d’inverser l’oṕerateur de covarianceΓ pour construire un estimateur de
l’opérateurρ. L’approche propośee est similairèa la ŕegression sur composantes principales (A.3) ; l’estimateur dêρ est approch́e
dans la base engendré par les premières fonctions propres de l’opérateur de covariance :

ρ̂(s, t) =

q∑
j=1

q∑
j′=1

β̂jj′ v̂j(t)v̂j′ (s). (A.12)

De plus, comme les courbes sont en pratique discrétiśees, il est propośe d’estimer simultańement les trajectoires supposées lisses du
processus dans un espace de dimension réduiteq. Cette approche qui áet́e propośee par Besse et Cardot (1996) s’est révélée plus
performante sur des simulations ainsi que sur un exemple de prévision du trafic auto-routier que l’interpolation linéaire et que le
lissage des trajectoires suivi de l’estimation de l’opérateur de covariance. On considère pour cela le problème d’optimisation suivant
dont la solution est d́ecrite dans Baccini et Besse (2000) :

min
ẑi∈Hq

1

n

n∑
i=1

1

p

p∑
j=1

(zi(tj)− ẑi(tj))
2 + ` ‖ẑi‖22

 (A.13)

avecHq sous-espace deH de dimensionq. L’esṕerance du processusZi est estiḿee par interpolation spline aux instants de mesure
(t1, . . . , tj) du vecteur̂a = A`z̄. En notant̂zi = â + x̂i la solution du probl̀eme (A.13), on en d́eduit la repŕesentation matricielle
des estimateurs des opérateurs de covariance :

Γ̂q,` =
1

n

n∑
i=1

x̂ix̂
′
iN, (A.14)

et

∆̂q,` =
1

n− 1

n−1∑
i=1

x̂i+1x̂
′
iN. (A.15)

Il suffit ensuite de construire l’inverse géńeraliśe, not́e Γ̂
−1
q,` , de la matricêΓq,` pour en d́eduire un estimateur de l’opérateurρ sous

forme matricielle :

ρ̂q,` = Γ̂
−1
q,` ∆̂q,`. (A.16)

Finalement, la pŕevision dezn+1 est donńee par la formule :

ẑn+1 = ρ̂q,`x̂n + A`z̄. (A.17)

Dans la pratique le choix des valeurs des paramètres de “ŕegularisation”̀ etq est tr̀es important pour obtenir de bonnes prévisions.
La strat́egie consiste, de façon classique,à śeparer l’́echantillon en uńechantillon d’apprentissage constitué des premiers tronçons de
trajectoires et uńechantillon de validation. Les paramètres de lissage sont choisis de manièreà donner les estimateurs qui fournissent
les meilleures pŕevisions sur l’́echantillon de validation.

3.3 Application à la prévision d’El Ni ño
ENSO (El Nĩno Southern Oscillation) est un phénom̀ene climatique majeur d’interaction entre l’atmosphère et l’oćean Pacifique

dans la zone tropicale. El Niño (EN) se caractérise par des variations importantes de la température, particulìerement en d́ecembre, tr̀es
corŕeléesà des oscillations de la pression atmosphérique (SO). EN est donc observé à travers l’́evolution de temṕeratures moyennes
mensuelles mesurées au large du Chilìa la surface de l’oćean tandis que SO est mesurée par la pression atmosphérique au niveau de
la merà Tahiti. Ces śeries sont connues depuis 1950 et considéŕees dans cettéetude jusqu’en 1996. Elles sont représent́ees dans la
figureA.1.

Diff érents pŕedicteurs sont comparés sur ces données en utilisant le m̂eme protocole de validation croisée pour l’optimisation des
param̀etres sṕecifiques. Ainsi, les 36 premières anńees servent d’apprentissage, les paramètres sont optimiśes pour pŕevoir les anńees
32 à 36. Les ḿethodes sont comparées entre elles par leur prévision des anńees 37̀a 46 et avec une prévisionélémentaire qui est la
simple moyenne climatique. Les meilleurs modèles paraḿetriques obtenus de la sorte ontét́e un SARIMA(0, 1, 1)× (1, 0, 1)12 pour
les temṕeratures (EN), et un SARIMA(1, 1, 1)× (0, 1, 1)12 pour les pressions (SO). Tous deux ont satisfait au test du porte manteau.
Les autres ḿethodes de prévision consid́eŕees sont non paraḿetriques (cf. Besse et coll. 2000) :

Noyau ou pŕevision non paraḿetrique par la ḿethode du noyau usuelle réṕet́ee pour des horizons de 1à 12 mois. Les largeurs de
fenêtre optimales sont respectivement 0,9 et 1.5 pour EN et SO.

Noyau fonct. estégalement une prévision par ŕegression non paraḿetrique mais vectorielle pour prévoir les 12 valeurs simultanément.
Valeurs optimales respectivement 0,3 et 0,6.

ARH(1) lisse requiert 4 (resp. 3) dimensions associéesà un param̀etre de lissage de1.610−5 (resp.810−5).

ARH(1) local requiert 3 (resp. 2) dimensions associéesà un param̀etre de lissage de0.910−5 (resp.510−5).

La śerie des pressions est sensiblement plus irrégulìeres, ce qui n’a rien de surprenant, et nécessite donc des lissages plus importants
que la śerie des temṕeratures.

La figureA.2 montre une comparaison graphique de la prévision de l’anńee 1986 de El Nĩno. Les pŕevisions scalaires y sont
reliées par des segments de droite tandis que les prévisions fonctionnelles sont interpolées par des splines cubiques. Pour cette année,
le mod̀ele SARIMA se montre tr̀es d́efaillant tandis que les prédicteurs non paraḿetriques ont des performances voisines. Des résultats
similaires sont obtenus pour la série SO. Le tableauA.1 synth́etise ces performances sur une période de 10 ans en prenant en compte
l’erreur quadratique moyenne de prévision (EQMP) et l’erreur absolue moyenne relative (EAMR). Dans l’ensemble, les méthodes non
paraḿetriques se ŕevèlent bien meilleures que la méthode paraḿetrique (SARIMA) qui est m̂eme inf́erieureà la pŕevision climatique.
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FIG. A.1 – Śeries des moyennes mensuelles de l’index de température (Nino-3)̀a la surface de la mer et des
moyennes mensuelles de la pression atmosphériqueà Tahiti.
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FIG. A.2 – Comparaison de l’année 1986 de El Nĩno avec diff́erentes pŕevisions.
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TAB . A.1 – Comparaisons des erreurs quadratiques et erreurs absolues relatives de prévision sur la ṕeriode
1987-1996.

El Niño index S. Osc. index
Pŕedicteur EQMP EAMR EQMP EAMR

Climat. 0.73 2.5 % 0.91 6.3 %
SARIMA 1.45 3.7 % 0.95 6.2 %
Noyau 0.60 2.3% 0.87 6.1%
Noyau fonct. 0.58 2.2% 0.82 6.0%
ARH(1) lisse 0.55 2.3% 0.78 5.8%
ARH(1) local 0.53 2.2% 0.82 5.8%

Plus pŕeciśement, les ḿethodes fonctionnelles apparaissent sur cet exemple sensiblement plus performantes que les approches par
noyau scalaire ou vectorielle. Le manque de stationnarité est sans doute responsable du mauvais comportement du modèle SARIMA
surtout dans le cas de la série des temṕeratures (EN) dont la meilleure prévision est fournie par le modèle ARH(1) avec une estimation
locale de la structure de covariance.

4 Modélisation par arbre

4.1 Objectif
La mod́elisation de donńees fonctionnelles par des arbres binaires est illustré par un probl̀eme rencontŕe fréquemment dans l’in-

dustrie agro-alimentaire ou plus géńeralement en chimioḿetrie. Dans ce travail en cours (Besse et Farkas, 2003) Il s’agit de discriminer
diff érentes qualit́es de produits alimentaires uniquementà partir de l’́etude des chromatogrammes obtenus par chromatographie liquide
haute performance. Nous disposons pour cela d’un jeu de données issu de 64 produits, répartis en deux qualités diff́erentes. Il s’agit
de jus d’orange, soit directement pressés en laboratoire, certains d’entre eux ayant subi préalablement̀a l’analyse un traitement de
pasteurisation, soit de jus issus du commerce, dont certains ontét́e pasteuriśes industriellement. La variable qualitativeà expliquer est
la pasteurisation (présence/absence). La motivation est l’étude de la faisabilité d’un outil de d́etection de fraude.

4.2 La chromatographie
Les donńeesétudíees ont́et́e fournies par le LARA, laboratoire d’analyses chimiques de pesticides, polluants, et produits agro-

alimentaires. Elles ont́et́e obtenues en analysant des jus d’orange d’origines diverses par chromatographie liquide haute performance
en phase inverse (RP-HPLC). La chromatographie en phase liquide est une méthode de śeparation physico-chimique des constituants
d’un mélange baśee sur les diff́erences d’affinit́es chimiques de ces derniers pour, d’une part, une phase liquide mobile dans laquelle
ils sont dissous et qui les entraı̂ne, et d’autre part, une phase solide poreuse stationnaire (une colonne)à travers laquelle ils migrent. A
la sortie de la colonne chromatographique, l’arrivée d’un compośe est identifíee par un d́etecteur qui transforme et amplifie la réponse
en un signaĺelectrique. L’ensemble de ces mesures est enregistré en temps ŕeel. La courbe qui d́ecrit ces mesures en fonction du
temps est appelée chromatogramme : elle associeà chaque instantt en abscisse, la mesure amplifiée de l’absorption du rayonnement
(en ordonńee) par les molécules sorties de la colonneà ce m̂eme instant. C’est ainsi que chaque ”pic” de la courbe (voisinage d’un
maximum local, apr̀es un lissage ad hoc de la courbe bruitée) ŕesulte du passage des molécules sorties de la colonne aux instants
inscrits en abscissèa la base du pic (voir figureA.3).

Les chromatogrammes sont utilisés pour quantifier les concentrations de certaines molécules connues, recherchées dans le soluté,
et convenablement sépaŕees par la ḿethode. Le calcul de ces concentrations est possibleà partir du chromatogramme, après identi-
fication du pic correspondantà la moĺecule recherch́ee, et apr̀es estimation de certains paramètres. Ceci se fait au moyen de tests de
calibration. Il n’en reste pas moins que tous les pics d’un chromatogramme ne sont pas toujours identifiés, et c’est notamment le cas
des donńees de cettéetude.

4.3 Problématique
La nature des données, leurs caractéristiques, posent des problèmes tr̀es sṕecifiques pour atteindre l’objectif recherché de discri-

mination. Les donńees sont en effet des courbes ou signaux présentant un pas de discrétisation tr̀es fin et́evoluant donc dans un espace
de tr̀es grande dimension (6912, finalement réduiteà 128) au regard du nombre de ces courbes (64). Quelle est, parmi les approches
statistiques adaptéesà un probl̀eme mal pośe de discrimination celle la plus adaptéeà notre situation ?

Les ḿethodes adaptées au problème de discrimination de deux classes sont en effet nombreuses et variées : analyse discriminante,
régression logistique,k plus proches voisins, réseaux de neurones, arbres binaires (CART). . . La plupart s’adaptent facilementà des
donńees fonctionnelles une fois que les courbes sont exprimées dans une base appropriée ; toutes adoptent des types de stratégie
similaires pour faire face au problème de dimension. Ŕeduction par śelection de variables ou ici de fonctions de la base : réduction par
projection sur un sous-espace (composantes principales, PLS), régularisation par ṕenalisation de la complexité de la solution ou de la
norme des param̀etres.

Il serait vain et fastidieux de vouloir toutes les essayer dans leur très nombreuses variantes. Quelques remarques et tentatives
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FIG. A.3 –Chromatogramme permettant d’identifier visuellement 7 pics entre les minutes 4.8 et 15, chacun
correspondant̀a un compośe affect́eà un temps d’́elution qui lui est propre dans les conditions de l’analyse.

permettent de se focaliser sur les algorithmes d’agrégation d’arbres.

Les courbes observées sont fortement irrégulìeres (cf. fig.A.3) et l’objectif est certes prédictif : décider de la nature du jus
d’orange, mais aussi explicatif. Quelles sont les molécules impliqúees dans l’obtention de la discrimination, c’est-à-dire quelles sont
les positions des pics correspondant. Première conśequence, parmi les bases de fonctions les plus classiques : Fourier, fonctions propres
issues d’une analyse en composantes principales ou décomposition de Karunen-Loeve, splines, ondelettes, seules ces dernières sont
adapt́eesà notre objectif : ne pas lisser les pics comme le font des splines pour réduire la dimension et tenir compte de localisation.
Deuxìeme conśequence, nous recherchons un modèle paraḿetrique susceptible d’interprétation contrairement̀a ce que peut proposer
un ŕeseau de neurones ou un algorithme de typek-plus proches voisins.

En ŕesuḿe, une d́ecomposition des chromatogrammes sur une base d’ondelettes1 rudimentaires (base de Haar), fournit une
repŕesentation des chromatogrammes dans cette base par un vecteur de IRp. différentes techniques de discrimination (régression
logistique, arbres binaires) ontét́e test́ees et comparées selon un protocole classique.

i. extraction aĺeatoire d’uńechantillon test,

ii. estimation du mod̀ele sur l’autre partie (apprentissage),

iii. optimisation du mod̀ele par validation croiśee (śelection de variable oúelagage),

iv. estimation de l’erreur sur l’échantillon test.

Le proćed́e est it́eŕeB fois afin de ŕeduire la variance de l’erreur estimée globale et surtout d’apprécier la stabilit́e des ŕesultats.

Compte tenu de la situation très particulìereétudíee, les techniques classiques se montrent très instables. Leśeléments śelectionńes
de la base d’ondelettes peuvent beaucoup varier,à la fois en position et en niveau de précision d’unéchantillonà l’autre. En
conśequence, une autre approche plus sophistiquée (for̂et aĺeatoire cf. chapitre9) a ét́e mise en œuvre suivant le même protocole.
Un des int́er̂ets majeurs des arbres binaire est leur grande lisibilité, donc grande facilité d’interpŕetation. Cette faculté estévidemment
perdue lorsque le modèle est finalement constitué d’un comit́e d’un milier d’arbres. Ńeanmoins, il est possible d’exhiber des indica-
teurs ŕevélant l’importance prise par chaque variable dans la constitution d’un arbre.

4.4 Résultats
Pour ŕesumer de façon schématique, Il apparaı̂t que la ŕegression logistique, noyée par le nombre de variables explicatives, peine

à trouver un mod̀ele raisonnable et ses capacités pŕedictives sont faibles. De son côté, un arbre seul propose des solutions relativement
instables d’uńechantillonà l’autre, l’interpŕetation est peu fiable. En revanche, une forêt aĺeatoire conduit̀a de bonnes prédictions
et le graphe affichant l’importance des variables (figureA.4) est simple d’interpŕetation. Il indique quels sont leséléments de la base
captant, le plus ǵeńeralement, la part discriminante du signal. Il est alors facile d’obtenir une localisation (paramètre de position de
l’ondelette), et donc une identification de la molécule concerńee, ainsi qu’une id́ee sur la pŕecision (niveau de d́etail) du ŕesultat obtenu.

1Il existe sur le net de nombreuses introductions aux ondelettes età leurs diverses applications. Voir par exemple les sites :
www.amara.com/current/wavelet.html ou www.stats.bris.ac.uk/pub/reports/Wavelets/Wavelets.html.
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FIG. A.4 – Importance des variables et donc deséléments de la base d’ondelettes dans la discrimination.
Ceux-ci d́eterminent position et précision des pics globalement les plus discriminants.

5 Conclusion
Tant les exemples traités dans ce chapitre que l’analyse de données simuĺees montrent l’int́er̂et de prendre en compte le caractère

fonctionnel des donńees observ́ees. Cette approche implique un coût méthodologique. C’est l’effort qui permet d’adapter au mieux
les ḿethodes multidimensionnelles aux données et̀a leur probĺematique afin d’en extraire la composante la plus pertinente. Toute
méthode statistique exploratoire, de classification ou de modélisation, aét́e ou peut̂etre adapt́eeà ce contexte en intervenantà cinq
niveaux.

i. Plongement des observations dans un espace fonctionnel par l’utilisation d’une base (splines, Fourier, ondelettes) adaptée au
probl̀eme pośe : hypoth̀ese ou non de régularit́e par oppositioǹa la pŕesence juǵee significativite de singularités.

ii. Nécessit́e éventuelle de recaler les courbes par une transformation non linéaire de l’́echelle des temps (curve registration) afin
de faire cöıncidera priori certainśevènements dans le temps.

iii. Prise en compte de la dimensionnalité dans le choix de la technique de modélisation. Intervention d’un lissage susceptible de
réduire le bruit et/ou d’une norme appropriée (Sobolev) prenant en compte les hypothèses de ŕegularit́e ou une connaissance
a priori du ph́enom̀ene. Stabilisation de l’estimateur par régularisation. Dans le cas contraire mettre en œuvre une méthode
appropríee de śelection de variables oúeléments de la base pour réduire la dimension.

iv. Dans la mesure du possible, optimisation conjointe plutôt que śequentielle des critères et param̀etres impliqúes dans l’analyse.



Chapitre B

Introduction au modèle linéaire ǵenéral

L’objet de ce chapitre est d’introduire le cadre théorique global permettant de regrouper tous les modèles (lińeaire gaussien,
logit, log-linéaire) qui visent̀a exprimer l’esṕerance d’une variable réponseY en fonction d’une combinaison linéaire des variables
explicatives. Lemod̀ele linéaire ǵeńeral dévelopṕe initialement en 1972 par Nelder et Wedderburn et dont on trouvera des exposés
détaillés dans Nelder et Mc Cullagh (1983), Agresti (1990) ou Antoniadis et col. (1992), n’est ici qu’esquissé afin de d́efinir les
concepts communs̀a ces mod̀eles : famille exponentielle, estimation par maximum de vraisemblance, tests, diagnostics, résidus. Il est
mis en œuvre dans plusieurs logiciels dont GLIM,glm de Splus,genmod et insight de SAS.

1 Composantes des mod̀eles
Les mod̀eles catalogúes dans la classe des modèles lińeaires ǵeńeraliśes sont caractériśes par trois composantes.

1.1 Distribution
La composante aléatoire identifie la distribution de probabilités de la variablèa expliquer. On suppose que l’échantillon sta-

tistique est constitúe den variables aĺeatoires{Yi; i = 1, . . . , n} indépendantes admettant des distributions issues d’unestructure
exponentielle. Cela signifie que les lois de ces variables sont dominées par une m̂eme mesure dite de référence et que la famille de
leurs densit́es par rapport̀a cette mesure se met sous la forme :

f(yi; θi, φ) = exp

{
yiθi − v(θi)

u(φ)
+ w(yi, φ)

}
. (B.1)

Cette formulation inclut la plupart des lois usuelles comportant un ou deux paramètres : gaussienne, gaussienne inverse, gamma,
Poisson, binomiale. . . . Le paramètreθi est appeĺeparam̀etre naturelde la famille exponentielle.

Attention, la mesure de référence change d’une structure exponentielleà l’autre, la mesure de Lebesgues pour une loi continue,
une mesure discrète combinaison de masses de Dirac pour une loi discrète. Consulter Antoniadis et col. (1992) pour une présentation
géńerale des structures exponentielles et des propriét́es asymptotiques des estimateurs de leurs paramètres.

Pour certaines lois, la fonctionu est de la forme :

u(φ) =
φ

ωi

où les poidsωi sont les poids connus des observations, fixés ici à 1 pour simplifier ;φ est appeĺe alorsparam̀etre de dispersion, c’est
un param̀etre de nuisance intervenant, par exemple lorsque les variances des lois gaussiennes sont inconnues, maiségalà 1 pour les
lois à un param̀etre (Poisson, binomiale). L’expression de la structure exponentielle (B.1) se met alors sous laforme canoniqueen
posant :

Q(θ) =
θ

φ
,

a(θ) = exp

{
−
v(θ)

φ

}
,

b(y) = exp{w(y, φ)},

on obtient

f(yi, θi) = a(θi)b(yi) exp {yiQ(θi)} . (B.2)

1.2 Prédicteur linéaire
Les observations planifiées des variables explicatives sont organisées dans la matriceX de planification d’exṕerience (design

matrix). Soitβ un vecteur dep param̀etres, le pŕedicteur lińeaire,composante d́eterministedu mod̀ele, est le vecteur̀an composantes :

η = Xβ.

95
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1.3 Lien
La troisìeme composante exprime unerelation fonctionnelleentre la composante aléatoire et le pŕedicteur lińeaire. Soit{µi =

E(Yi); i = 1, . . . , n}, on pose
ηi = g(µi) i = 1, . . . , n

où g, appeĺeefonction lien, est suppośee monotone et différentiable. Ceci revient doncà écrire un mod̀ele dans lequel unefonction de
la moyenneappartient au sous-espace engendré par les variables explicatives :

g(µi) = x′iβ i = 1, . . . , n.

La fonction lien qui associe la moyenneµi au param̀etre naturel est appeléefonction lien canonique. Dans ce cas,

g(µi) = θi = x′iβ.

1.4 Exemples
Loi gaussienne

Dans le cas d’uńechantillon gaussien, les densités d’une famille de loisN (µi, σ
2) s’écrit :

f(yi, µi) =
1

√
2πσ2

exp

{
−

(yi − µi)
2

2σ2

}
= exp

{
−

1

2

µ2
i

σ2

}
exp

{
−

1

2

y2i
σ2
−

1

2
ln(2πσ2)

}
exp

{
yi
µi

σ2

}
En posant

Q(θi) =
θi

φ
=
µi

σ2

a(θi) = exp

{
−

1

2

µ2
i

σ2

}
b(yi) = exp

{
−

1

2

y2i
σ2
−

1

2
ln(2πσ2)

}
.

la famille gaussienne se met sous la forme canonique (B.2) qui en fait une famille exponentielle de paramètre de dispersionφ = σ2

et de param̀etre naturel
θi = E(Yi) = µi

et donc de fonction lien canonique, la fonctionidentit́e.

Loi de Bernouilli

Consid́eronsn variables aĺeatoires binaires ind́ependantesZi de probabilit́e de succ̀esπi et donc d’esṕeranceE(Zi) = πi. Les
fonctions de densité de ces variables sontéléments de la famille :

f(zi, πi) = π
zi
i (1− πi)

1−zi = (1− πi) exp

{
zi ln

πi

1− πi

}
,

qui est la forme canonique d’une structure exponentielle de paramètre naturel

θi = ln
πi

1− πi
.

Cette relation d́efinit la fonctionlogit pour fonction lien canonique associée à ce mod̀ele. La loi binomiale conduit̀a des ŕesultats
identiques en considérant les sommes deni (ni connus) variables de Bernouilli.

Loi de Poisson

On consid̀eren variables ind́ependantesYi de loi de Poisson de paramètreµi = E(Yi). LesYi sont par exemple les effectifs
d’une table de contingence. Ces variables admettent pour densités :

f(yi, µi) =
µ

yi
i e−µi

yi!
= exp {−µi}

1

yi!
exp {yi lnµi}

qui sont issues d’une structure exponentielle et, mises sous la forme canonique, de paramètre naturel

θi = lnµi

définissant comme fonction lien canonique lelogarithmepour ce mod̀ele.

2 Estimation
L’estimation des param̀etresβj est calcuĺee en maximisant la log-vraisemblance du modèle linéaire ǵeńeraliśe. Celle-ci s’exprime

pour toute famille de distributions mise sous la forme (B.1) d’une structure exponentielle.
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2.1 Expression des moments
Notons`(θi, φ; yi) = ln f(yi; θi, φ) la contribution de laième observatioǹa la log-vraisemblance.

`(θi, φ; yi) = [yiθi − v(θi)]/u(φ) + w(yi, φ).

L’ étude du maximum de la log-vraisemblance nécessite la connaissance des dérivées :

∂`

∂θi
= [yi − v′(θi)]/u(φ)

∂2`

∂θ2i
= −v′′(θi)/u(φ).

Pour des lois issues de structures exponentielles, les conditions de régularit́e vérifiées permettent d’écrire :

E

(
∂`

∂θ

)
= 0 et − E

(
∂2`

∂θ2

)
= E

(
∂`

∂θ

)2

.

Alors,
E(Yi) = µi = v′(θi)

et comme
E{v′′(θi)/u(φ)} = E{[Yi − v′(θi)]/u(φ)}2 = Var(Yi)/u

2(φ)

il vient donc :
Var(Yi) = v′′(θi)u(φ) ;

justifiant ainsi l’appellation deparam̀etre de dispersionpourφ lorsqueu est la fonction identit́e.

2.2 Équations de vraisemblance
Consid́eronsp variables explicatives dont les observations sont rangées dans la matrice de plan d’expérienceX, β un vecteur de

p param̀etres et le pŕedicteur lińeaireàn composantes
η = Xβ.

La fonction lieng est suppośee monotone diff́erentiable telle que : ηi = g(µi) ;

c’est la fonction lien canonique si :g(µi) = θi.

Pourn observations supposées ind́ependantes et en tenant compte queθ dépend deβ, la log-vraisemblance s’écrit :

L(β) =

n∑
i=1

ln f(yi; θi, φ) =

n∑
i=1

`(θi, φ; yi).

Calculons
∂`i

∂βj
=
∂`i

∂θi

∂θi

∂µi

∂µi

∂ηi

∂ηi

∂βj
.

Comme

∂`i

∂θi
= [yi − v′(θi)]/u(φ) = (yi − µi)/u(φ),

∂µi

∂θi
= v′′(θi) = Var(Yi)/u(φ),

∂ηi

∂βj
= xij car ηi = x′iβ,

∂µi

∂ηi
dépend de la fonction lienηi = g(µi),

Leséquations de la vraisemblance sont :

n∑
i=1

(yi − µi)xij

Var(Yi)

∂µi

∂ηi
= 0 j = 1, . . . , p.

Ce sont deśequations non-lińeaires enβ dont la ŕesolution requiert des ḿethodes it́eratives dans lesquelles interviennent le
Hessien (pour Newton-Raphson) ou lamatrice d’information(pour les Scores de Fisher). La matrice d’information est la matrice

= = X′WX

de terme ǵeńeral

[=]jk = E
∂2L(β)

∂βj∂βk
= −

n∑
i=1

xijxik

Var(Yi)

(
∂µi

∂ηi

)2

et òu W est la matrice diagonale de “pondération” :

[W]ii =
1

Var(Yi)

(
∂µi

∂ηi

)2

.
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2.3 Fonction lien canonique
Dans le cas particulier où la fonction lien du mod̀ele linéaire ǵeńeraliśe utilisée est la fonction lien canonique associée à la

structure exponentielle alors plusieurs simplifications interviennent :

ηi = θi = x′iβ,

∂µi

∂ηi
=

∂µi

∂θi
=
∂v′(θi)

∂θi
= v′′(θi).

Ainsi,
∂`i

∂βj
=

(yi − µi)

Var(Yi)
v′′(θi)xij =

(yi − µi)

u(φ)
xij .

De plus, comme les termes∂
2L(β)

∂βj∂βk
ne d́ependent plus deyi, on montre que le Hessien estégalà la matrice d’information et donc les

méthodes de résolution du score de Fisher et de Newton-Raphson coı̈ncident.

Si, de plus,u(φ) est constante pour les observations, leséquations de vraisemblance deviennent :

X′y = X′µ.

Ainsi, dans le cas gaussien, le modèle s’́ecrivantµ = Xβ avec la fonction de lien canonique identité, on retrouve la solution :

b = (X′X)
−1

X′y

qui cöıncide avec celle obtenue par minimisation des moindres carrés.

3 Qualité d’ajustement
Il s’agit d’évaluer la qualit́e d’ajustement du modèle sur la base des différences entre observations et estimations. Plusieurs critères

sont propośes.

3.1 Déviance
Le mod̀ele estiḿe est compaŕe avec le mod̀ele ditsatuŕe, c’est-̀a-dire le mod̀ele posśedant autant de paramètres que d’observations

et estimant donc exactement les données. Cette comparaison est basée sur l’expression de ladévianceD des log-vraisemblancesL et
Lsat :

D = −2(L − Lsat)

qui est le logarithme du carré du rapport des vraisemblances. Ce rapport remplace ou “géńeralise” l’usage des sommes de carrés
propres au cas gaussien et doncà l’estimation par moindres carrés.

On montre qu’asymptotiquement,D suit une loi duχ2 àn − p degŕes de libert́e ce qui permet de construire un test de rejet ou
d’acceptation du mod̀ele selon que la d́eviance est juǵee significativement ou non importante.

Attention, l’approximation de la loi duχ2 peutêtre douteuse. De plus, dans le cas de données non grouṕees (mod̀ele binomial),
le cadre asymptotique n’est plus adapté car le nombre de paramètres estiḿes tend́egalement vers l’infini avecn et il ne faut plus se
fier à ce test.

3.2 Test de Pearson
Un test duχ2 estégalement utiliśe pour comparer les valeurs observéesyi à leur pŕevision par le mod̀ele. La statistique du test

est d́efinie par

X2 =

I∑
i=1

(yi − µ̂i)
2

V̂ar(µ̂i)

(µi est remplaće parniπi dans le cas binomial) et on montre qu’elle admet asymptotiquement la même loi que la d́eviance.

En pratique ces deux approches conduisentà des ŕesultats peu diff́erents et, dans le cas contraire, c’est une indication de mauvaise
approximation de la loi asymptotique. Sachant que l’espérance d’une loi duχ2 est son nombre de degrés de libert́e et, connaissant
les aspects approximatifs des tests construits, l’usage est souvent de comparer les statistiques avec le nombre de degrés de libert́e. le
mod̀ele peut̂etre juǵe satisfaisant pour un rapportD/ddl plus petit que 1.

4 Tests
Deux crit̀eres sont habituellement proposés pour aider au choix de modèle.

4.1 Rapport de vraisemblance
Comme dans le cas de la régression multiple òu un test permet de comparer un modèle avec un mod̀ele ŕeduit, le rapport de

vraisemblance ou la différence de d́eviance est unéevaluation de l’apport des variables explicatives supplémentaires dans l’ajustement
du mod̀ele. La diff́erence des d́eviances entre deux modèlesembôıtésrespectivement̀aq1 etq2 (q2 > q1) variables explicatives

D2 −D1 = 2(L1 − Lsat)− 2(L2 − Lsat)

= 2(L1 − L2)
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suit approximativement une loi duχ2 à(q2− q1) degŕes de libert́e pour les lois̀a 1 param̀etre (binomial, Poisson) et une loi de Fisher
pour les loisà deux param̀etres (gaussienne). Ceci permet donc de tester la significativité de la diminution de la d́eviance par l’ajout
de variables explicatives ou la prise en compte d’interactions.

4.2 Test de Wald
Ce test est basé sur la forme quadratique faisant intervenir la matrice de covariance des paramètres, l’inverse de la matrice

d’information observ́ee(X′WX)−1. Cette matrice est calculéeà partir du Hessien approché par l’algorithme de maximisation. Elle
géńeralise la matrice(X′X)−1 utilisée dans le cas du modèle linéaire gaussien en faisant intervenir une matriceW de pond́eration.
Ainsi, test de Wald et test de Fisher sontéquivalents dans le cas particulier du modèle gaussien.

Si la matriceK, ditecontraste, définit l’ensembleH0 des hypoth̀eses̀a tester sur les paramètres :

K′β = 0,

on montre que la statistique

(K′b)′(K′(X′WX)
−1

K)−1K′b

suit asymptotiquement une loi duχ2.

Attention, le test de Wald, approximatif, peut ne pasêtre pŕecis si le nombre d’observations est faible.

5 Diagnostics
De nombreux indicateurs, comme dans le cas de la régression lińeaire multiple, sont proposés afin d’́evaluer la qualit́e ou la

robustesse des modèles estiḿes. Ils concernent la détection des valeurs influentes et l’étude graphique des résidus. La d́efinition de ces
derniers pose quelques difficultés.

5.1 Effet levier
On construit la matrice de projection (hat matrix)

H = W1/2X(X′WX)
−1

X′)W1/2,

relative au produit scalaire de matriceW, sur le sous-espace engendré par les variables explicatives. Les termes diagonaux de cette
matrice suṕerieursà (3p/n) indiquent des valeurs potentiellement influentes. Le graphe représentant les points d’ordonnéeshii et
d’abscisses le nuḿero de l’observation les visualise.

5.2 Résidus
Avec des erreurs centrées, additives, c’est-à-dire dans le cas du modèle gaussien utilisant la fonction lien identité, il est naturel de

définir des ŕesidus par :
εi = yi − E(yi) = yi − µi.

comme dans le cas du modèle linéaire. Ce cadre est ici inadapté au cas ǵeńeral et diff́erents substituts sont proposés. Chacun possède
par ailleurs une versionstandardiśeeet une versionstudentiśee.

Pearson

Les ŕesidus obtenus en comparant valeurs observéesyi et valeurs pŕeditesŷi sont pond́eŕes par leur pŕecision estiḿee par l’́ecart-
type :si de ŷi. Ceci d́efinit les ŕesidus de Pearson :

rPi =
yi − ŷi

si

dont la somme des carrés conduit̀a la statistique du m̂eme nom. Ces résidus mesurent donc la contribution de chaque observationà la
significativit́e du test d́ecoulant de cette statistique. Par analogie au modèle linéaire, on v́erifie que ce sont́egalement les résidus de la
projection par la matriceH.

Ces ŕesidus ne sont pas de variance unité et sont donc difficiles̀a interpŕeter. Une estimation de leursécarts-types conduit̀a la
définition des ŕesidus de Pearson standardisés :

rPsi =
yi − ŷi

si
√
hii

faisant intervenir le terme diagonal de la matriceH.

De plus, prenant en compte que les estimations desécarts-typessi dépendent de laième observation et sont donc biaisés, des
résidus studentisés sont obtenus en approchant au premier ordre le paramètre de dispersions(i) calcuĺe sans laième observation :

rPti =
yi − ŷi

s(i)
√
hii

.

Déviance

Ces ŕesidus mesurent la contribution de chaque observationà la d́eviance du mod̀ele par rapport au modèle satuŕe. Des versions
standardiśees et studentisées en sont d́efinies comme pour ceux de Pearson.
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Anscombe

Les lois des ŕesidus pŕećedents sont inconnues et même dissyḿetriques. Anscombe a donc proposé de faire oṕerer une transfor-
mation pŕealable afin de construire des résidus suivant une loi normale :

rAi =
t(yi)− t(ŷi)

t′(yi)si
.

L’explicitation de la fonctiont dans le cadre du modèle linéaire ǵeńeraliśe est relativement complexe mais le calcul en est fourni par
les logiciels. Comme préćedemment, des versions standardisées et studentisées sont́egalement calculées.

Un graphe utilisant ces résidus en ordonńees et les nuḿeros d’observation en abscisses permet d’identifier les observations les
moins bien ajust́ees par le mod̀ele.

5.3 Mesure d’influence
De nombreux indicateurs sont proposés afin d’́evaluer l’influence d’une observation sur l’estimation d’un paramètre, sur les

prédictions ou encore sur la variance des estimateurs. Le plus utilisé, la distance de Cook, mesure globalement l’influence sur l’en-
semble des param̀etres. C’est la distance, au sens de la métrique d́efinie par l’inverse de la covariance des paramètres, entre le vecteur
des param̀etresb estiḿe avec toutes les observations et celui estimé lorsque laième observation est supprimée.

Di =
1

2
(b− b(i))

′(X′WX)−1(b− b(i)).

Cet indicateur prend simultanément en compte l’effet levier et l’importance du résidu de chaque observation. Le graphe de ces valeurs
est donc plus synth́etique et interpŕetable en tenant compte du graphe des résidus et de celui des termes diagonaux deH.

6 Compléments

6.1 Sur-dispersion
Dans certaines situations, par exemple lors d’observations dépendantes, la variance de la variableYi suppośee binomiale ou de

Poisson, qui est th́eoriquement fix́ee par le mod̀ele, est plus importante, multipliée par un facteur d’échelle (scale parameter)σ2.
Si ce param̀etre est plus grand que 1, on dit qu’il y a sur-dispersion. Une méthode baśee sur une maximisation de la formule de
quasi-vraisemblanceest alors utiliśee pour estimer̀a la foisσ etβ.

6.2 Variable “offset”
Lorsque la variablèa expliquer dans le cas d’un modèle linéaire ǵeńeraliśe d́ependégalementlinéairementd’une autre variable,

cette dernìere est d́eclaŕeeoffsetet sert ainsìa “tarer” le mod̀ele. Exemple : pour modéliser le nombre de sinistres déclaŕes par cat́egorie
de conducteurs, la variablenombre de contratsest d́eclaŕee “offset”.



Chapitre C

Introduction au bootstrap

1 Introduction
La motivation dubootstrap1 (Efron, 1982 ; Efron et Tibshirani, 1993) est d’approcher par simulation (Monte Carlo) la distribution

d’un estimateur lorsque l’on ne connaı̂t pas la loi de l’́echantillon ou, plus souvent lorsque l’on ne peut pas supposer qu’elle est
gaussienne. L’objectif est de remplacer des hypothèss probabilistes pas toujours vérifiées ou m̂eme inv́erifiables par des simulations et
donc beaucoup de calcul.

Le principe fondamental de cette technique de rééchantillonnage est de substituerà la distribution de probabilité inconnueF ,
dont est issu l’́echantillon d’apprentissage, la distribution empiriqueF̂ qui donne un poids1/n à chaque ŕealisation. Ainsi on obtient
un échantillon de taillen dit échantillon bootstrapselon la distribution empiriquêF parn tirages aĺeatoires avec remise parmi lesn
observations initiales.

Il est facile de construire un grand nombre d’échantillons bootstrap sur lesquels calculer l’estimateur concerné. La loi simuĺee
de cet estimateur est une approximation asymptotiquement convergente sous des hypothèses raisonnables2 de la loi de l’estimateur.
Cette approximation fournit ainsi des estimations du biais, de la variance, donc d’un risque quadratique, et même des intervalles de
confiance de l’estimateur sans hypothèse (normalit́e) sur la vraie loi.

1.1 Principe duplug-in

Soit x = {x1, . . . , xn} un échantillon de taillen issue d’une loi inconnueF sur (Ω,A). On appelleloi empiriqueF̂ la loi
discr̀ete des singletons(x1, . . . , xn) affect́es des poids1/n :

F̂ =

n∑
i=1

δxi .

SoitA ∈ A, PF (A) est estiḿee par :

(̂P )F (A) = P
F̂

(A) =
n∑

i=1

δxi (A) =
1

n
Cardxi ∈ A.

De manìere plus ǵeńerale, soitθ un param̀etre dont on suppose que c’est une fonction de la loiF . on écrit doncθ = t(F ). Par
exemple,µ = E(F ) est un param̀etre deF suivant ce mod̀ele. Unestatistiqueest une fonction (mesurable) de l’échantillon. Avec le
même exemple :

µ̂ = x =
1

n

n∑
i=1

xi

etx est la statistique qui estimeµ. On dit que c’est un estimateur “plug-in” et, plus géńeralement,

DÉFINITION C.1. — On appelle estimateurplug-in d’un param̀etre θ deF , l’estimateur obtenu en remplaçant la loiF par la loi
empirique :

θ̂ = t(F̂ ).

comme dans le cas de l’estimation deµ : µ̂ = E(F̂ ) = x.

1Cette appellation est inspirée du baron de M̈unchhausen (Rudolph Erich Raspe) qui se sortit de sables mouvants par traction sur
sestirants de bottes. En France “bootstrap” est parfois traduit parà la Cyrano(acte III, sc̀ene 13) en ŕeférencèa ce h́eros qui pŕevoyait
d’atteindre la lune en se plaçant sur une plaque de fer et en itérant le jet d’un aimant.

2Échantillon ind́ependant de m̂eme loi et estimateur indépendant de l’ordre des observations.
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1.2 Estimation de l’écart-type de la moyenne
SoitX une variable aĺeatoire ŕeelle de loiF . On pose :

µF = EF (X), et σ2
F = VarF (X) = EF [(X − µF )2];

Ce qui s’́ecrit :
X ∼ (µF , σ

2
F ).

Soit (X1, . . . , Xn) n variables aĺeatoires i.i.d. suivant aussi la loiF . PosonsX = 1
n

∑n
i=1Xi. Cette variable aléatoire a pour

esṕeranceµF et pour varianceσ2
F /n. On dit aussi que la statistique

X ∼ (µF , σ
2
F /n).

Remarquons qu’en moyennant plusieurs valeurs ou observations, on réduit la variance inh́erenteà une observation. De plus, sous
certaines conditions sur la loiF et comme ŕesultat du th́eor̀eme de la limite centrale,X converge en loi vers la loi normale.

L’estimateur plug-in deσF est d́efini par :

σ̂2 = σ̂F
2 = σ2

F̂
= Var

F̂
(X)

= E
F̂

[(X − E
F̂

(X))2] =
1

n

n∑
i=1

(Xi −X)2.

L’estimateur plug-in deσF est (ĺeg̀erement) diff́erent de celui du maximum de vraisemblance. L’estimateur plug-in est en géńeral
biaiśe mais il a l’avantage d’être simple et de pouvoir s’appliquerà tout param̀etre θ même lorsque l’on ne peut pas calculer la
vraisemblance du modèle.

2 Estimation bootstrap d’un écart-type
Soit θ̂ = s(x) un estimateur quelconque (M.V. ou autre) deθ pour unéchantillonx donńe. On cherchèa appŕecier la pŕecision

de θ̂ et doncà estimer sońecart-type.

2.1 Échantillon bootstrap

Avec les m̂emes notation,̂F est la distribution empirique d’uńechantillonx = {x1, . . . , xn}.

DÉFINITION C.2. — On appelléechantillon bootstrapdex un échantillon de taillen not́e

x∗ = {x∗1, . . . , x∗n}

suivant la loiF̂ ; x∗ est un ŕe-́echantillon dex avec remise.

2.2 Estimation d’un écart-type

DÉFINITION C.3. — On appelleestimation bootstrapde l’écart-typeσ̂F (θ̂) de θ̂, son estimation plug-in :σ
F̂

(θ̂).

Mais, à part dans le cas trèsélémentaire òu, comme dans l’exemple ci-dessus,θ est une moyenne, il n’y a pas de formule explicite de
cet estimateur. Une approximation de l’estimateur bootstrap (ou plug-in) de l’écart-type dêθ est obtenue par une simulation (Monte-
Carlo) d́ecrite dans l’algorithme ci-dessous.

Pour un param̀etreθ et unéchantillonx donńes, on notêθ = s(x) l’estimation obtenue sur cetéchantillon. Uneréplication
bootstrapde θ̂ est donńee par :̂θ∗ = s(x∗).

ALGORITHME C.1 : Estimation bootstrap de l’écart-type

• Soitx un échantillon etθ un param̀etre.
• Pour b = 1 à B Faire

– Śelectionner 1́echantillon bootstrapx∗b = {x∗b
1 , . . . , x∗b

n }. par tirage avec remise dansx.

– Estimer sur cet́echantillon :θ̂∗(b) = s(x∗b).
• Fin pour
• Calculer l’écart-type de l’́echantillon ainsi construit :

σ̂2
B =

1

B − 1

B∑
b=1

(θ̂∗(b)− θ̂∗(.))2

avec θ̂∗(.) =
1

B

B∑
b=1

(θ̂∗(b).

σ̂B est l’approximation bootstrap de l’estimation plug-in recherchée de l’́ecart-type dêθ.
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2.3 Estimation du biais
Avec les m̂emes notations :

θ = t(F ) et θ̂ = s(x),

le biais d’un estimateur s’exprime comme
BF (θ̂) = EF [s(x)]− t(F ).

Un estimateur est sans biais siE[θ̂] = θ. Le biais est aussi une mesure de la précision d’un estimateur et on a vu que, géńeralement,
les estimateurs plug-ińetaient biaiśes.

DÉFINITION C.4. — On appelle estimateur bootstrap du biais, l’estimateur plug-in :

B̂F (θ̂) = B
F̂

(θ̂) = E
F̂

[s(x∗)]− t(F̂ ).

Comme pour l’́ecart-type, il n’existe ǵeńeralement pas d’expression analytique et il faut avoir recoursà une approximation par simu-
lation.

ALGORITHME C.2 : Estimation bootstrap du biais

• Soitx un échantillon etθ un param̀etre.
• Pour b = 1 à B Faire

– Śelectionner 1́echantillon bootstrapx∗b = {x∗b
1 , . . . , x∗b

n }. par tirage avec remise dansx.

– Estimer sur cet́echantillon la ŕeplication bootstrap dêθ : θ̂∗(b) = s(x∗b).
• Fin pour
• ApprocherE

F̂
[s(x∗)] par θ̂∗(.) = 1

B

∑B
b=1(θ̂∗(b)

• L’approximation bootstrap du biais est :̂BB(θ̂) = θ̂∗(.)− θ̂.

3 Compléments
En ŕesuḿe, on peut dire que le bootstrap repose sur une hypothèse tr̀esélémentaire :̂θ∗ se comporte par rapportà θ̂ commeθ̂ par

rapportàθ. La connaissance dêθ∗ (distribution, variance, biais. . . ) renseigne alors sur celle deθ̂.

Beaucoup d’autres compléments sont̀a rechercher dans la littérature et en particulier dans Efron et Tibshirani (1993). Il est ainsi
possible de d́efinir des intervalles de confiance bootstrap en considérant la distribution et les quantiles deθ̂∗ ou même encore des tests
à partir des versions bootstrap de leur statistique.

Le bootstrap rapidement décrit ici est dit “non-paraḿetrique” car la loi empiriquêF est une estimation non-paramétrique deF .
Dans le cas òuF serait connuèa un param̀etre pr̀es, il existéegalement une version diteparaḿetriquedu bootstrap.

Pour des estimateurs plus compliqués (fonctionnels) comme dans le cas de la régression non-paraḿetrique par noyau ou spline, il
est facile de construire graphiquement une enveloppe bootstrap de l’estimateurà partir de ŕeplications de l’́echantillon. Celle-ci fournit
géńeralement une bonne appréciation de la qualit́e de l’estimateur obtenu. Attention, dans le cas de la régression il est en principe
plus justifíe de ŕepliquer le tirage sur lesrésidusplutôt que sur les observations. Ce sont les résidus qui sont en effet supposés i.i.d. et
qui vérifient donc les hypoth̀eses ńecessaires mais cette approche devient très sensiblèa l’hypoth̀ese sur la validit́e du mod̀ele. Il est
finalement d’usage de considérer unéchantillon bootstrap issu des données initiales (Efron et Tibshirani) :

z∗b = {(x∗b
1 , y∗b

1 ), . . . , (x∗b
n , y∗b

n )};

c’est ce qui áet́e choisi dans ce document.

Enfin, l’estimation bootstrap est justifiée par des propriét́es asymptotiques (convergence en loi) lorsque le nombre de réplications
(B) croit conjointement avec la taille de l’échantillon (n).
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